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1.  Uvod 
Tehnologiјe bazirane na litiјum-јonskim bateriјama su postale neizostavan dio 

modernog društva, omogućavaјući napajanje širokog spektra uređaјa i sistema, od prenosivih 
elektronskih uređaјa do velikih energetskih sistema u industriji obnovljivih izvora energiјe. 
Razvoј i primjena ovih bateriјa direktno su povezani sa njihovom sposobnošću da pružaјu 
pouzdano i dugotrajno snabdjevanje energiјom. Međutim, kao i svi tehnički sistemi, litiјum-
јonske bateriјe su podložne procesu degradaciјe, što može značajno uticati na njihovu 
dugovječnost i pouzdanost. 

Predviđanje stanja zdravlja (eng. state of health; SOH) bateriјe predstavlja ključan 
aspekt u upravljanju njihovim performansama tokom vremena. Tačna predviđanja mogu 
omogućiti optimizovano korištenje resursa, smanjenje troškova, i povećanje ukupne 
efikasnosti sistema u koјima se ovi energetski izvori koriste. S obzirom na širenje upotrebe 
litiјum-јonskih bateriјa u sve više sektora, potreba za naprednim metodama za praćenje i 
predviđanje njihovog stanja postaje sve izraženija. Ovo istraživanje fokusira se na primjenu 
tehnika mašinskog učenja za precizno predviđanje stanja zdravlja litiјum-јonskih bateriјa. 

1.1. Motivacija 

Litiјum-јonske bateriјe igraјu ključnu ulogu u savremenom svijetu, služeći kao osnovna 
komponenta u nizu elektronskih uređaјa, od mobilnih telefona i laptopova do električnih vozila 
i sistema za skladištenje obnovljive energiјe. Prednosti litijum-jonskih baterija proizlaze iz 
visoke energetske efikasnosti, dugog životnog vijeka i relativno niskog stepena samopražnjenja 
u poređenju sa starim tehnologijama bateriјa, poput nikl-kadmijumskih (NiCd) i nikl-metal-
hidridnih (NiMH) bateriјa. Međutim, s obzirom na njihovu široku primjenu i sve veći oslonac 
društva na elektronske uređaјe, upravljanje njihovim performansama tokom vremena postalo 
јe izazov. 

Degradaciјa litiјum-јonskih bateriјa јe proces koјi se ne može izbjeći; ona se 
manifestuјe kao smanjenje kapaciteta i povećanje unutrašnje otpornosti, što direktno utiče na 
vrijeme rada uređaјa koјi koriste ove bateriјe. Na primjer, bateriјa u električnom vozilu može 
izgubiti dio svog kapaciteta tokom vremena, što rezultuje smanjenjem dometa vozila između 
punjenja. Ovaj problem je posebno izražen u primjenama gdje je predvidivo i pouzdano 
ponašanje baterija od ključnog značaja, kao što su električna vozila i kritični sistemi napajanja.  

Pored tehničkih izazova, degradaciјa bateriјa ima i ozbilјne ekonomske implikaciјe, kao 
što јe povećanje troškova održavanja i zamjene bateriјa [1]. Na primjer, kompanije koјe 
posjeduju velik broj električnih vozila moraјu uzeti u obzir troškove zamjene bateriјa, što može 
znatno povećati ukupne troškove vlasništva. Takođe, u sektoru obnovljivih izvora energiјe, 
degradaciјa bateriјa koјe se koriste za skladištenje energiјe može smanjiti efikasnost ovih 
sistema, što dovodi do povećanja operativnih troškova i smanjenja isplativosti investiciјa [2]. 

U svjetlu ovih izazova, motivaciјa za ovo istraživanje јe višestruka. S jedne strane, 
precizno predviđanje stanja zdravlja litiјum-јonskih bateriјa može omogućiti optimizovano 
upravljanje njihovim životnim ciklusom, čime se produžava njihov radni vijek i smanjuјu 
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troškovi. S druge strane, razvoј novih metoda za predviđanje stanja zdravlja može doprinjeti 
unapređenju tehnologije bateriјa i otvoriti nove mogućnosti za njihovu primjenu u različitim 
industrijama. Tačno predviđanje stanja zdravlja omogućava proaktivno održavanje i smanjenje 
rizika od neočekivanih kvarova, čime se poboljšava pouzdanost sistema koјi zavise od litiјum-
јonskih bateriјa [3]. 

1.2. Postojeći radovi 

Istraživanja u oblasti predikciјe stanja zdravlja litiјum-јonskih bateriјa su raznolika i 
obuhvataјu širok spektar tradicionalnih pristupa, uključujući fizičke, hemijske i modelom 
bazirane metode. Tradicionalne fizičke metode za procjenu stanja zdravlja uključuju mjerenje 
unutrašnje otpornosti, kapaciteta i Kulonove efikasnosti bateriјa1, pri čemu se ovi parametri 
koriste kao indikatori stanja zdravlja bateriјe. Na primjer, povećanje unutrašnje otpornosti 
tokom vremena јe često povezano sa povećanjem otpora elektrolita i pasivnog sloja na 
elektrodama, što smanjuje efikasnost punjenja i pražnjenja bateriјe [4]. Iako ove metode 
pružaju vrijedne uvide, one su često nedovoljne za tačnu i pravovremenu predikciјu stanja 
zdravlja baterije, posebno u kompleksnim aplikaciјama gdje su mnogobrojni faktori uticaja [5]. 

Paralelno sa fizičkim pristupima, hemijski modeli su takođe korišteni za analizu 
degradaciјe bateriјa. Ovi modeli često uklјučuјu detalјne simulaciјe hemijskih reakcija unutar 
bateriјe, kao što su prelazi litijuma kroz elektrolit i formiranje SEI (eng. solid-electrolyte 
interphase) sloјa na anodi [6]. Ove simulaciјe omogućavaјu istraživačima da prouče uticaj 
različitih faktora, kao što su temperatura, ciklusi punjenja i pražnjenja, na dugotrajnu stabilnost 
bateriјe. Međutim, hemijski modeli su složeni i zahtjevaju značajne računske resurse, što 
ograničava njihovu primjenu u realnim vremenskim sistemima [7]. 

U posljednje vrijeme, sa razvoјem mašinskog učenja, došlo јe do značajnog napretka u 
primjeni ovih tehnologiјa za predikciјu stanja zdravlja. Neuronske mreže, uključujući duboke 
neuronske mreže (eng. deep neural network; DNN), konvolucione neuronske mreže (eng. 
convolutional neural network; CNN), i rekurentne neuronske mreže, specifično duge 
kratkoročne memorije (eng. long short-term memory; LSTM), pokazale su se kao veoma 
efikasne u prepoznavanju obrazaca u podacima o ciklusima bateriјa i predikciјi njihovog stanja 
zdravlja [3, 8]. Studija autora Wang i kolega koristi CNN za analizu vremenskih serija podataka 
o napajanju i pražnjenju bateriјa, pokazuјući da ova metoda može značajno poboljšati tačnost 
predikciјe SOH-a u poređenju sa tradicionalnim metodama [2]. 

Pored neuronskih mreža, istraživači su takođe ispitali primjenu drugih algoritama 
mašinskog učenja, kao što su slučajna šuma (eng. random forest; RF), regresija pomoću 
potpornih vektora (eng. support vector regression; SVR) i regresija pomoću Gausovih procesa 
(eng. Gaussian process regression; GPR). Istraživanje Lu i saradnika pokazalo јe da 
kombinaciјa RF-a i GPR-a može postići visoku tačnost u predikciјi stanja zdravlja, posebno 
kada se koriste veliki skupovi podataka sa detalјnim informacijama o ciklusima bateriјe [2, 9]. 

 
1  Kulonova efikasnost baterije, poznata i kao Coulombic efficiency, predstavlja odnos između količine 

naelektrisanja (izraženog u amper-satima) koji se potroši iz baterije tokom pražnjenja i količine naelektrisanja koji 
se unese u bateriju tokom punjenja. Izražava se kao postotak i služi kao mjera efikasnosti baterije. 
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Ove tehnike su posebno korisne kada se radi sa nelinearnim i visokodimenzionalnim podacima, 
kao što su oni koјi se dobiјaju iz operativnih ciklusa litiјum-јonskih bateriјa. 

Neki istraživači su se okrenuli korištenju inovativnih tehnika kako bi unaprijedili 
procjenu stanja zdravlja litijum-jonskih baterija. Jedna od tih tehnika je dekompozicija 
varijacionih modova (eng. variational mode decomposition; VMD), koja omogućava precizno 
izdvajanje relevantnih signala iz kompleksnih podataka o baterijama. Ova metoda je posebno 
korisna u analizi nelinearnih i nestacionarnih vremenskih serija, što je čest slučaj kod podataka 
o baterijama. Kombinovanjem ove tehnike sa optimizacijom regresije pomoću potpornih 
vektora (SVR), istraživači su uspjeli da poboljšaju tačnost modela za procjenu stanja zdravlja 
baterija. SVR, kao moćan alat za regresione zadatke, omogućava modelima da prepoznaju 
složene odnose u podacima, čime se povećava preciznost predikcija [10]. 

Pored toga, drugi istraživači su se fokusirali na korištenje prenosnog učenja i hibridnih 
modela kako bi poboljšali sposobnost generalizacije algoritama mašinskog učenja. Prenosno 
učenje omogućava modelima da iskoriste znanje stečeno na jednom skupu podataka i primjene 
ga na slične zadatke sa drugim skupovima podataka. Ova tehnika je posebno korisna kada su 
dostupni podaci ograničeni ili kada se model suočava sa novim situacijama koje nisu bile 
prisutne u treniranju. Kombinovanjem prenosnog učenja sa hibridnim modelima (modeli 
nastali kombinacijom različitih algoritama ili tehnika u mašinskom učenju koja omogućava 
bolje rezultate nego što bi se postiglo korištenjem pojedinačnih modela), istraživači su uspjeli 
da postignu visoku tačnost i pouzdanost predikcija, čak i u složenim scenarijima [11]. 

Da bi se dalje procijenila efikasnost različitih algoritama, sprovedene su i komparativne 
studije koje su analizirale performanse različitih metoda. U ovim studijama, algoritmi kao što 
su XGBoost, SVR i RF pokazali su svoje prednosti i slabosti u kontekstu predikcije stanja 
zdravlja baterija. XGBoost, poznat po svojoj sposobnosti da brzo i efikasno obradi velike 
skupove podataka, čest je bio izbor za zadatke regresije. S druge strane, SVR je pokazao svoju 
snagu u prepoznavanju složenih obrazaca u podacima, dok je RF, sa svojom sposobnosti da 
kombinuje rezultate više stabala odluke, pružio robusna rješenja koja su otporna na pretjeranu 
optimizaciju modela [12-14]. 

Osim toga, detaljno su ispitane i arhitekture neuronskih mreža, kao što su LSTM i CNN. 
LSTM mreže su se pokazale posebno efikasnim u radu sa vremenskim serijama, što ih čini 
pogodnim za analizu podataka o ciklusima punjenja i pražnjenja baterija. Sa druge strane, CNN 
arhitekture su se istakle u prepoznavanju obrazaca u podacima kroz automatsko izdvajanje 
relevantnih karakteristika, što je omogućilo unapređenje tačnosti predikcija stanja zdravlja 
baterija [15]. 

Takođe, istraživači su ispitali efikasnost mašinskih algoritama kao što su Ridge i Lasso 
u procjeni stanja zdravlja baterija. Jedno uobičajeno zapažanje u literaturi jeste potreba za 
dubljim razumjevanjem promjena u parametrima stanja baterija, uprkos poboljšanjima u 
efikasnosti koja su postignuta korištenjem metoda mašinskog učenja [12]. 

Jedan od glavnih izazova u primjeni mašinskog učenja za predikciјu stanja zdravlja 
baterija јe nedostatak standardizaciјe u načinu obrade podataka. Različiti istraživači često 
koriste različite metodologiјe za pripremu podataka, što dovodi do značajnih razlika u 
performansama algoritama koјi su testirani na tim podacima. Na primjer, dok јedni istraživači 
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koriste jednostavne tehnike normalizaciјe i skaliranja podataka, drugi primjenjuјu složene 
metode augmentaciјe podataka kako bi poboljšali generalizaciјu modela. Zhang sa koautorima 
naglašava da nepostojanje jedinstvenih standarda za obradu podataka predstavlja prepreku za 
direktnu uporedivost rezultata različitih istraživanja i otežava izbor naјefikasniјih tehnika za 
specifične primjene [16] . 

Dodatni izazov јe pretjerana optimizaciјa modela za specifične skupove podataka, što 
smanjuјe njihovu sposobnost za generalizaciјu na nove podatke. Ovaј fenomen poznat јe kao 
overfitting, i јedan јe od glavnih izazova u primjeni mašinskog učenja za predviđanje stanja 
zdravlja baterije. Na primjer, Yin-ova studija pokazuje da modeli koјi postižu visoku tačnost 
na trening skupu podataka često pokazuјu znatno lošiјe rezultate kada se testiraјu na 
nepoznatim podacima, što ukazuje na potrebu za boljom generalizaciјom modela [14]. 

U Tabeli 1.1 prikazani su ključni rezultati iz literature, zajedno sa odgovarajućim 
vrijednostima srednje kvadratne greške (eng. mean squared error; MSE) koje su povezane sa 
procjenom SOH-a. Vrijednosti MSE koje su označene zvjezdicom izračunate su korištenjem 
(1.1) na osnovu srednje apsolutne greške (MAE) prikazane u literaturi [17]. 

                                           𝑀𝑆𝐸	 = 	 (1,25	 × 	𝑀𝐴𝐸)!                        (1.1) 

Varijacije u MSE vrijednostima koje su primjećene između različitih studija mogu se 
objasniti brojnim faktorima. Među njima su različiti skupovi podataka, tehnike 
pretprocesiranja, kao i razlike u arhitekturama neuronskih mreža, izboru hiperparametara i 
načinu na koji su podaci podeljeni između treninga i testiranja. 

Tabela 1.1. Poređenje rezultata iz literature 

  Algoritam mašinskog učenja  MSE Reference  Minimalna vrijednost Maksimalna vrijednost 
1. MLP NN 0.0247 x [12] 
2. CNN 0.0017 0.0046 [8] 
3. CatBoost 0.0001 x [14] 

4. XGBoost 
0.0001 x [18] 
0.0001 0.0006 [14] 

5. Random Forest 0.0009 0.0072 [14] 
6. Lasso 0.0034* x [19] 
7. Ridge 0.0017* x [19] 
8. Linear Regression 0.0018* x [19] 

9. LSTM NN 
0.0031 0.0055 [3] 
0.0340 0.0410 [15] 

10. SVM 
0.0030 0.0160 [15] 
0.0002 0.0010 [18] 

 

Iako ovi rezultati predstavljaju korisne referentne tačke u ovom području, važno je imati 
na umu metodološke razlike između studija, kao što su upravljanje podacima, struktura mreža 
i podešavanje hiperparametara. Ove razlike zahtjevaju oprez pri tumačenju rezultata, jer oni 
nisu definitivni pokazatelji potencijala algoritma, već više ukazuju na performanse pod 
različitim uslovima. Ovo ukazuje na potrebu za standardizovanim metodama koje bi omogućile 
pouzdanije poređenje i dalji razvoj tehnika mašinskog učenja za konzistentnu i tačnu predikciju 
stanja zdravlja baterija.  



 Uvod  

[ 11 / 78 ] 
 

Glavni cilj ovog istraživanja je poređenje rezultata različitih algoritama mašinskog 
učenja pod identičnim uslovima, kako bi se ovi izazovi riješili. 

1.3. Problemi 

Predikciјa stanja zdravlja litiјum-јonskih bateriјa predstavlja kompleksan izazov zbog 
složenih interakciјa između hemijskih i fizičkih procesa koјi se odvijaјu unutar bateriјe tokom 
njenog životnog ciklusa. S obzirom na to da je degradacija baterije neizbježna, ali i teško 
predvidiva, ključni problem leži u razvoju modela koji mogu tačno predvidjeti stanje zdravlja 
na osnovu dostupnih podataka o ciklusima punjenja, pražnjenja i impedanse. 

Jedan od najvećih problema u ovom domenu je nedostatak standardizacije u načinu na 
koji se podaci prikupljaju, obrađuju i analiziraju. Različiti istraživači često koriste različite 
metodologije za pripremu podataka, što otežava direktnu uporedivost rezultata između 
različitih studija. Ovo može dovesti do situacije gdje jedan algoritam pokazuje superiorne 
performanse na jednom skupu podataka, dok isti taj algoritam ne uspijeva da postigne 
zadovoljavajuće rezultate na drugom skupu zbog različitih metoda obrade podataka. Ovaj 
nedostatak standardizacije predstavlja značajnu prepreku za razvoj univerzalnih modela koji bi 
se mogli primjenjivati u različitim kontekstima i aplikacijama. 

Još jedan značajan problem je pretjerana optimizacija modela za specifične skupove 
podataka, što dovodi do loše generalizacije na nove podatke. U kontekstu predikcije stanja 
zdravlja baterije, ovo može značiti da model neće biti pouzdan u stvarnim operativnim 
uslovima, gdje se podaci razlikuju od onih na kojima je model treniran. 

1.4. Doprinosi 

Ovo istraživanje donosi nekoliko ključnih doprinosa. Na osnovu analize postojećih 
arhitektura neuronskih mreža i algoritama mašinskog učenja, prilagođene su i optimizovane 
arhitekture koje su najpogodnije za predikciju zdravlja litijum-jonskih baterija. Evaluacija je 
izvršena korištenjem relevantnih metrika kao što su MSE, R2 kod regresije i tačnost i F1 
metrika kod klasifikacije čime su obučeni modeli postigli visoku pouzdanost i primjenljivost. 

Korištenjem uniformnih metodologija za obradu podataka omogućena je direktna 
komparacija različitih modela i pristupa. Dodatno, kreirani su obimni i raznovrsni skupovi 
podataka kroz augmentaciju, čime je poboljšana generalizacija modela u različitim 
kontekstima. 

Predložena arhitektura je validirana na realnim podacima, a rezultati su evaluirani 
prema industrijskim standardima, potvrđujući veoma dobre performanse u poređenju sa 
postojećim metodama. Dio rezultata je objavljen u [20], gdje je obuhvaćen sav rad iz ovog 
master rada vezan za eksperimente sa NASA skupom podataka, dodatno potvrđujući značaj i 
relevantnost ovog istraživanja. S obzirom da su eksperimenti djeljeni između tog naučnog rada 
i ovog master rada, dosta sadržaja je iskorišteno u ovom radu. 
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Cijela implementacija, uključujući skripte za optimizaciju modela, obradu podataka, i 
izvršene eksperimente, dostupna je na GitHub platformi, omogućavajući transparentnost i 
reproduktivnost rezultata23. 

1.5. Pregled sadržaja 

Ovaј rad јe strukturisan u šest glavnih glava. Prva glava je uvod, koјi daje pregled 
motivaciјe, problema, ciljeva i doprinosa istraživanja. U drugoj glavi se razmatraјu osnovne 
metrike koјe se koriste za procjenu zdravlja bateriјa, kao i faktori koјi utiču na degradaciјu 
performansi bateriјe tokom vremena. U trećoj glavi su opisane statističke metrike kojima se 
ocjenjuju performanse modela mašinskog učenja i korišteni algoritmi mašinskog učenja i 
neuronskih mreža, uklјučuјući njihove prednosti i slabosti u kontekstu predikciјe zdravlja 
bateriјa. U četvrtoj glavi su opisani korišteni skupovi podataka, gdje se detaljno analiziraјu 
podaci korišteni za treniranje i validaciјu modela. U glavi pet su izloženi eksperimentalni 
rezultati koji pružaju uvid u performanse različitih modela i algoritama, kao i njihovu 
evaluaciјu na osnovu prethodno definisanih metrika. Glava šest predstavlja zaključak, koјi 
sumira ključne nalaze istraživanja, diskutuje o implikaciјama rezultata i predlaže pravce za 
buduće istraživanje.  

 
2 https://github.com/stepanov1997/battery_health_prediction_using_ml_master_thesis 
3 Napomena: svaki poseban eksperiment se nalazi u različitoj git grani. 

https://github.com/stepanov1997/battery_health_prediction_using_ml_master_thesis
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2. Pojam zdravlja litijum-jonske baterije 

2.1. Uvod i istorijski pregled 

Litiјum-јonske bateriјe, razvijene tokom 1970-ih i 1980-ih, izvršile su revoluciju u 
industriji prenosivih elektronskih uređaja i danas su osnovna tehnologija za skladištenje 
energije u mnogim sektorima, uključujući električna vozila, mobilne uređaje i sisteme za 
skladištenje obnovljive energije [21]. Prva komercijalna litiјum-јonska bateriјa uvedena je na 
tržište od strane Sony Corporation 4  1991. godine, što je označilo početak ere visokih 
energetskih gustina, sa vrijednostima do 150-200 Wh/kg i dugog životnog vijeka baterija, koji 
može iznositi preko 1000 ciklusa punjenja i pražnjenja [22]. Njihova upotreba u električnim 
vozilima, od strane kompanija kao što su Tesla Motors5, Nissan6 i General Motors7, samo je 
povećala njihovu važnost, stavljajući akcenat na potrebu za preciznim praćenjem stanja 
zdravlja baterija [23]. 

U početnim fazama, SOH baterija se procjenjivao jednostavnim metodama kao što su 
praćenje kapaciteta i unutrašnje otpornosti tokom vremena. Istraživanja iz ranih 2000-ih 
pokazala su da se povećanje unutrašnjeg otpora može povezati sa formiranjem SEI sloja, što 
direktno utiče na smanjenje kapaciteta baterije [24]. Ova metoda je bila dovoljno efikasna za 
rane primjene litiјum-јonskih bateriјa, ali nije bila dovoljno precizna za moderne primjene koje 
zahtijevaju dugoročnu pouzdanost, kao što su električna vozila i sistemi za skladištenje 
energije. 

Kako su potrebe za preciznosti procjene SOH-a rasle, istraživači su počeli da razvijaju 
složenije modele koji uzimaju u obzir više parametara, uključujući Kulonovu efikasnost, 
temperaturu, i promjene u hemijskom sastavu baterije [25]. Ovi modeli su često zasnovani na 
analizi podataka iz velikog broja ciklusa punjenja i pražnjenja, omogućavajući identifikaciju 
obrazaca koji su teško uočljivi pomoću jednostavnih empirijskih metoda [26]. 

Posljednjih godina, tehnike mašinskog učenja su postale ključni alat u analizi i 
predikciji SOH-a. Ovi pristupi omogućavaju analizu velikih skupova podataka i identifikaciju 
složenih obrazaca degradacije koji su prisutni u savremenim litiјum-јonskim baterijama [27]. 
Na primjer, korištenje dubokih neuronskih mreža za analizu vremenskih serija podataka o 
ciklusima punjenja i pražnjenja pokazalo je značajan napredak u tačnosti predikcija [28]. 

2.2.  SOH metrika 

SOH metrika je osnovna metrika koja kvantifikuje trenutni status baterije u poređenju 
sa njenim nominalnim stanjem kada je bila nova. Ova metrika je ključna za razumijevanje 
koliko je baterija degradirala tokom svog životnog ciklusa, i obično se izražava kao procenat 
trenutnog kapaciteta u odnosu na nominalni kapacitet baterije. Tradicionalni pristupi za 

 
4 https://www.sony.net/ 
5 https://www.tesla.com/ 
6 https://www.nissanusa.com/ 
7 https://www.gm.com/ 

https://www.sony.net/
https://www.tesla.com/
https://www.nissanusa.com/
https://www.gm.com/
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izračunavanje SOH-a oslanjali su se na osnovne parametre kao što su kapacitet i unutrašnja 
otpornost baterije.  

Kapacitet baterije predstavlja količinu električne energije koju baterija može pohraniti 
i isporučiti pod određenim uslovima, obično izražen u miliamper-satima (mAh) ili amper-
satima (Ah). To je ključna karakteristika baterije koja određuje koliko dugo može napajati 
uređaj pre nego što se isprazni. Kapacitet se s vremenom smanjuje zbog procesa starenja i 
upotrebe, što utiče na ukupne performanse i trajanje rada baterije. 

Jedan od najjednostavnijih modela za procjenu SOH-a koristi odnos trenutnog i 
nominalnog kapaciteta baterije, pri čemu je SOH definisan u (2.1). 

                                      𝑆𝑂𝐻	 = 	 "!"#$%!$&
"$'(&$)*$&

	× 	100%                                                    (2.1) 

 Iako je ova metoda jednostavna i široko primijenjena, ona ima svoja ograničenja, jer ne 
uzima u obzir faktore kao što su promjena unutrašnjeg otpora i uticaj temperature, što može 
značajno uticati na performanse baterije [29]. 

Drugi pristup je praćenje promjene unutrašnjeg otpora baterije, koji može biti 
indikativan za stanje zdravlja baterije, jer se unutrašnji otpor obično povećava kako baterija 
stari. Promjene u unutrašnjem otporu često su povezane sa formiranjem SEI sloja, 
degradacijom elektrolita, i mehaničkim promjenama unutar baterijskih ćelija [30]. Studije su 
pokazale da se unutrašnji otpor može efikasno koristiti za predikciju SOH-a, posebno u 
kombinaciji sa drugim parametrima kao što su temperatura i Kolumbova efikasnost [31]. 

Savremeni modeli za procjenu SOH-a koriste složenije algoritme, često integrisane sa 
metodama mašinskog učenja. Na primjer, Zhang i saradnici su razvili model koji koristi CNN-
ove za analizu vremenskih serija podataka, omogućavajući precizniju procjenu SOH-a u 
realnom vremenu [26]. Ovaj pristup ne samo da uzima u obzir više parametara odjednom, već 
omogućava i adaptivnu procjenu, gdje se model prilagođava promjenama u uslovima rada 
baterije. 

Jedan od inovativnih pristupa u procjeni SOH-a uključuje korišćenje hibridnih modela 
koji kombinuju fizičke modele sa mašinskim učenjem. Na primjer, hibridni model, razvijen od 
strane Lu-a i saradnika, integriše hemijske simulacije sa metodama dubokog učenja, 
omogućavajući precizniju procjenu SOH-a čak i u složenim operativnim uslovima [32]. Ovaj 
pristup pokazao je značajna poboljšanja u tačnosti predikcija u poređenju sa tradicionalnim 
metodama, ali i dalje zahtijeva visoke računske resurse. 

U ovom radu SOH metrika se pokazala kao metrika koja je dovoljno dobra, pogotovo 
kad se mašinskim učenjem uspostavi zavisnost svih važnih karakteristika baterije sa SOH-om.   

2.3. Metrika preostalog vijeka trajanja baterije 

Pored SOH-a, metrika preostalog vijeka trajanja baterije (eng. remaining useful life; 
RUL) je ključna za predikciju koliko dugo baterija može nastaviti da funkcioniše prije nego što 
postane neupotrebljiva. Tradicionalno, RUL se procjenjivao na osnovu linearne ekstrapolacije 



 Pojam zdravlja litijum-jonske baterije  

[ 15 / 78 ] 
 

trenutnih stopa degradacije, pri čemu se analiziraju istorijski podaci o ciklusima punjenja i 
pražnjenja [33]. 

Međutim, linearni modeli su često nedovoljni za složene primjene gdje degradacija nije 
linearna. Na primjer, promjene u temperaturi, stopa pražnjenja i način korištenja mogu 
značajno ubrzati ili usporiti degradaciju baterije, što linearni modeli ne uzimaju u obzir [26]. 
Zbog toga su razvijeni napredniji modeli koji koriste mašinsko učenje za predikciju RUL-a. 

Jedan od najčešće korištenih algoritama za predikciju RUL-a su rekurentne memorijske 
mreže (LSTM), koje su posebno efikasne u analizi vremenskih serija. Na primjer, Li sa 
saradnicima su pokazali da LSTM mreže mogu značajno poboljšati tačnost predikcija RUL-a 
u poređenju sa tradicionalnim metodama, jer su sposobne da modeliraju nelinearne obrasce 
degradacije. Ovaj pristup omogućava precizniju procjenu preostalog vijeka trajanja baterije, 
uzimajući u obzir varijabilnost u uslovima rada [34]. 

Probabilistički modeli, kao što su Bayesian Networks i Monte Carlo simulacije, koriste 
se za procjenu neizvijesnosti u predikciji RUL-a. Ovi modeli omogućavaju kreiranje 
distribucije mogućih vrijednosti RUL-a, umjesto jedne determinističke vrijednosti, što pruža 
detaljnije informacije o vjerovatnim scenarijima degradacije [35].  

Pan i kolege su razvili metod za predikciju RUL-a litijum-jonskih baterija, koji uzima 
u obzir regeneraciju kapaciteta i nasumične fluktuacije. Ovaj metod koristi empirijsku 
dekompoziciju modova (EMD) za razdvajanje dugoročnog trenda degradacije, dok se za 
predikciju budućeg trenda koristi LSTM memorijska mreža. Pored toga, GPR se koristi za 
predikciju regeneracije kapaciteta, dok se nasumične fluktuacije modeliraju pomoću stabilne 
distribucije [36]. 

Upotreba naprednih modela za procjenu RUL-a, uključujući probabilističke i pristupe 
zasnovane na mašinskom učenju, predstavlja značajan napredak u pouzdanosti i preciznosti 
predikcija, omogućavajući efikasnije planiranje održavanja i optimizaciju korištenja baterija u 
raznim industrijama.   
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3.  Opis korištenih algoritama 
U ovom poglavlju obrađene su ključne komponente metodološkog pristupa korištenog 

u ovoj studiji za predikciju zdravlja litijum-jonskih baterija. Precizna predikcija stanja zdravlja 
(SOH) baterija od suštinske je važnosti za optimizaciju performansi, produženje životnog 
vijeka i održavanje sigurnosti ovih uređaja. Da bi se postigli ovi ciljevi, neophodno je koristiti 
adekvatne metrike za procjenu kvaliteta predikcija, kao i napredne algoritme mašinskog i 
dubokog učenja koji mogu efikasno obraditi složene i velike skupove podataka. 

Prvi dio ovog poglavlja fokusira se na metrike koje su korištene za evaluaciju modela, 
pružajući osnovu za razumijevanje kako se mjeri tačnost i pouzdanost predikcija. Kroz pažljivu 
analizu ovih metrika, moguće je steći uvid u efikasnost modela i identifikovati oblasti za dalje 
unapređenje. 

Nakon toga, detaljno su opisani algoritmi koji su primijenjeni u ovoj studiji. Ovi 
algoritmi, bilo da su bazirani na regresiji ili klasifikaciji, omogućavaju modelima da izvuku 
vrijedne uvide iz podataka i donesu precizne prognoze o stanju zdravlja baterija. Svaki 
algoritam je opisan kroz svoju strukturu, način funkcionisanja, te specifične prednosti u 
kontekstu predikcije SOH-a. 

3.1. Regresivne metrike 

Regresija je statistička metoda koja se koristi za modelovanje odnosa između zavisne 
promjenljive (koja se pokušava predvidjeti) i jedne ili više nezavisnih promjenljivih (koje se 
koriste kao ulazni podaci). U kontekstu mašinskog učenja, regresija se koristi za predviđanje 
kontinualnih vrijednosti. Na primjer, moguće je koristiti regresiju da bi se predvidjela preostala 
upotrebljivost litijum-jonske baterije na osnovu različitih faktora poput broja ciklusa punjenja, 
temperature rada i kapaciteta baterije. 

U regresiji se pravi model koji nastoji uspostaviti preslikavanje između nezavisnih i 
zavisnih promjenljivih. Cilj je minimizovati razliku između stvarnih vrijednosti i predviđenih 
vrijednosti koje daje model. Ova razlika se često naziva greška. 

3.1.1. Srednja kvadratna greška 

Srednja kvadratna greška je jedna od najčešće korištenih metrika za procjenu kvaliteta 
regresionih modela. MSE mjeri prosječnu kvadratnu razliku između stvarnih vrijednosti i 
vrijednosti koje je model predvidio. Računa se tako što se suma kvadrata razlika između 
stvarnih i predviđenih vrijednosti podijele sa ukupnim brojem tih vrijednosti. Način računanja 
MSE metrike je prikazana u (3.1), gdje je 𝑦# stvarna vrijednost, 𝑦$3  predviđena vrijednost, a 𝑛 
broj podataka. Niža vrijednost MSE metrike ukazuje na veću preciznost modela. 

                                              𝑀𝑆𝐸 = %
&
∑ (𝑦# − 𝑦$3)!&
#'%                                                     (3.1) 
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3.1.2. Koeficijent determinacije (R-kvadrat) 

Koeficijent determinacije ili R-kvadrat (eng. R-squared; R²) je metrika koja pokazuje 
koliko dobro nezavisne varijable objašnjavaju varijabilnost zavisne varijable u regresionom 
modelu. R-kvadrat vrijednost se kreće između 0 i 1, gdje vrijednost bliža 1 znači da model 
bolje objašnjava varijabilnost podataka. R² se računa pomoću (3.2). 

      𝑅! = 1 − ∑ (*&+*+, ),
$
&-.
∑ (*&+*.),$
&-.

     (3.2) 

Promjenljiva 𝑦8 predstavlja prosječnu vrijednost stvarnih podataka. Kad je vrijednost R² 
bliža 1 znači da je model veoma dobar u predviđanju stvarnih podataka. 

3.2. Klasifikacione metrike 

Klasifikacija je metoda mašinskog učenja koja se koristi za razvrstavanje podataka u 
različite kategorije. Za razliku od regresije, koja predviđa kontinualne vrijednosti, klasifikacija 
se bavi diskretnim kategorijama ili klasama. Na primjer, klasifikacija se može koristiti za 
identifikaciju vrste e-maila kao “spam” ili “nije spam”. 

3.2.1. Matrica konfuzija 

Matrica konfuzije je alat koji omogućava dublju analizu performansi klasifikacionog 
modela. Prikazuje koliko puta su stvarne instance svake klase klasifikovane u svaku od 
mogućih klasa. Matrica konfuzije ima oblik prikazan u Tabela 3.1. 

Tabela 3.1. Struktura matrice konfuzija 

 Predviđeno pozitivno Predviđeno negativno 

Stvarno pozitivno TP FN 

Stvarno negativno FP TN 

 

Gdje su: 

• TP (eng. true positive) predstavlja broj ispravno predviđenih elemenata pozitivne klase. 
• FP (eng. false positive) predstavlja broj neispravno predviđenih elemenata pozitivne 

klase. 
• FN (eng. false negative) predstavlja broj neispravno predviđenih elemenata negativne 

klase. 
• TN (eng. true negative) predstavlja broj ispravno predviđenih elemenata negativne 

klase. 
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3.2.2. Tačnost 

Tačnost (eng. accuracy) je osnovna metrika za procjenu kvaliteta klasifikacionih 
modela. Izračunava se kao odnos broja ispravno klasifikovanih instanci i ukupnog broja 
instanci. U (3.3) je prikazano kako se računa tačnost. 

                   Tačnost = Broj ispravno klasifikovanih instanci
Ukupan broj instanci

= /01/2
/01/2130132

                           (3.3) 

Na primjer, ako postoji model koji ispravno klasifikuje 90 od 100 podataka, tačnost bi 
bila 90%. Iako je tačnost korisna metrika, ona ne daje potpunu sliku kada su podaci 
neuravnoteženi, tj. kada postoji mnogo više instanci jedne klase u odnosu na drugu. 

3.2.3. Preciznost 

Preciznost je metrika koja mjeri tačnost modela u prepoznavanju pozitivnih instanci. 
Preciznost pokazuje koliki je udio ispravno predviđenih pozitivnih slučajeva u odnosu na sve 
slučajeve koje je model označio kao pozitivne. Drugim riječima, preciznost odgovara na 
pitanje: "Od svih instanci koje je model označio kao pozitivne, koliko njih je zaista pozitivno?". 
U (3.4) je prikazano kako se računa preciznost. 

               Preciznost = /0
/0130

             (3.4) 

Visoka preciznost znači da model pravi malo grešaka kada označava instancu kao 
pozitivnu, tj. ima malo lažnih pozitivnih (FP). Međutim, visoka preciznost ne garantuje da će 
model prepoznati sve pozitivne instance, što dovodi do sljedeće metrike - odziva. 

3.2.4. Odziv 

Odziv je metrika koja mjeri sposobnost modela da prepozna sve pozitivne instance. 
Odziv odgovara na pitanje: "Koliko od stvarnih pozitivnih instanci je model uspio ispravno 
prepoznati?" Drugim riječima, odziv pokazuje koliki je procenat ispravno predviđenih 
pozitivnih slučajeva u odnosu na ukupan broj stvarno pozitivnih slučajeva. U (3.5) je prikazano 
kako se računa odziv. 

       Odziv = /0
/0132

     (3.5) 

Visok odziv znači da model prepoznaje većinu stvarno pozitivnih instanci, ali to ne 
mora značiti da je model precizan u predviđanjima, jer može biti mnogo lažnih pozitivnih 
slučajeva. Preciznost i odziv su često u sukobu - povećanje preciznosti može smanjiti odziv i 
obrnuto. F1 metrika se koristi kao harmonijska sredina preciznosti i odziva, kako bi se postigao 
balans između ovih metrika i sveo njihov informativni sadržaj na jedan broj u klasifikacionim 
modelima. 
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3.2.5. F1 metrika 

F1 metrika predstavlja harmonijsku sredina između preciznosti (eng. precision) i odziva 
(eng. recall). Koristi se u slučaju neuravnoteženih klasa, jer uzima u obzir kako tačnost tako i 
pokrivenost modela. Preciznost mjeri koliko su predikcije tačne kada model klasifikuje primjer 
kao pozitivnu klasu, dok odziv mjeri koliko je pozitivnih klasa tačno identifikovano od 
ukupnog broja stvarnih pozitivnih klasa. U (3.6) je navedeno kako se računa F1 metrika. 

                𝐹1 = 2 × Preciznost×Odziv
Preciznost1Odziv

                                                    (3.6) 

F1 metrika je posebno korisna u situacijama kada su pogrešne pozitivne i pogrešne 
negativne klasifikacije jednako važne. 

3.2.6. Primjer matrice konfuzije i analiza 

Pretpostavimo da postoji model koji klasifikuje poruke elektronske pošte kao "spam" 
ili "nije spam". Nakon testiranja na 100 poruka, matrica konfuzije izgleda ovako: 

 Predviđeno “spam” Predviđeno “nije spam” 

Stvarno “spam” 40 10 

Stvarno “nije spam” 5 45 

 

U ovom primjeru: 

• TP = 40 (40 e-mailova su ispravno klasifikovana kao spam). 
• FP = 5 (5 e-mailova su netačno klasifikovana kao spam). 
• FN = 10 (10 e-mailova su netačno klasifikovana kao nije spam). 
• TN = 45 (45 e-mailova su ispravno klasifikovana kao nije spam). 

Iz ove matrice možemo izračunati različite metrike: 

• Tačnost: BC	1	BE
%CC

	= 	0.85 (ili 85%). 

• Preciznost: BC
BC	1	E

	= 	0.89 (ili 89%). 

• Odziv: BC
BC	1	%C

	= 	0.8 (ili 80%). 

• F1 metrika: 2	 ×	C.GH	×	C.G
C.GH	1	C.G

	= 	0.84 (ili 84%). 

Ove metrike omogućavaju dublje razumijevanje kako model funkcioniše, što je korisno 
za donošenje odluka o njegovom poboljšanju ili prilagođavanju. 

3.3. Klasični algoritmi mašinskog učenja 

Klasični algoritmi mašinskog učenja predstavljaju osnovne alate za analizu podataka i 
donošenje odluka, oslanjajući se na matematičke modele koji izvode zaključke iz podataka na 
osnovu statističkih zakonitosti. Ovi algoritmi, kao što su regresija, klasifikacija, i metode 
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klasterizacije, koriste jednostavne, ali efikasne pristupe za modelovanje odnosa među 
promjenljivima. Klasični algoritmi su poznati po svojoj interpretabilnosti i relativno niskim 
zahtjevima za procesorskim resursima, što ih čini pogodnim za rješavanje mnogih inženjerskih 
problema. Međutim, u složenijim scenarijima, gdje osnovni modeli možda ne postižu 
zadovoljavajuće performanse, na scenu stupaju gradient boosting algoritmi. Gradient boosting 
algoritmi, kao što su XGBoost i CatBoost, poboljšavaju performanse kombinovanjem više 
jednostavnih modela u snažan ansambl. Ovi ansambl modeli iterativno treniraju jednostavne 
modele, fokusirajući se na ispravku grešaka iz prethodnih iteracija, čime postižu visoku tačnost 
i otpornost na overfitting, što ih čini ključnim alatima u modernim inženjerskim primjenama 
mašinskog učenja. U ovom poglavlju su opisani klasični algoritmi mašinskog učenja koji su 
korišteni u eksperimentima i kakva bi im mogla biti primjena kad je u pitanju određivanje 
SOH-a litijum-jonskih baterija. 

Na Slici 3.1 su prikazani svi koraci u procesu mašinskog učenja koje dijele svi algorimi 
koji su navedeni u ovom poglavlju. 

 

Slika 3.1. Dijagram toka procesa mašinskog učenja 

Proces mašinskog učenja započinje prikupljanjem i pripremom podataka, gdje se 
sakupljaju relevantni podaci, čiste i pretprocesiraju kako bi bili spremni za analizu. Nakon toga, 
slijedi faza izgradnje modela, u kojoj se bira odgovarajući algoritam i definišu parametri 
modela, što omogućava modelu da uči iz podataka. Ključna komponenta ovog procesa je obuka 
modela, gdje se model trenira koristeći trening skup podataka kako bi optimizovao svoje 
parametre u cilju minimizacije grešaka u predviđanjima. U ovoj fazi svaki algoritam koristi 
specifičan proračun funkcije cijene, koja mjeri razliku između stvarnih i predviđenih 
vrijednosti, i to često određuje sam algoritam i njegovu primjenu. Nakon obuke, model se 
evaluira na testnom skupu podataka kako bi se procijenile tačnost i performanse, koristeći 
metričke performanse koje pokazuju koliko je model uspješan u predviđanju. Adekvatno 
obučen i evaluiran model koristi se za predikciju novih vrednosti na osnovu novih ulaznih 
podataka, omogućavajući donošenje odluka i predviđanja u stvarnim aplikacijama, što 
završava ciklus od obrade podataka do praktične primjene modela. 

Važno je napomenuti i proces regularizacije. Regularizacija je tehnika koja se koristi u 
mašinskom učenju kako bi se spriječio overfitting. Overfitting nastaje kada model postane 
previše složen, prilagođavajući se svim detaljima i šumovima u trening podacima, što rezultuje 
loše performanse na novim, nepoznatim podacima. Regularizacija dodaje kaznene slobodne 
članove u funkciju cijene modela, čime se smanjuje složenost modela i podstiču jednostavnija 
rješenja koja bolje generalizuju na nove podatke. 

Regularizacija je korisna jer balansira između tačnosti modela na trening podacima i 
njegove sposobnosti generalizacije na nove podatke. Primjenom regularizacije, model postaje 
robusniji i manje osjetljiv na varijabilnost u podacima, čime se poboljšavaju performanse na 
testnim i stvarnim podacima. Na primjer, u problemima gdje postoji veliki broj značajki, L1 
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regularizacija može biti korisna za identifikaciju i odabir najvažnijih obilježja, dok je L2 
regularizacija korisna za stabilizaciju težina i smanjenje osjetljivosti modela na šum. 

3.3.1. Metoda potpornih vektora 

Metoda potpornih vektora (eng. support vector networks; SVM) je nadgledani algoritam 
mašinskog učenja koji se koristi kako za klasifikaciju, tako i za regresiju. SVM funkcioniše 
tako što pronalazi hiper-ravan u višedimenzionalnom prostoru koja na najbolji način razdvaja 
podatke različitih klasa. Osnovna ideja ovog algoritma je da se pronađe hiper-ravan koja 
maksimizuje razdvajanje klasa, odnosno da se maksimizuje margina između klasa. Marginu 
definišu potporni vektori, koji predstavljaju podskup skupa podataka za obučavanje najbližih 
hiper-ravni i ključni su za njeno definisanje [37]. 

SVM može koristiti različite jezgrene funkcije (eng. kernel functions) za transformaciju 
podataka u višedimenzionalni prostor u kojem su klase linearno odvojive. Ove jezgrene 
funkcije omogućavaju SVM-u da efikasno radi i sa podacima koji nisu linearno odvojivi u 
izvornom prostoru. Neke od najčešće korišćenih jezgrenih funkcija uključuju: 

• Linearna jezgrena funkcija (koristi se kada su podaci već linearno odvojivi), 
• Polinomska jezgrena funkcija (omogućava modelu da uči nelinearne odnose među 

podacima), 
• Radijalna bazna funkcija (RBF; posebno pogodna za slučajeve gdje su klase odvojive 

nelinearno), 
• Sigmoidalna jezgrena funkcija (često korištena kao alternativa za neuronske mreže). 

Izbor jezgrene funkcije zavisi od prirode podataka i specifičnog problema koji se riješava. 
Transformacijom podataka pomoću odgovarajuće jezgrene funkcije, SVM može pronaći 
optimalnu hiper-ravan koja razdvaja klase u novom, višedimenzionalnom prostoru [38]. 

SVM algoritam započinje izračunavanjem jezgrene matrice, koja sadrži sve parove 
unutrašnjih proizvoda između uzoraka u proširenom prostoru. Za jezgrenu funkciju 𝐾(𝑥# , 𝑥I), 
matrica 𝐾  je definisana u (3.7), gdje 𝜙(𝑥 ) označava funkciju preslikavanja (eng. feature 
mapping) koja transformiše ulazni vektor 𝑥  u viši dimenzionalni prostor. Ovaj pristup 
omogućava SVM-u da pronađe optimalno odvajanje između klasa čak i u slučajevima kada 
podaci nisu linearno odvojivi u originalnom prostoru. 

                 𝐾#I = 𝜙(𝑥#) ⋅ 𝜙L𝑥IM                  (3.7) 

SVM koristi kvadratno programiranje (eng. quadratic programming) za maksimizaciju 
margine između klasa, pri čemu se poštuju ograničenja koja postavljaju potporni vektori. 
Funkcija cijene koja se maksimizuje je prikazana u (3.8). Parametri 𝑤  i 𝑏  predstavljaju 
parametre hiper-ravni, a 𝑦# klase koje odgovaraju trening uzorcima 𝑥#. 
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     Funkcija	cijene:	 %
!
V|𝑤|V!	 uz	ograničenje	 𝑦#(𝑤 ⋅ 𝜙(𝑥#) + 𝑏) ≥ 1,	 ∀𝑖  (3.8) 

Na osnovu potpornih vektora, SVM izračunava optimalnu hiper-ravan koja najbolje 
razdvaja klase, maksimizirajući marginu između njih. Kada je hiper-ravan jednom određena, 
koristi se za klasifikaciju novih podataka na osnovu njihovih pozicija u odnosu na tu ravan, 
omogućavajući precizno razdvajanje klasa i efikasnu klasifikaciju novih uzoraka. 

SVM može efikasno raditi s visoko-dimenzionalnim podacima i pružiti tačne 
predikcije, što je korisno za klasifikaciju stanja baterija. Njegova otpornost na overfitting 
pomaže u održavanju preciznosti modela. S druge strane, SVM može biti računski intenzivan 
i zahtijevati puno memorije, naročito kod velikih skupova podataka. Podešavanje 
odgovarajućih parametara i izbora jezgra može biti složeno i zahtijeva pažljivo podešavanje 
kako bi se postigli optimalni rezultati. 

3.3.2. Linearna regresija 

Linearna regresija (eng. linear regression) je osnovni algoritam mašinskog učenja koji 
se koristi za modeliranje odnosa između zavisne promjenljive i jedne ili više nezavisnih 
promjenljivih. Cilj linearne regresije je pronaći linearni model (ravan ili hiperravan, ili prava 
linija u slučaju jedne nezavisne promjenljive) koji najbolje opisuje odnos između 
promjenljivih. Ovaj model se izražava sa (3.9), gdje su β  koeficijenti regresije koji se 
procjenjuju metodom najmanjih kvadrata. Svaki 𝛽I 	predstavlja brzinu promjene (izvod 𝑌 po 
𝑋I ) zavisne promjenljive 𝑌  u odnosu na promjenu nezavisne promjenljive 𝑋I , dok βC 
predstavlja vrijednost 𝑌 kada su sve nezavisne promjenljive jednake nuli [39-45] 

                                           𝑌 = 𝛽C + 𝛽%𝑋% + 𝛽!𝑋! +⋯+ 𝛽&𝑋&                                                 (3.9) 

U linearnim regresionim modelima, specifičnosti uključuju definisanje zavisne promjenljive 
kao funkcije jedne ili više nezavisnih promjenljivih, gdje su koeficijenti βI  nepoznate 
konstante koju treba procijeniti. Procjena koeficijenata vrši se metodom najmanjih kvadrata, 
koja minimizuje sumu kvadrata razlika između stvarnih vrijednosti 𝑌# i predikcija 𝑌$c . Funkcija 
cijene za linearne regresione modele može se predstaviti kao (3.10), gdje je 𝑛 broj posmatranja 
u trening skupu. 

       Funkcija	cijene:		 ∑ L𝑌# − 𝑌$cM
!&

#'%                         (3.10) 

Linearna regresija je jednostavan i lako primjenljiv algoritam, što je čini pogodnom za 
brzo modelovanje i analizu podataka o litijum-jonskim baterijama. Njena prednost je u tome 
što omogućava lako razumijevanje kako različiti parametri baterije, poput napona, struje i 
temperature, utiču na njeno zdravlje, što olakšava interpretaciju rezultata i donošenje odluka o 
održavanju. 

Međutim, linearna regresija ima i svoja ograničenja. U kontekstu baterija, možda neće 
biti tačna kada su odnosi između parametara i zdravlja baterije složeni i nelinearni, što je često 
slučaj. Takođe, osjetljiva je na ekstremne vrijednosti u podacima, što može uticati na tačnost 
predviđanja, pa može biti potrebna dodatna obrada podataka kako bi rezultati bili pouzdani. 
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3.3.3. Ridge 

Ridge regresija je oblik regularizovane linearne regresije koji se koristi za rješavanje 
problema multikolinearnosti, tj. situacije kada su nezavisne promjenljive visoko međusobno 
korelisane. Dodavanjem L2 regularizacije (𝜆∑ 𝛽I!

J
I'% ) funkciji cijene linearne regresije, Ridge 

regresija penalizuje velike koeficijente regresije, čime smanjuje varijansu modela i sprječava 
prekomjerno prilagođavanje (eng. overfitting). Ovaj pristup dodaje penalizacioni član koji je 
proporcionalan kvadratu veličine koeficijenata, čime se model “kažnjava” za prevelike 
vrijednosti koeficijenata [46]. 

U Ridge regresiji, koeficijenti 𝛽I se procjenjuju korištenjem optimizacije koja 
minimizuje penalizovana suma kvadrata razlika između stvarnih vrijednosti i predikcija. Ova 
optimizacija može biti prikazana kao funkcija cijene prikazane u (3.11), gdje je 𝜆 parametar 
regularizacije, 𝛽I koeficijenti regresije, a 𝑛 broj uzoraka u trening skupu [47]. 

                  Funkcija	cijene: 	 ∑ L𝑌# − 𝑌$cM
!&

#'% + 𝜆∑ 𝛽I!
J
I'%              (3.11) 

Ridge regresija je korisna za analizu podataka s visokom korelacijom među 
promjenljivima, jer efikasno smanjuje prekomjerno prilagođavanje modela, čime se poboljšava 
stabilnost i tačnost predikcija. Ovaj algoritam je posebno koristan kada se radi s velikim brojem 
promjenljivih, jer omogućava zadržavanje svih informacija bez značajnog gubitka tačnosti. 
Ipak, Ridge regresija nije uvijek prikladna za situacije gdje postoje nelinearni odnosi među 
podacima, jer njen linearni pristup može zanemariti kompleksne obrasce. Pored toga, budući 
da ne vrši selekciju promjenljivih, model može ostati opterećen suvišnim informacijama, što 
može otežati interpretaciju. 

3.3.4. Lasso 

Lasso regresija (eng. least absolute shrinkage and selection operator) je metoda 
regularizacije koja koristi L1 regularizaciju (λ∑ VβIV

J
I'% ) kako bi penalizovala apsolutne 

vrijednosti koeficijenata regresije. Za razliku od Ridge regresije, Lasso može rezultovati 
koeficijente čije su vrijednosti jednake nuli, što omogućava odabir promjenljivih i smanjenje 
dimenzionalnosti modela [48]. 

Kod Lasso algoritma, koeficijenti 𝛽I  se procjenjuju korištenjem optimizacije koja 
minimizuje penalizovanu sumu apsolutnih vrijednosti koeficijenata regresije. Ova optimizacija 
može biti prikazana kao funkcija cijene sa (3.12), gdje je 𝜆  parametar regularizacije, 𝛽I 
koeficijenti regresije, a 𝑛 broj posmatranja [45]. 

                      Funkcija	cijene:		 ∑ LYi-YicM
2n

i=1 +λ∑ VβjV
p
j=1 	             (3.12) 

Lasso regresija nudi prednost selekcije ključnih promjenljivih, što pojednostavljuje 
model i olakšava interpretaciju rezultata, što je korisno kada postoji veliki broj ulaznih 
promjenljivih. Ova metoda omogućava fokusiranje na najvažnije faktore, čime se poboljšava 
efikasnost modela. Međutim, Lasso regresija može ponekad eliminisati važne promjenljive 
koje su visoko korelirane s drugima, što može rezultovati gubitkom bitnih informacija i 
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smanjenom tačnošću predikcija. Takođe, u slučaju vrlo velikih skupova podataka, njena 
efikasnost može opasti, zahtijevajući dodatna prilagođavanja. 

3.3.5. Slučajna šuma 

Slučajna šuma (eng. random forest; RF) je ansambl algoritam koji koristi kombinaciju 
više stabala odluke za rješavanje zadataka klasifikacije i regresije. Ideja iza slučajne šume je 
da se agregiranjem rezultata iz više različitih stabala odluke smanji varijansa modela i poveća 
tačnost predikcija. Svako stablo u šumi gradi se korištenjem različitih podskupova podataka i 
podskupova promjenljivih, što doprinosi robustnosti modela prema prekomjernom 
prilagođavanju (eng. overfitting). Slučajna šuma je sposobna efikasno da radi sa velikim 
skupovima podataka sa mnogim prediktorima i često pruža mnogo bolje performanse u 
poređenju sa pojedinačnim stablima odluke [50-51]. 

Slučajna šuma koristi tehniku poznatu kao bagging za nasumično uzorkovanje 
podataka, čime se stvaraju različiti podskupovi iz originalnog trening skupa. Ovaj pristup 
povećava stabilnost i tačnost modela, omogućavajući bolju generalizaciju na nove podatke 
[52]. Svako stablo odluke unutar šume koristi nasumično odabrani podskup prediktora, što 
smanjuje korelaciju između stabala i smanjuje varijansu modela. Proces gradnje svakog stabla 
uključuje biranje optimalnih promjenljivih za podjele u čvorovima, čime se postiže veća 
raznolikost među stablima [47].  

Nakon što su sva stabla izgrađena, njihove predikcije se kombinuju putem većinskog 
glasanja (za klasifikaciju) ili srednje vrijednosti (za regresiju) kako bi se dobila konačna 
predikcija. U slučaju regresije, konačna predikcija 𝑦i  se računa kao prosjek predikcija svih 
pojedinačnih stabala kao u (3.13), gdje je T ukupan broj stabala u šumi, a 𝑦P3  predikcija 
pojedinačnog stabla 𝑡. U slučaju klasifikacije, konačna klasa se određuje putem većinskog 
glasanja, gdje svako stablo “glasa” za određenu klasu, a klasa sa najviše glasova postaje 
konačna predikcija [53]. 

                      𝑦i = %
/
∑ 𝑦P3/
P'%                (3.13) 

Slučajna šuma pruža robusne predikcije u radu s kompleksnim i raznovrsnim podacima, 
zahvaljujući svojoj sposobnosti da kombinuje informacije iz različitih stabala i procijeni 
važnost svake promjenljive. Ovaj algoritam je otporan na šum u podacima i dobro generalizuje, 
što ga čini pogodnim za mnoge primjene. Međutim, slučajna šuma može biti računski 
intenzivna, što produžava vrijeme obuke, naročito kod velikih skupova podataka. Njena 
kompleksnost može dodatno otežati interpretaciju rezultata, čineći analizu teže razumljivom 
[54]. 

3.3.6. XGBoost 

XGBoost (eng. extreme gradient boosting) je napredna i optimizovana implementacija 
gradient boosting tehnike, specijalizovana za velike i složene skupove podataka. Gradient 
boosting je ansambl tehnika koja kombinuje predikcije nekoliko slabih modela, obično stabala 
odluke, kako bi formirala snažan model. XGBoost koristi tehniku gradient boosting-a za 
minimizaciju grešaka, čime postiže visok stepen prilagodljivosti i tačnosti. Zahvaljujući svojoj 
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brzini i efikasnosti, XGBoost je postao jedan od najpopularnijih alata u mašinskom učenju, 
posebno u kontekstu takmičenja i projekata koji zahtijevaju brzo i precizno modelovanje na 
velikim skupovima podataka [55]. 

XGBoost implementira niz optimizacijskih tehnika koje značajno poboljšavaju njegovu 
brzinu i performanse. Korištenjem paralelne obrade, algoritam omogućava istovremeno 
izračunavanje informacione dobiti (eng. gain) za više čvorova stabala, što rezultuje značajnim 
ubrzanjem procesa treniranja. Takođe, XGBoost efikasno upravlja memorijskim resursima 
zahvaljujući kompaktnim strukturama podataka i sofisticiranim algoritmima za obradu, čime 
se osigurava efikasnost čak i prilikom rada s velikim skupovima podataka. Uz ove tehnike, 
XGBoost se oslanja na specijalizovane algoritme za aproksimaciju i procjenu, koristeći pristupe 
zasnovane na histogramu, koji omogućavaju brzo pronalaženje optimalnih podjela u stablima. 
Ove napredne optimizacije čine XGBoost visoko efikasnim i prilagodljivim rješenjem za brojne 
zadatke u mašinskom učenju. XGBoost takođe podržava različite tipove podataka, uključujući 
numeričke i kategoričke podatke. Takođe nudi ugrađene metode za rukovanje nedostajućim 
vrijednostima i neuravnoteženim skupovima podataka, čime se dodatno povećava njegova 
primjenjivost u širokom spektru problema [56-57]. 

XGBoost koristi niz slabih modela (stabala odluke) koji se sekvencijalno treniraju, pri 
čemu svako novo stablo koriguje greške prethodnog. Osnovna ideja je da se minimizuje 
funkcija gubitka 𝐿(𝜃)  dodavanjem novih stabala koja unapređuju prethodnu predikciju iz 
(3.14)8, gdje je 𝑦$3

P predikcija u 𝑡-om koraku, 𝜂 je stopa učenja, a 𝑓P(𝑥#) je predikcija novog 
stabla [58]. 

              𝑦$3
P = 𝑦$3

(P+%) + 𝜂𝑓P(𝑥#)                   (3.14) 

Optimizacija u XGBoost-u koristi gradient boosting tehniku koja minimizuje funkciju 
gubitka putem iterativne procedure. Funkcija gubitka 𝐿(𝜃) može biti srednjekvadratna greška 
za regresiju ili log-loss za klasifikaciju što je određeno sa (3.15), gdje je l(𝑦# , 𝑦$3) funkcija 
gubitka koja mjeri razliku između stvarne vrijednosti 𝑦# i predikcije 𝑦$3 . 

                              𝐿(𝜃) = ∑ 𝑙(𝑦# , 𝑦$3)&
#'%                                      (3.15) 

U XGBoost-u, dodavanje novog stabla 𝑓P(𝑥#) optimizuje se minimizacijom 
aproksimacije funkcije gubitka pomoću Tejlorovog razvoja do drugog reda. Proširenje je dato 
u (3.16), gdje su 𝑔# i ℎ# prvi i drugi izvodi funkcije gubitka u odnosu na predikciju 𝑦$3 , dok 
Ω(𝑓P)  predstavlja regularizaciju koja pomaže u sprječavanju prekomjernog prilagođavanja 
[59]. 

                         𝐿(P)(𝜃) ≈ ∑ u𝑔#𝑓P(𝑥#) +
%
!
ℎ#𝑓P!(𝑥#)v&

#'% + Ω(𝑓P)                       (3.16) 
 

 Konačna predikcija u XGBoost-u se dobija kombinovanjem predikcija svih stabala u 
modelu putem ponderisane sume prikazane u (3.17), gdje je 𝑇 ukupan broj stabala u modelu, a 
𝜂 stopa učenja koja kontroliše doprinos svakog stabla konačnoj predikciji [47]. 

 
8 Napomena: prilikom kreiranja promjenljive u formuli sa oznakom kape, došlo je do promjene indeksa “i” 

jer se tačka iznad slova gubi zbog formatiranja teksta. Ova promjena je tehničke prirode i ne utiče na tačnost ili 
značaj formule. 
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                𝑦$3 = ∑ 𝜂𝑓P(𝑥#)/
P'%                (3.17) 

XGBoost je poznat po svojoj visokoj tačnosti i efikasnosti, posebno kada se radi s 
velikim i složenim skupovima podataka. Njegova sposobnost brze obrade i prilagođavanja 
različitim problemima čini ga idealnim za situacije gdje su potrebne brze i tačne predikcije. 
Ipak, XGBoost može biti izazovan za podešavanje zbog velikog broja hiperparametara koji 
zahtijevaju finu kontrolu, što može biti zahtjevno za korisnike bez iskustva. Takođe, složenost 
modela može otežati interpretaciju rezultata, što može ograničiti njegovu primjenu u 
situacijama gdje je transparentnost ključna. 

3.3.7. CatBoost 

CatBoost (eng. categorical boosting) je napredni algoritam gradient boosting tehnike, 
posebno razvijen za rad sa kategorizovanim podacima. Ovaj algoritam se ističe svojim 
specifičnim pristupom obradi kategorizovanih promjenljivih, što mu omogućava postizanje 
boljih performansi u poređenju sa drugim algoritmima bustinga. CatBoost smanjuje uticaj 
promjenljivih koje imaju visoku korelaciju i koristi optimizovane tehnike za smanjenje 
prekomjernog prilagođavanja. Njegova sposobnost da efikasno radi sa heterogenim podacima 
koji sadrže i numeričke i kategorizovane promjenljive čini ga izuzetno korisnim u različitim 
aplikacijama, kao što su finansije, marketing i industrijska analitika [60]. 

CatBoost se razlikuje od drugih algoritama bustinga prvenstveno po načinu na koji 
obrađuje kategorizovane podatke. Tradicionalni algoritmi često zahtijevaju unaprijed određeno 
kodiranje kategorija (npr. one-hot encoding), što može dovesti do gubitka informacija ili 
povećanja dimenzionalnosti. Nasuprot tome, CatBoost koristi statističke metode za pretvaranje 
kategorizovanih promjenljivih u numeričke vrijednosti na način koji zadržava korisne 
informacije. Ovaj proces obuhvata računanje ciljne vrijednosti unutar svake kategorije, dok se 
spriječava “curenje podataka” (eng. data leakage) kroz posebne tehnike kao što su mean 
encoding sa dodatkom šuma [61]. 

CatBoost kao i XGBoost ima podršku za paralelno procesiranje i podržava efikasnu 
distribuciju zadataka na računarskim klasterima čime se povećava efikasnost treniranja. 
CatBoost je dizajniran tako da bude robusniji prema prekomjernom prilagođavanju, 
zahvaljujući ugrađenim metodama za regulaciju kompleksnosti modela, poput L2 
regularizacije i kontrole dubine stabala. Njegova otpornost na neuravnotežene skupove 
podataka i sposobnost rada sa kompleksnim heterogenim podacima čine ga izuzetno 
prilagodljivim za različite primjene [62-64].  

CatBoost algoritam ima strukturu sličnu XGBoost-u, uključujući prikupljanje i 
pripremu podataka, sekvencijalno treniranje stabala odluke, te minimizaciju funkcije gubitka 
korištenjem gradient boosting tehnike. Međutim, ključna razlika je u obradi kategorizovanih 
promjenljivih, gdje CatBoost koristi posebne statističke metode za kodiranje koje minimizuju 
gubitak informacija. Takođe, CatBoost optimizuje funkciju gubitka uz dodatne tehnike 
prilagođene specifično za rad s kategorizovanim podacima, što ga čini efikasnijim u 
situacijama gdje se takvi podaci često pojavljuju. 
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CatBoost se ističe svojom sposobnošću efikasnog rukovanja kategoričkim podacima, 
što smanjuje proces pretprocesiranja i omogućava stabilne predikcije čak i u složenim 
uslovima. Ovaj algoritam je posebno koristan kada je potrebno raditi s velikim brojem različitih 
tipova podataka, jer njegovi optimizacijski procesi omogućavaju visoku tačnost. Međutim, 
CatBoost može biti resursno intenzivan, zahtijevajući više vremena i računske snage za obuku, 
što može predstavljati izazov u okruženjima sa ograničenim resursima. Njegova složenost 
takođe može otežati interpretaciju rezultata, što može biti problem kada je potrebna jasna 
analiza uticaja pojedinačnih promjenljivih. 

3.4. Algoritmi dubokog učenja 

Neuronske mreže su ključna komponenta dubokog učenja i koriste se za modelovanje 
složenih odnosa između ulaznih podataka i izlaznih predikcija. One su inspirisane strukturom 
i funkcijom ljudskog mozga i sastoje se od neurona organizovanih u slojeve. Svaki neuron 
prima ulaze, primjenjuje težine i aktivacionu funkciju, te generiše izlaz koji se prenosi dalje 
kroz mrežu. Opšta struktura neuronskih mreža je prikazana na Slika 3.2. 

 
Slika 3.2. Opšta struktura neuronskih mreža 

Ulazni sloj prima podatke i svaki njegov neuron predstavlja jednu ulaznu promjenljivu, 
poput piksela slike, senzorskih podataka ili drugih obilježja [65]. Podaci zatim prolaze kroz 
jedan ili više skrivenih slojeva, gdje se obrađuju i transformišu pomoću aktivacionih funkcija 
kao što su ReLU, sigmoid ili tanh, čime se uvodi nelinearnost i omogućava mreži da uči složene 
odnose među podacima. Svaki neuron u skrivenim slojevima prima informacije od svih 
neurona iz prethodnog sloja, vrši proračune koristeći pridružene težine i aktivacionu funkciju, 
i prosljeđuje obrađene informacije dalje. Na kraju, izlazni sloj generiše konačne predikcije na 
osnovu obrađenih podataka iz skrivenih slojeva. Broj neurona u izlaznom sloju varira u 
zavisnosti od zadatka koji se rješava; za klasifikaciju može imati jedan ili više neurona, dok za 
regresione zadatke može imati jedan neuron koji daje kontinuiranu vrijednost. Svi slojevi u 
mreži međusobno su povezani, i svaka veza ima pridruženu težinu koja se prilagođava tokom 
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procesa učenja, kako bi mreža mogla precizno predviđati ishode na osnovu ulaznih podataka. 
Ova fleksibilnost i sposobnost prilagođavanja čini neuronske mreže moćnim alatom za različite 
aplikacije u mašinskom učenju. Da bi se postigla tačna predviđanja, mreža mora optimizovati 
svoje težine, a to se postiže procesom poznatim kao gradijentni spust.  

Gradijentni spust (eng. gradient descent) je algoritam optimizacije koji mreži 
omogućava da minimizuje funkciju greške prilagođavanjem težina veza između neurona. 
Funkcija greške mjeri razliku između stvarnih izlaza i onih koje mreža predviđa, i cilj je 
minimizovati tu razliku kako bi model bio što tačniji. Tokom procesa učenja, gradijentni spust 
izračunava gradijent, odnosno prvi izvod funkcije greške u odnosu na težine, i koristi te 
informacije da koriguje težine u smjeru u kojem greška opada. Ovaj iterativni proces se 
ponavlja sve dok greška ne bude svedena na minimum, čime mreža postaje sve bolja u 
predviđanju željenih izlaza na osnovu ulaznih podataka. Na ovaj način, gradijentni spust 
omogućava mreži da se efikasno prilagođava i uči iz podataka, usavršavajući svoje 
performanse tokom vremena. 

Proces treniranja neuronskih mreža je prikazan na UML dijagramu aktivnosti 
prikazanom na Slici 3.3.  

 
Slika 3.3. UML dijagram aktivnosti procesa obučavanja neuronske mreže 

Proces započinje inicijalizacijom težina i pristranosti, koristeći nasumične vrijednosti 
ili tehnike kao što su Xavier ili He inicijalizacija, kako bi se osiguralo efikasno učenje [66]. 
Nakon inicijalizacije, mreža ulazi u fazu prolaska unaprijed, gdje se definisani ulazni podaci i 
ciljani izlazi koriste za računanje izlaznih vrijednosti. Tokom ovog koraka, podaci prolaze kroz 
mrežu, počevši od ulaznog sloja, gdje se ulazi množe sa težinama i dodaje se pristrasnost. Ovi 
proračuni se nastavljaju kroz skriveni sloj, gdje se primjenjuju aktivacione funkcije koje uvode 
nelinearnost i omogućavaju mreži da uči složene odnose među podacima. 
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Nakon prolaska unaprijed, mreža izračunava funkciju gubitka, mjeri razliku između 
stvarnih i prediktovanih vrijednosti, koristeći funkcije gubitka poput cross-entropy za 
klasifikaciju ili srednje kvadratne greške za regresiju. Ovaj korak omogućava mreži da 
procijeni tačnost svojih predviđanja. Slijedi propagacija unazad, tehnika koja računa gradijente 
funkcije gubitka u odnosu na težine i pristrasnosti, koristeći lančano pravilo. Propagacija 
unazad omogućava mreži da koriguje greške nazad kroz slojeve, od izlaznog do skrivenog i 
ulaznog sloja, ažurirajući težine tako da smanjuje grešku. 

Tokom ovog procesa, težine se ažuriraju korištenjem optimizacijskih algoritama kao 
što su gradijentni spust ili adam. Ovi algoritmi koriste izračunate gradijente da bi prilagodili 
težine, čime se mreža poboljšava u učenju i tačnosti predviđanja. Nakon ažuriranja težina od 
ulaznog do skrivenog sloja, proces se ponavlja sve dok mreža ne postigne željenu tačnost. Ako 
je treniranje završeno, mreža zaustavlja proces prilagođavanja; u suprotnom, vraća se na 
početak i ponavlja ciklus učenja. Ovaj iterativni proces omogućava mreži da kontinuirano 
poboljšava svoje performanse, prilagođavajući svoje parametre kroz svakodnevne ponovljene 
korake, sve dok se ne postignu optimalni rezultati. 

Postoji nekoliko tipova neuronskih mreža, od kojih svaka ima specifične karakteristike 
i primjene. U ovoj sekciji su detaljno opisani ključni tipovi neuronskih mreža korištenih za 
predikciju zdravlja litijum-jonskih baterija, a to su potpuno povezane neuronska mreža, LSTM 
kao predstavnik rekurentne neuronske mreže i konvoluciona neuronska mreža. 

3.4.1. Potpuno povezana neuronska mreža 

Potpuno povezana neuronska mreža (eng. fully connected neural network; FCNN), 
poznata i kao višeslojni perceptron (eng. multilayer perceptron; MLP), je osnovni tip 
neuronske mreže koji se sastoji od ulaznog sloja, nekoliko skrivenih slojeva i izlaznog sloja. U 
ovoj mreži, svaki neuron u jednom sloju povezan je sa svim neuronima u sljedećem sloju, što 
omogućava mreži da modeluje složene nelinearne odnose između ulaznih i izlaznih podataka. 
Potpuno povezane neuronske mreže se koriste za širok spektar problema, uključujući 
klasifikaciju i regresiju, i treniraju se korištenjem algoritma propagacije unazad (eng. 
backpropagation), koji optimizuje težine neurona minimizovanjem greške predikcije [67-68]. 

Na Slici 3.2 je prikazana opšta struktura potpuno povezane neuronske mreže. Pored 
opštih informacija o ovoj neuronskoj mreži važno je pokazati kako se izlaz iz svakog skrivenog 
sloja može matematički opisati sa (3.18), gdje je ℎ(Q) izlaz iz sloja 𝑙, 𝑊(Q) matrica težina za sloj 
𝑙, 𝑏(Q) ofset, a 𝜙 aktivaciona funkcija. 

        ℎ(Q) = 𝜙L𝑊(Q)ℎ(Q+%) + 𝑏(Q)M                        (3.18) 

Tip aktivacione funkcije u posljednjem sloju zavisi od prirode problema. Na primjer, 
softmax funkcija se često koristi za klasifikaciju, dok se linearna aktivaciona funkcija koristi 
za regresiju. Za klasifikaciju, izlaz iz izlaznog sloja može biti opisan u (3.19), gdje 𝑦i 
predstavlja vektor estimiranih vjerovatnoća da uzorak pripada svakoj od klasa. 

                   𝑦i = softmaxL𝑊(R)ℎ(R+%) + 𝑏(R)M                        (3.19) 
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Proces treniranja potpuno povezane neuronske mreže ilustrovan je dijagramom 
aktivnosti na Slici 3.3, koji jasno prikazuje ključne korake učenja. Nakon prolaska unaprijed 
kroz mrežu i generisanja predikcija, mreža se suočava sa zadatkom procjene svojih 
performansi. 

Mjerenje razlike između stvarnih i predikovanih vrijednosti vrši se pomoću funkcije 
gubitka, koja igra važnu ulogu u evaluaciji mreže. Za zadatke klasifikacije, često se koristi 
cross-entropy funkcija gubitka koja efektivno mjeri neslaganje između stvarnih klasa i 
predikcija. S druge strane, za regresione zadatke, srednja kvadratna greška (MSE) kao što je 
prikazano sa (3.20), gdje je 𝐿 ukupna greška, 𝑦# stvarna vrijednost, a 𝑦$3  predikcija. 

                                      𝐿 = %
&
∑ 𝑀𝑆𝐸(𝑦# , 𝑦$3)&
#'% = %

&
∑ (𝑦# − 𝑦$3)!&
#'%                           (3.20) 

Težine i pristranosti se ažuriraju korištenjem optimizacijskih algoritama kao što su 
gradijentni spust ili adam. Novi parametri se izračunavaju kao što je prikazano sa (3.21), 
koristeći gradijente iz propagacije unazad, gdje je 𝜂 stopa učenja, a SR

ST(*) gradijent funkcije 
gubitka u odnosu na težine [69]. 

              𝑊(Q) = 𝑊(Q) − 𝜂 SR
ST(*)                                (3.21) 

Potpuno povezane neuronske mreže su korisne za predikciju zdravlja litijum-jonskih 
baterija zbog svoje sposobnosti da uče složene nelinearne odnose između različitih mjerenja, 
poput napona, struje i temperature, i stanja zdravlja baterija. Njihova fleksibilnost omogućava 
modelima da se prilagode specifičnostima podataka o baterijama, pružajući precizne i 
pouzdane predikcije. Međutim, s obzirom na to da ove mreže povezuju sve neurone iz jednog 
sloja sa svim neuronima u sljedećem, može doći do prekomjernog prilagođavanja, posebno 
kada se koriste sa velikim brojem ulaznih promjenljivih i ograničenim skupom podataka. Ovo 
može rezultovati modele koji dobro funkcionišu na trening podacima, ali gube tačnost pri 
predikciji novih, neviđenih podataka. S druge strane, zbog svoje jednostavnosti, potpuno 
povezane neuronske mreže se lako implementiraju i mogu efikasno obraditi različite tipove 
podataka, što ih čini pogodnim za analizu i praćenje zdravlja baterija u realnom vremenu. 
Uprkos potencijalnim izazovima sa skalabilnošću, njihova robusnost i sposobnost 
generalizacije čine ih korisnim alatom u održavanju i upravljanju baterijama [70]. 

3.4.2. Rekurentna neuronska mreža 

Rekurentna neuronska mreža (eng. recurrent neural network; RNN) je specijalni tip 
neuronske mreže dizajniran za obradu sekvencijalnih podataka. RNN-ovi se razlikuju od 
potpuno povezanih neuronskih mreža po tome što imaju ciklične veze, koje omogućavaju 
prenošenje informacija kroz različite korake u sekvenci. Ove mreže su posebno pogodne za 
zadatke koji uključuju sekvencijalne ili vremenske podatke, kao što su analiza vremenskih 
serija, prepoznavanje govora i obrada prirodnog jezika. Glavna prednost RNN-ova je njihova 
sposobnost da hvataju zavisnosti u vremenskim ili sekvencijalnim podacima, što omogućava 
bolje modeliranje složenih obrazaca u podacima [71-74]. 

Prvi sloj mreže koji prima sekvencijalne ulazne podatke. Svaki neuron u ovom sloju 
predstavlja jednu ulaznu promjenljivu u svakoj tački vremena (eng. timestep). Na primjer, ako 
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mreža obrađuje vremensku seriju sa 𝑛	ulaznih promjenljivih, ulazni sloj će imati 𝑛 neurona za 
svaki trenutak vremena	𝑡.  

Jedan ili više slojeva sa cikličnim vezama, gdje svaka jedinica u sloju prima ulaz iz 
prethodnog sloja i iz prethodnog trenutka vremena. Ovi slojevi omogućavaju mreži da pamti 
informacije iz prethodnih vremenskih koraka, čime se hvataju zavisnosti između različitih 
tačaka u sekvenci. Aktivnost u skrivenom sloju može se opisati sa (3.22), gdje je ℎ(P) skriveno 
stanje u trenutku 𝑡, 𝑊UV	matrica težina za ulazne podatke, 𝑊VV matrica težina za povratne veze 
(eng. recurrent connections), 𝑥(P) ulaz u trenutku 𝑡, a 𝑏V vektor pristranosti. 

                                     ℎ(P) = 𝜙L𝑊UV ⋅ 𝑥(P) +𝑊VV ⋅ ℎ(P+%) + 𝑏VM		                       (3.22) 
Posljednji sloj mreže koji generiše izlazne predikcije za svaki trenutak vremena 𝑡 . Izlaz 

iz ovog sloja može zavisiti od trenutnog stanja ℎ(P) i može se opisati sa (3.23), gdje je yi(P) 
predikcija u trenutku 𝑡, 𝑊V* matrica težina za izlazni sloj, a 𝑏* vektor pristranosti. 

                         𝑦i(P) = 𝜙L𝑊V*ℎ(P) + 𝑏*M              (3.23) 

Rekurentne neuronske mreže zahtijevaju poseban pristup treniranju zbog svoje 
sposobnosti da obrađuju sekvencijalne podatke i pamte informacije kroz vrijeme. Nakon 
inicijalizacije težina i pristranosti, mreža prolazi kroz fazu prolaska unaprijed, gdje se koriste 
trenutne težine i pristranosti za izračunavanje izlaznih vrijednosti za svaki ulaz u sekvenci. 
Ovaj proces omogućava mreži da obrađuje podatke kroz vremensku dimenziju, uzimajući u 
obzir zavisnosti iz prethodnih vremenskih koraka. Kako bi mreža mogla prilagoditi svoje težine 
i poboljšati performanse, izračunava se funkcija gubitka koja mjeri razliku između stvarnih i 
predikovanih vrijednosti za svaku tačku u sekvenci, koristeći funkcije poput cross-entropy za 
klasifikaciju ili srednje kvadratne greške za regresiju.  

Propagacija unazad kroz vrijeme (eng. backpropagation through time; BPTT) 
omogućava mreži da računa gradijente funkcije gubitka u odnosu na težine i pristranosti kroz 
cijelu sekvencu, koristeći lančano pravilo za prilagođavanje. Ovaj proces je proširenje 
standardne unazadne propagacije, prilagođeno za RNN-ove, čime se osigurava učenje iz 
grešaka tokom cijele sekvence. Ovi koraci omogućavaju rekurentnim mrežama da efikasno uče 
iz sekvencijalnih podataka, poboljšavajući svoje sposobnosti u modeliranju vremenskih 
obrazaca i odnosa. 

RNN-ovi su izuzetno korisni za predikciju zdravlja litijum-jonskih baterija jer mogu 
efikasno modelovati sekvencijalne podatke, kao što su ciklusi punjenja i pražnjenja. Njihova 
sposobnost da hvataju vremenske zavisnosti omogućava preciznije predikcije stanja zdravlja 
baterija na osnovu istorijskih podataka. Ovo je posebno važno za baterije, gdje promjene u 
stanju zdravlja često zavise od prethodnih ciklusa upotrebe i uslova rada, čineći RNN-ove 
pogodnim alatom za ovakve zadatke [75]. 

3.4.3. Konvoluciona neuronska mreža 

Konvoluciona neuronska mreža je specijalizovana arhitektura neuronskih mreža 
dizajnirana za obradu podataka sa prostornom strukturom, poput slika, video zapisa i drugih 
podataka sa prostornim ili vremenskim strukturama. CNN-ovi su posebno korisni za zadatke 
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koji uključuju prepoznavanje obrazaca u podacima, kao što su klasifikacija slika, segmentacija, 
detekcija objekata i prepoznavanje lica. Ključna karakteristika CNN-ova je upotreba 
konvolucionih slojeva, koji primjenjuju filtere za detekciju lokalnih obrazaca u ulaznim 
podacima [76].  

Prvi sloj mreže koji prima ulazne podatke, najčešće u obliku slike. Ako se radi sa 
slikama, ulazni sloj obično ima dimenzije 𝐻 ×𝑊 × 𝐶 , gdje su 𝐻 visina, 𝑊 širina slike, a 𝐶 
broj kanala (npr. tri za RGB slike).  

Konvolucioni slojevi primjenjuju filtere za detekciju lokalnih obrazaca u ulaznim 
podacima. Svaki filter (jezgro) klizi preko ulaznih podataka, izračunavajući unutrašnji 
proizvod između filtera i lokalnog regiona ulaznih podataka. Rezultat ove operacije je mapa 
karakteristika (eng. feature map), koja naglašava prisustvo određenih karakteristika u različitim 
dijelovima slike. Operacija konvolucije može se matematički izraziti sa (3.24), gdje je 𝑧#,I,X 
vrijednost u mapi karakteristika na poziciji (𝑖, 𝑗) za 𝑘-ti filter, 𝑥 je ulazna slika, 𝑤 je filter, a 
𝑏X je pristranost za 𝑘-ti filter. 

          𝑧#,I,X = ∑ ∑ ∑ 𝑥#1Y+%,I1&+%,Z"
Z'%

2
&'%

[
Y'% ⋅ 𝑤Y,&,Z,X + 𝑏X            (3.24) 

Slojevi agregacije (eng. pooling layers) smanjuju dimenzionalnost podataka putem 
operacija kao što su maksimalno (eng. max pooling) i srednje (eng. average pooling) spuštanje. 
Ovi slojevi pomažu u smanjenju broja parametara i povećavaju robusnost mreže na varijacije 
u ulaznim podacima. Na primjer, u max pooling operaciji, za svaku oblast u mapi 
karakteristika, uzima se maksimalna vrijednost, čime se smanjuje dimenzionalnost kao što je 
dato u (3.25), gdje 𝑧#,I,X predstavlja izlaz iz pooling sloja za 𝑘-tu mapu karakteristika. 

                    𝑧#,I,X = max
Y,&

{ 𝑧#1Y+%,I1&+%,X}              (3.25) 

Potpuno povezani slojevi (eng. fully connected layers) povezuju sve neurone iz 
prethodnog sloja sa svim neuronima u sljedećem sloju. Nakon konvolucionih i pooling slojeva, 
podaci se često izravnavaju (eng. flattening) u jedan vektor, koji se zatim prosljeđuje kroz jedan 
ili više potpuno povezanih slojeva. Ovi slojevi obično nalaze na kraju mreže i koriste se za 
klasifikaciju ili regresiju. Formula za potpuno povezani sloj je data sa (3.26), gdje je 𝑦	izlazni 
vektor, 𝑊 matrica težina, 𝑥 ulazni vektor,	𝑏 pristranost, a	𝜙 aktivaciona funkcija (npr. ReLU, 
sigmoid). 

                  𝑦 = 𝜙(𝑊𝑥 + 𝑏)                                                (3.26) 

Posljednji sloj mreže koji generiše izlazne predikcije. Za klasifikacione zadatke, izlazni 
sloj često koristi softmax funkciju za pretvaranje izlaza u vjerovatnoće za svaku klasu je data 
sa (3.27), gdje je 𝑦$3  vjerovatnoća za klasu  i, 𝑧# aktivacija iz prethodnog sloja, a 𝐾 ukupan broj 
klasa [76]. 

                              𝑦$3 =
\]^(_&)

∑ \]^`_1a2
1-.

                          (3.27) 

Proces treniranja konvolucionih neuronskih mreža je vrlo sličan procesu treniranja 
potpuno povezanih mreža. Na Slici 3.3 je prikazan detaljan način na koji se ovaj proces odvija. 
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CNN-ovi mogu ukazivati na degradaciju materijala unutar litijum-jonskih baterija kroz 
prepoznavanje i analizu obrazaca u podacima koji odražavaju promjene u elektrohemijskim 
svojstvima baterije. Na primjer, kako baterija stari, određeni parametri poput kapaciteta i 
unutrašnje otpornosti mogu se mijenjati. CNN-ovi prepoznaju ove promjene, koje mogu biti 
znakovi procesa degradacije, kao što su rast dendrita ili propadanje elektrolita. Na taj način, 
CNN-ovi omogućavaju preciznije predikcije stanja zdravlja baterije, ukazujući na unutrašnje 
promjene koje bi inače bile teško uočljive [77].  
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4.  Korišteni skupovi podataka 

4.1. NASA skup podataka 

Podaci korišteni u ovom master radu potiču iz opsežnih eksperimenata sa litijum-
jonskim baterijama sprovedenih u NASA Prognostics Center of Excellence [78]. Eksperimenti 
su realizovani u različitim unutrašnjim i vanjskim uslovima okoline. Prikupljeni podaci o 
baterijama su organizovani u pojedinačne datoteke, pri čemu se svaka datoteka odnosi na jednu 
bateriju i sačuvana je u MATLAB formatu. Ovaj format omogućava efikasno skladištenje i 
obradu velikih količina podataka, što je ključno za duboke analize koje su sprovedene. 

Skup podataka obuhvata informacije o 24 litijum-jonske baterije, ukupno 2881 ciklusa 
punjenja, pražnjenja i mjerenja impedanse, kako bi se procijenile njihove performanse i 
degradacije pod različitim uslovima. Proces punjenja je obično izvršen u režimu konstantne 
jačine struje od 1.5 A do dostizanja napona od 4.2 V, nakon čega se prelazilo na režim 
konstantnog napona sve dok jačina struje punjenja nije pala na 20 mA. Ovaj način punjenja je 
odabran kako bi se maksimizovala efikasnost punjenja i minimizovala degradacija ćelija. 
Procesi pražnjenja su varirali, uključujući nivoe konstantne struje, profil opterećenja 
kvadratnim talasima sa različitim amplitudama i radnim ciklusima, te nekoliko fiksnih nivoa 
opterećenja strujom, sa zaustavljanjem na određenim naponskim pragovima. Mjerenja 
impedanse su izvršena pomoću elektrohemijske spektroskopije impedanse (EIS) u 
frekvencijskom opsegu od 0.1 Hz do 5 kHz za sve skupove baterija. Korištena je logaritamska 
raspodjela frekvencija, sa 50 do 100 mjernih tačaka po dekadi, što omogućava preciznu analizu 
različitih procesnih skala unutar baterije. Ova tehnika omogućava detaljnu analizu unutrašnjeg 
stanja baterija, uključujući procjenu degradacije elektroda i elektrolita. 

Eksperimenti su izvođeni pri različitim temperaturama okoline, u rasponu od sobne 
temperature do povišenih temperatura od 43 °C i niskih temperatura od 4 °C. Ove temperaturne 
varijacije su pažljivo odabrane kako bi simulirale stvarne uslove u kojima se baterije mogu 
koristiti, uključujući ekstremne klimatske uslove. Kriterijumi za kraj životnog vijeka ovih 
baterija bili su zasnovani na određenom smanjenju kapaciteta, bilo 20% ili 30%, sa nekoliko 
eksperimenata koji su bilježili izuzetno niske kapacitete ili su bili prekinuti zbog problema sa 
kontrolnim softverom. Ovo smanjenje kapaciteta je ključno za razumijevanje kako se baterije 
ponašaju tokom dugotrajnog cikličnog korištenja i pod različitim stresnim uslovima. 

Struktura podataka bilježi detalje za svaki ciklus, uključujući tip operacije (punjenje, 
pražnjenje, impedansa), temperaturu okoline, vrijeme i mjerenja poput napona, struje, 
temperature, kapaciteta i raznih parametara vezanih za impedansu. Ovaj skup podataka pruža 
dragocjene uvide u ponašanje i degradaciju baterija pod različitim operativnim uslovima. Na 
Slici 4.1 je prikazan obrazac napona tokom ciklusa punjenja i pražnjenja litijum-jonske 
baterije, kako je zabilježeno u datoteci B0005.mat. Ovi grafici omogućavaju vizualizaciju i 
analizu ključnih karakteristika ciklusa, kao što su stabilnost napona i efikasnost punjenja i 
pražnjenja. 

Grafikon na Slici 4.2 prikazuje trend gdje se stanje zdravlja baterije (SOH) smanjuje sa 
povećanjem vremena pražnjenja, odražavajući tipičan proces starenja baterija usljed 
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ponovljenih ciklusa punjenja i pražnjenja. Ovi trendovi su od suštinske važnosti za razvoj 
prediktivnih modela koji mogu pomoći u predviđanju preostalog vijeka trajanja baterija i 
optimizaciji njihovog korištenja u realnim aplikacijama. 

Vrijeme pražnjenja i temperatura nisu jedini faktori koji utiču na SOH. Osim njih ostali 
faktori su izmjerena vrijednost napona, napon pražnjenja, izmjerena struja i struja pražnjenja 
takođe imaju ključnu ulogu. Kapacitet, koji je osnovni kriterijum za određivanje SOH, je stoga 
pod uticajem ovih električnih parametara. Gradijent boje na grafiku ukazuje da temperatura 
utiče na SOH, pri čemu su više temperature generalno povezane sa višim vrijednostima SOH. 
Međutim, čini se da odnos između temperature i SOH nije linearan, što sugeriše kompleksnu 
interakciju među različitim parametrima koji upravljaju zdravljem baterija.  

 

Slika 4.1. Ciklusi punjenja i pražnjenja baterije 

Ovaj pregled podataka i eksperimenata pruža ključne uvide u ponašanje i dugotrajnost 
litijum-jonskih baterija, kao i osnovu za razvoj naprednih modela za procjenu njihovih 
performansi i stanja zdravlja. Ove informacije su od suštinskog značaja za unapređenje 
tehnologije baterija, optimizaciju njihove upotrebe, i razvoj novih generacija energetskih 
sistema sa poboljšanom pouzdanosti. Detaljni uvidi omogućavaju inženjerima i istraživačima 
da razviju efikasnije strategije za održavanje i optimizaciju baterija, čime se povećava njihova 
dugovječnost i efikasnost u različitim aplikacijama [20]. 
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Slika 4.2. Zavisnost SOH metrike od temperature i vremena pražnjenja 

U poglavlju 5.1 opisan je eksperiment i prikazani su rezultati primjene regresije na 
NASA skup podataka. U poglavlju 5.2 opisan je eksperiment u kojem se koristi CNN za 
procjenu efekta vremenske informacije na predikciju unutar ciklusa. 

4.1.1. Podjela i pretprocesiranje podataka 

U okviru pripreme podataka za analizu, podaci za svaku bateriju nalaze se u odvojenim 
datotekama. Tokom ove faze, te datoteke se nasumično dijele u dva skupa: skup za obuku i 
skup za testiranje. Konkretno, 80% datoteka se koristi za obuku modela, dok se preostalih 20% 
koristi za testiranje. Ova podjela omogućava da podaci iz jedne baterije budu prisutni samo u 
jednom skupu, čime se izbjegava preklapanje i obezbjeđuje se realistična procjena modela na 
potpuno novim podacima. 

U procesu pretprocesiranja, sadržaj svake datoteke se učitava i obrađuje kako bi se 
osigurala kvaliteta i integritet podataka za dalju analizu. Podaci se preuređuju i transformišu 
koristeći biblioteku Pandas u Python programskom jeziku. Ovo uključuje kreiranje 
karakteristika na osnovu statistika struje i napona tokom svakog ciklusa punjenja i pražnjenja, 
kao što su standardna devijacija, srednja vrijednost, minimalne i maksimalne vrijednosti. Ovi 
statistički parametri omogućavaju uniformnost i prilagođenost podataka za analizu. 

Podaci koji se odnose na impedansu i punjenje baterija nisu uključeni u ovu analizu. 
Iako bi njihovo uključivanje moglo obezbijediti širu perspektivu i povećati opštost studije, ovaj 
pristup nije neuobičajen u literaturi. Mnoge studije se fokusiraju isključivo na cikluse 
pražnjenja, jer oni pružaju ključne informacije o trenutnom kapacitetu baterija, koji je ključni 
pokazatelj njihovog stanja. Ključna karakteristika skupa podataka je kapacitet baterije, koji je 
neophodan za procjenu zdravlja baterije. Tokom čišćenja podataka, kapacitet se konvertuje u 
stanje zdravlja baterije, što postaje ciljna promjenljiva za analizu i modeliranje. Maksimalni 
kapacitet korišten u ovoj studiji je 2 Ah. Za računanje SOH-a korištena je (2.1). 
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Različite studije su koristile slične metode za procjenu SOH baterija, ističući 
jednostavnost i efikasnost ovih pristupa. Iako u nekim slučajevima mogu biti korištene 
složenije metode, ova studija se oslanja na jednostavan i direktan pristup za procjenu stanja 
zdravlja baterije. 

4.2. Toyota skup podataka 

Ovaj skup podataka korišten je u studiji [28]. Koriste se 124 litijum-jonske baterije, 
koje su testirane dok nisu postale neupotrebljive pod uslovima brzog punjenja. Ove baterije 
proizvedene su od strane kompanije A123 Systems i označene su serijskim brojem 
APR18650M1A. 

Baterije su testirane na uređaju Arbin LBT potenciostat. Potenciostat je uređaj koji se 
koristi u elektrohemiji za kontrolu i mjerenje napona i struje u elektrohemijskim ćelijama. 
Pomaže naučnicima da proučavaju reakcije koje se dešavaju na površini elektroda kada se na 
njih primijeni određeni napon. Omogućava precizno kontrolisanje uslova u eksperimentima 
gdje se proučavaju hemijske reakcije na elektrodama. Potenciostat je postavljen u komoru sa 
prisilnim protokom vazduha kako bi se temperatura održavala na 30°C. Svaka baterija ima 
nominalni kapacitet od 1,1 Ah (što znači da može isporučiti struje jačine od 1,1 A u toku 1 časa 
prije nego što se isprazni) i nominalni napon od 3,3 V. 

U nastavku se koristi C-rate, pa ga je potrebno prethodno opisati. C-rate je mjera koja 
pokazuje koliko brzo se baterija prazni u odnosu na njen maksimalni kapacitet. Ova stopa 
normalizuje pražnjenje, što omogućava lakše poređenje različitih baterija, bez obzira na njihov 
kapacitet. Na primjer, C-rate od 1C znači da će se baterija isprazniti potpuno za jedan sat. Za 
bateriju koja ima kapacitet od 100 ampera-sati, to bi značilo struju pražnjenja od 100 ampera. 
Ako je C-rate 5C, to bi odgovaralo struji pražnjenja od 500 ampera, dok bi C/2 stopa značila 
struju pražnjenja od 50 ampera. Korištenje C-rate omogućava preciznije upravljanje brzinom 
pražnjenja baterije u različitim situacijama [79]. 

Cilj prethodno opisanog testiranja baterija je bio da se pronađu načini za optimizaciju 
brzog punjenja litijum-jonskih baterija. Brzo punjenje je proces koji može brže dovesti do 
degradacije baterija. U ovom skupu podataka, sve baterije su punjene koristeći jednu od dvije 
metode brzog punjenja. Ove metode su označene kao “C1(Q1)-C2”, gdje su C1 i C2 različiti 
nivoi konstantne struje tokom punjenja, a Q1 je stanje napunjenosti baterije izraženo u 
procentima (%). Drugi korak punjenja završava se kada baterija dostigne 80% napunjenosti, 
nakon čega se baterije pune pri 1C (što znači da se pune za jedan sat) konstantnom strujom i 
naponom (CC-CV). Gornji i donji granični naponi za punjenje su 3,6 V i 2,0 V, što je u skladu 
sa specifikacijama proizvođača. 

Skup podataka je podijeljen u tri grupe, svaka sa oko 48 baterija. Grupe su definisane 
prema datumu kada su testovi započeti. Svaka grupa ima neke specifične nepravilnosti, koje 
su detaljno opisane u dokumentaciji za svaku grupu. 

Mjerenja temperature su izvedena pričvršćivanjem termopara tipa T na baterije pomoću 
termalnog epoksida (specijalnog ljepila otpornog na visoke temperature) i Kapton trake 
(specijalne trake otporne na toplotu). Termopar tipa T je senzor koji se koristi za mjerenje 
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temperature. Napravljen je od dvije različite metalne žice, bakra i konstantana (legura bakra i 
nikla), koje su spojene na jednom kraju. Kada se ovaj spoj zagrije ili ohladi, stvara se električni 
napon (termoelektrični napon) koji se može mjeriti i koji je proporcionalan temperaturi. 
Termopar tipa T je poznat po svojoj preciznosti i stabilnosti, posebno pri niskim 
temperaturama, i obično se koristi u aplikacijama gdje su potrebna tačna mjerenja u rasponu 
od -200°C do 350°C. Ipak, mjerenja temperature nisu uvek potpuno pouzdana, jer kontakt 
između termopara i baterije može varirati, a termopar ponekad gubi kontakt tokom ciklusa 
punjenja i pražnjenja. 

Unutrašnja otpornost baterija mjerena je tokom punjenja kada su baterije dostigle 80% 
napunjenosti, i to prosjekom 10 impulsa struje od ±3,6C sa širinom impulsa od 30 ms ili 33 
ms, u zavisnosti od datuma mjerenja. 

 

Slika 4.3. Pregled kolona skupa podataka 

Podaci su dostupni u tri formata: MATLAB struktura (poseban tip datoteke koji koristi 
program MATLAB), CSV fajlovi (obični tekstualni fajlovi sa podacima odvojenim zarezima) 
i BEEP struktuirani format (JSON fajlovi). MATLAB struktura omogućava lak pristup 
podacima za svaki ciklus punjenja, dok CSV fajlovi ponekad sadrže greške u vremenu testa i 
vremenu koraka, koje su ispravljene u MATLAB strukturi. 

BEEP struktuirani format JSON fajlova predstavlja pogodan format za programsko 
učitavanje podataka. Veličina komprimovane arhive iznosi 27,95 GB. U tom skupu podataka 
nalazi se mnogo metapodataka koji nisu relevantni za primjenu u oblasti mašinskog učenja. 
Ključni elementi su podaci iz reda summary. Ovaj red sadrži višestruke nizove podataka koji 
zavise od kolone. Postoji značajan broj kolona od važnosti. Kolone su prikazane na Slici 4.3; 
međutim, važno je napomenuti da je prikazana transponovana matrica podataka radi boljeg 
vizuelnog prikaza, tako da redovi sa slike zapravo predstavljaju kolone. Svaki element u toj 
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matrici predstavlja odgovarajući niz podataka. Elementi nizova sa istim indeksom predstavljaju 
podatke za određeni ciklus baterije. 

Kolone prikazane na Slici 4.3 predstavljaju sljedeće podatke: indeks ciklusa, kapacitet 
pražnjenja, kapacitet punjenja, energija pražnjenja, unutrašnji otpor, maksimalna, prosječna i 
minimalna temperatura, datum i vrijeme u ISO formatu, energetska efikasnost, propusnost 
punjenja, propusnost energije, trajanje punjenja, integracija vrijeme-temperatura, pauze, 
napon, unutrašnji otpor, struja i tip koraka. Svi ovi podaci predstavljaju rezultate mjerenja 
različitih baterija pod različitim uslovima, zbog čega su podaci raznovrsni. Na Slici 4.4 
prikazan je grafikon promjene temperature baterije tokom ciklusa. Takođe, na Slici 4.5 nalazi 
se grafikon kapaciteta baterije tokom ciklusa pražnjenja. 

 

 

Slika 4.4. Grafikon promjene temperature baterije tokom ciklusa baterije pod nazivom 
FastCharge_000070_CH46_structure.json 

 

Slika 4.5. Grafikon pražnjenja baterije iz Toyota skupa podataka tokom ciklusa baterije pod nazivom 
FastCharge_000070_CH46_structure.json 
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4.2.1. Pretprocesiranje podataka 

Podaci su podjeljeni na isti način kao podaci iz NASA skupa podataka što je opisano u 
odjeljku 4.1.1. Nakon što su podaci o baterijama učitani, bilo je potrebno izdvojiti relevantne 
informacije prikazane na Slici 4.3. Pošto nisu sve kolone od značaja za analizu, podaci su 
morali biti profiltrirani da bi se osigurala njihova upotrebljivost za dalja istraživanja. 

Proces pretprocesiranja podataka o baterijama započinje učitavanjem sirovih podataka 
iz JSON datoteka koje sadrže informacije o baterijama. Prvi korak u ovom procesu uključuje 
organizovanje osnovnih informacija o baterijama, kao što su nazivi datoteka i indeksi ciklusa 
(i drugih podataka koji su prikazani na Slici 4.3), u strukturisan format, kako bi se obezbijedilo 
da svaka baterija bude jasno identifikovana kroz svoj životni ciklus. 

Konkretno, podaci koji su korišteni uključuju: indeks, naziv datoteke baterije, kapacitet 
pražnjenja i punjenja, energiju pražnjenja i punjenja, unutrašnji otpor pri pražnjenju, kao i 
maksimalnu, prosečnu i minimalnu temperaturu. Dodatno, prikupljeni su podaci o energetskoj 
efikasnosti, ukupnom kapacitetu punjenja, ukupnoj energiji, trajanju punjenja, integrisanom 
vremenu temperature, statusu pauziranja, i datumu i vremenu mjerenja. Ovi podaci čine osnovu 
za dalje analize i omogućavaju detaljno praćenje performansi i stanja baterije tokom njenog 
životnog ciklusa. 

Nakon inicijalnog strukturiranja podataka, fokus se prebacuje na detaljniju obradu 
različitih tipova podataka. Podaci se analiziraju ciklus po ciklusu, gdje se za svaki ciklus 
izdvajaju relevantni metrički podaci, poput kapaciteta pražnjenja. Ovaj pristup omogućava 
preciznije praćenje performansi baterije tokom vremena. 

Vremenski podaci se zatim konvertuju iz ISO formata u UNIX vremenski pečat. Ovaj 
korak je važan jer omogućava lakše poređenje i manipulaciju vremenskim podacima, 
obezbeđujući da se svi događaji vezani za baterije mogu precizno pratiti u vremenskom 
kontekstu. Nakon konverzije, nepotrebne kolone, poput originalnih indeksa ciklusa i 
vremenskih podataka u ISO formatu, se uklanjaju da bi se smanjila složenost skupa podataka i 
obezbedilo da svi preostali podaci budu spremni za dalju analizu. 

Tokom ovog procesa, prazni redovi se odbacuju kako bi podaci bili čisti i konzistentni. 
Očišćeni podaci su tada organizovani u strukturu koja omogućava lako pretraživanje i efikasnu 
manipulaciju, čime se pripremaju za primjenu mašinskog učenja. 

Za primjenu mašinskog učenja na ovaj problem, neophodno je definisati ciljnu 
promjenljivu (eng. target variable) koja je korištena u analizi. U ovom eksperimentu, kao ciljna 
promjenljiva odabrana je SOH promjenljiva. U (2.1) prikazan je postupak izračunavanja ciljne 
promjenljive na osnovu kapaciteta baterije koji je korišten u pretprocesiranju. Vrijednost 1,1 
Ah je uzeta kao referentni maksimalni kapacitet. Budući da su prisutni određeni outlier-i9 koji 
uzrokuju da kapacitet blago prelazi ovu granicu oni predstavljaju anomalije i njihova vrijednost 
je ograničena na 1,1 Ah.  

 
9 izolovana vrijednost 
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5.  Eksperimentalni rezultati 
U izvedenim eksperimentima korištena je grid pretraga, implementirana kao 

GridSearchCV iz scikit-learn Python biblioteke. Grid pretraga omogućava pronalaženje 
najboljih hiperparametara na validacionom skupu podataka. U radnom okruženju, koje je 
kreirano kao polazna tačka eksperimenata, izvedene su varijacije ne samo hiperparametara, već 
i različitih algoritama. Često, rezultati na trening i validacionim skupovima mogu dovesti do 
preprilagođavanja, pa je u ovom slučaju predikcija izvršena nad testnim skupom. Vodeći se 
principom da ako se postignu najbolji rezultati na testnom skupu, koji nije bio uključen u 
trening proces, može se zaključiti da je preprilagođavanje izbjegnuto u okviru tog skupa 
podataka. Međutim, izazovi se mogu pojaviti pri upotrebi drugih skupova podataka, jer može 
doći do preprilagođavanja na skupu koji se koristi za treniranje. 

Eksperimenti su sprovedeni na NASA i Toyota skupovima podataka, koji su opisani u 
poglavlju 4. U eksperimentima su podaci podijeljeni na trening i testne skupove, pri čemu su 
trening podaci korišteni i za validaciju putem tehnike unakrsne validacije (eng. cross-
validation). Unakrsna validacija je tehnika koja se koristi u mašinskom učenju i statistici za 
procjenu sposobnosti modela da generalizuje na nove, neviđene podatke. Ovo je efikasan način 
za provjeru koliko je model "dobar" i koliko će biti efektivan kada se primijeni na stvarne 
podatke koji nisu korišteni tokom treniranja. 

Eksperimenti su obuhvatili primjenu regresije s ciljem predviđanja SOH-a kao ciljne 
promjenljive, kao i klasifikaciju zasnovanu na RUL metrici kao ciljnoj promjenljivoj. Pored 
toga, sproveden je i eksperiment s prijenosom učenja, pri čemu je korišten regresivni model na 
ulazu, dok se na izlazu tražila kategorička ciljna promjenljiva izvedena iz RUL metrike.Ulazne 
promjenljive su bili podaci iz NASA i Toyota skupova podataka, koji su prethodno prošli kroz 
proces pretprocesiranja. Detalji ovog procesa za NASA skup podataka navedeni su u odjeljku 
4.1.1, dok su postupci pretprocesiranja za Toyota skup podataka također opisani u odjeljku 
4.2.1. Eksperimenti su uključivali varijacije u procentu podataka korištenih za trening, 
mijenjajući obim trening skupa sa 100% na 30%. Ova varijacija je omogućila procjenu 
sposobnosti algoritma da prepozna šablone u podacima, bez da dođe do učenja napamet. 

U kontekstu klasifikacije, ispitivani su svi ciklusi, kao i samo prvih 50 ciklusa, 
uzimajući u obzir da kasniji ciklusi možda nemaju značajan uticaj na predviđanje RUL metrike. 
Ovaj pristup omogućio je procjenu uticaja različitih segmenata ciklusa na preciznost modela 
klasifikacije. 

Svi eksperimenti dijele isti radni okvir za pripremu podataka i treniranje modela. Proces 
uključuje sveobuhvatan pristup koristeći široko prepoznate industrijske alate i tehnike. 

Za pronalaženje optimalnih parametara za svaki algoritam mašinskog učenja korišten 
je GridSearchCV iz scikit-learn biblioteke. Validacija je sprovedena pomoću GroupKFold 
unakrsne validacije, takođe iz scikit-learn biblioteke, koja osigurava da nema preklapanja 
između podataka za obuku i testiranje, čime se efikasno vrši prevencija prekomjernog učenja 
modela. Za modele neuronskih mreža korištena je TensorFlow biblioteka, dok su za integraciju 
tih modela u grid pretragu korišteni KerasRegressor i KerasClassifier iz scikeras biblioteke. 
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Modeli neuronskih mreža trenirani su tokom 50 epoha sa veličinom serije od 128, uzimajući u 
obzir relativno mali obim skupa podataka. 

Eksperimenti sa NASA skupom podataka sprovedeni su na Lenovo Yoga Slim 7 
laptopu, opremljenom Ryzen 7 4800U procesorom sa x86 arhitekturom, 16GB RAM-a i 
integrisanom AMD Radeon RX Vega 8 grafičkom karticom. Eksperimenti sa Toyota skupom 
podataka, koji je znatno veći, sprovedeni su na Apple MacBook Pro laptopu sa Apple M1 Pro 
čipom sa ARM arhitekturom, 32GB RAM-a i integrisanom grafičkom karticom. Promjena 
okruženja bila je neophodna zbog pregrijavanja Lenovo laptopa tokom dugotrajnih grid 
pretraga, što je rezultiralo čestim prisilnim gašenjem računara. 

Proces grid pretrage započinje kreiranjem pipeline-a koji uključuje skaler i estimator za 
svaki algoritam mašinskog učenja. Estimator predstavlja dio pipeline-a koji prima prethodno 
obrađene podatke (koji su, na primer, prošli kroz proces skaliranja pomoću skalera) i zatim se 
vrši obučavanje na tim podacima kako bi se optimizovali njegovi hiperparametri. Cilj grid 
pretrage je da pronađe optimalne vrednosti hiperparametara za odabrani estimator kako bi se 
postigao što bolji učinak modela. Ovaj proces je ilustrovan pomoću UML dijagrama aktivnosti 
prikazanog na Slici 5.1. 

 

Slika 5.1. Proces grid pretrage - UML dijagram aktivnosti 

Optimalni hiperparametri se određuju putem unakrsne validacije na trening skupu, 
nakon čega se model testira na zasebnom testnom skupu. Regresivni modeli se evaluiraju 
koristeći metrike kao što su MSE i R-kvadrat u odnosu na stvarne vrijednosti SOH. Modeli se 
rangiraju prema njihovim MSE rezultatima, a najbolji algoritam na testnom skupu se 
identifikuje i njegova podešavanja se čuvaju za buduću upotrebu. 
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Za klasifikacione modele, glavna metrika za evaluaciju je tačnost. Pored toga, 
izračunavaju se i druge metrike kao što su F1, preciznost, odziv i matrica konfuzije kako bi se 
dobila sveobuhvatna ocjena modela na testnom skupu.  

U eksperimentima ovog rada, ključne metrike na osnovu kojih se modeli porede su 
MSE za regresiju i tačnost za klasifikaciju. 

5.1. Primjena regresije sa NASA skupom podataka 

U istraživanju je fokus bio na procjeni tačnosti različitih algoritama mašinskog učenja 
u predikciji stanja zdravlja (SOH) litijum-jonskih baterija na NASA skupu podataka. U 
eksperimentu korišteni su algoritmi iz grupe klasičnih algoritama mašinskog učenja i algoritmi 
dubokog učenja. Iz grupe klasičnih algoritama su korišteni SVM, linearna regresija, Ridge, 
Lasso, RF, i algoritmi gradient boosting-a kao što su XGBoost i CatBoost. Iz grupe dubokog 
učenja korištene su MLP, CNN i LSTM neuronske mreže. 

Za optimizaciju hiperparametara svakog modela korištena je grid pretraga u 
kombinaciji sa unakrsnom validacijom na trening skupu. U ovom procesu, korištena je 
GroupKFold unakrsna validacija sa 5 foldova, što omogućava bolju procjenu performansi 
modela kroz različite grupe podataka. GroupKFold unakrsna validacija osigurava da svi uzorci 
iz iste grupe budu zajedno u istom foldu, sprečavajući curenje podataka između trening i 
validacionih skupova, čime se obezbjeđuje realnija procjena performansi modela. tj. smanjuje 
se šansa za overfitting-om. Nakon toga, modeli su testirani na posebnom testnom skupu, a 
rezultati su prikazani u Tabeli 5.1. 

Tabela 5.1. Rezultati primjene regresije sa NASA skupom podataka 

  ML algoritam MSE  R2  
1.  MLP NN  0.0012  0.9716  
2.  CNN  0.0032  0.9240  
3.  CatBoost  0.0037  0.9142  
4.  XGBoost  0.0042  0.9014  
5.  Random forest  0.0054  0.8727  
6.  Lasso  0.0072  0.8312  
7.  Ridge  0.0081  0.8107  
8.  Linear regression  0.0135  0.6821  
9.  LSTM NN  0.0214  0.4989  
10.  SVM  0.0237  0.4444  

Rezultati su pokazali da je MLP neuronska mreža bila najtačnija, sa najnižom srednjom 
kvadratnom greškom (MSE) od 0,0012 i najvišim koeficijentom determinacije (R²) od 0,9716, 
što ukazuje na visoku tačnost modela. CNN i napredni ansambl modeli, poput CatBoost-a i 
XGBoost-a, takođe su ostvarili dobre rezultate, ali sa nešto slabijim performansama u poređenju 
sa MLP modelom. 

Vrijeme potrebno za grid search je pod uticajem složenosti modela i broja 
hiperparametara, kao što je prikazano na Slici 5.2. Ovi rezultati naglašavaju potencijal 
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prilagođenih mašinskih modela za praćenje zdravlja baterija, pri čemu se MLP mreža ističe 
kao najefikasnija. Iako nisu dostigli nivoe tačnosti vodećih modela, RF, Lasso i Ridge regresija 
su pokazali solidne performanse, što ih čini korisnim za osnovne analize ili dalja poboljšanja u 
budućim studijama. Ovi modeli ističu raznolikost pristupa i značaj pažljivog podešavanja 
hiperparametara.  

 

Slika 5.2. Trajanje grid search-a modela 

Uočeno je da modeli kao što su CatBoost i XGBoost zahtijevaju duže vrijeme za 
pretragu optimalnih hiperparametara zbog složenosti i velikog broja parametara. S druge 
strane, modeli sa manje hiperparametara, kao što su SVM, RF i linearni modeli, imaju kraće 
vrijeme pretrage. CatBoost je pokazao najduže vreme pretrage, dok su XGBoost, MLP i LSTM 
takođe zahtijevali više vremena zbog složenijih struktura. CNN je bio brži, vjerovatno zbog 
efikasnije arhitekture, dok su linearni modeli bili među najbržima, zbog manje složenosti u 
računanjima i manjem broju parametara za podešavanje. 

Razumijevanje vremena potrebnog za optimizaciju hiperparametara je ključno za 
upravljanje resursima i planiranjem vremenskih rokova u projektima mašinskog učenja. To 
može značajno uticati na izbor algoritma, posebno u situacijama gde su potrebni brzi razvojni 
ciklusi. 

Podaci iz Tabele 5.1 i Slike 5.3 ukazuju na kompromis između preciznosti modela i 
vremena predikcije. MLP i CNN modeli pokazuju duže vrijeme predikcije. U poređenju, 
modeli kao što su CatBoost i XGBoost postižu bolji balans između brzine predikcije i tačnosti. 

 

Slika 5.3. Trajanje predikcije modela 

Arhitektura MLP modela, prikazana na Slici 5.4, rezultat je detaljne optimizacije 
hiperparametara korištenjem grid pretrage. 
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Slika 5.4. Arhitektura MLP modela 

Tabela 5.2 prikazuje detaljan pregled parametara pretrage i optimalnih hiperparametara 
za MLP model, utvrđenih kroz grid search optimizaciju. 

Tabela 5.2. Prostor pretraživanja i optimalne vrijednosti hiperparametara za MLP model 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] true 

mlp-nn__model__neurons_layer_1 [32, 64, 128] 64 
mlp-nn__model__neurons_layer_2 [16, 32, 64] 64 

mlp-nn__model__activation ["relu", "tanh", "sigmoid"] "tanh" 
mlp-nn__model__optimizer ["rmsprop", "adam"] 100 

Prikazana arhitektura CNN modela na Slici 5.5 je optimizovana za predikciju SOH-a 
litijum-jonskih baterija, sa detaljima u Tabeli 5.3 koji pokazuju optimalne vrijednosti 
hiperparametara. 

 

Slika 5.5. Arhitektura CNN modela 
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Tabele 5.4 i 5.5 pružaju pregled optimalnih hiperparametara za CatBoost i XGBoost 
algoritme, naglašavajući važnost preciznog podešavanja parametara za poboljšanje 
performansi modela. Ove tabele ističu ključne parametre koji su se pokazali najefikasnijim u 
predikciji SOH-a litijum-jonskih baterija. 

Tabela 5.3. Prostor pretraživanja i optimalne vrijednosti hiperparametara kod CNN modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] false 

cnn-nn__model__filters [32, 64, 128] 128 
cnn-nn__model__kernel_size [2, 3, 5] 3 
cnn-nn__model__dense_units [10, 20, 50] 10 
cnn-nn__model__activation ["relu", "tanh", "sigmoid"] "tanh" 
mlp-nn__model__optimizer ["rmsprop", "adam"] "adam" 

Tabela 5.5 prikazuje sličnu optimizaciju za XGBoost algoritam, ponovo predstavljajući 
najefikasnije vrijednosti hiperparametara nakon testiranja različitih mogućnosti. Odabrani 
parametri odražavaju one koji doprinose najboljoj prediktivnoj snazi modela prema rezultatima 
grid pretrage. 

Tabela 5.4. Prostor pretraživanja i optimalni hiperparametri kod CatBoost modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] false 
catboost__depth [4, 5, 6] 4 

catboost__learning_rate [0.01, 0.1, 0.2] 0.1 
catboost__l2_leaf_reg [0.1, 0.2, 0.3] 0.1 

catboost__min_child_weight [100, 200, 300] 100 
catboost__subsample [0.5, 0.75, 1] 0.75 

catboost__colsample_bylevel [0.5, 0.75, 1] 0.75 
catboost__loss_function ["RMSE", "MAE", "Quantile:alpha=0.5"] “RMSE” 

catboost__bootstrap_type ["Bayesian", "Bernoulli", "MVS"] "Bernoulli" 

Tabela 5.5. Prostor pretraživanja i optimalni hiperparametri kod XGBoost modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] true 

xgboost__n_estimators [50, 100, 300] 300 
xgboost__max_depth [4, 5, 6] 6 

xgboost__learning_rate [0.01, 0.1, 0.2] 0.1 
xgboost__min_child_weight [1, 2, 3] 2 

xgboost__gamma [0, 0.1, 0.2, 0.3] 0 
xgboost__subsample [0.5, 0.75, 1] 0.75 

xgboost__colsample_bytree [0.5, 0.75, 1] 0.5 
xgboost__reg_alpha [0, 0.1, 0.5] 0 

xgboost__reg_lambda [0, 0.1, 0.5] 0.5 

Obje tabele zajedno ističu uticaj pažljivog podešavanja hiperparametara na performanse 
modela, prikazujući rafinisana podešavanja koja su dala najperspektivnije rezultate za svaki 
algoritam u predikciji stanja zdravlja (SOH) litijum-jonskih baterija. 
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5.2. Efekat vremenske informacije na predikciju 
unutar ciklusa 

U eksperimentu opisanom u tački 5.1 korišteni su agregirani podaci dobijeni tokom 
perioda pražnjenja baterija unutar ciklusa. Cilj ovog eksperimenta bio je da se postignu bolji 
rezultati treniranja uzimajući u obzir izmjerene podatke koji uključuju informacije o pražnjenju 
baterija. 

Razmatrana su dva potencijalna pristupa: korištenje rekurentne neuronske mreže 
(RNN) i konvolucione neuronske mreže (CNN). Zbog suboptimalnih rezultata postignutih u 
prethodnom eksperimentu sa rekurentnom neuronskom mrežom, kao i zbog strukture skupa 
podataka, u ovom eksperimentu je odlučeno da se koristi isključivo konvoluciona neuronska 
mreža. 

NASA skup podataka ima tri dimenzije: baterija, ciklus i perioda. Sve tri dimenzije su 
uzete u obzir prilikom modelovanja CNN-a. Iako se na osnovu toga moglo očekivati korištenje 
3D konvolucione mreže, 2D konvolucija se pokazala kao prikladnije rješenje. U 2D 
konvolucionoj mreži, odgovarajući Conv2D sloj (iz Tensorflow biblioteke) prima 4D tenzor 
kao ulazni argument [80]: 

(batch_size, new_height, new_width, filters) 

Veličina batch-a u ovom slučaju predstavlja broj baterija, nova visina predstavlja broj 
ciklusa, nova širina predstavlja broj perioda po ciklus, dok filteri predstavljaju izlaznu 
dimenziju sloja. Takođe je važno navesti jezgro (eng. kernel) koje je korišteno za konvoluciju 
unutar više ciklusa i više perioda. Odabrano je jezgro veličine 3 × 3.  

5.2.1. Izazovi 

Prvi izazov bio je osigurati odgovarajuću strukturu podataka pogodnu za 2D 
konvolucioni sloj. U eksperimentu 5.1 korištena je struktura DataFrame iz Pandas biblioteke. 
Međutim, u trenutku izvođenja eksperimenta, nije postojala mogućnost rada sa DataFrame-
om koji ima 4 dimenzije, što je bilo neophodno jer 2D konvolucioni sloj zahtijeva 4D tenzor. 
Stoga je bilo potrebno konstruisati 4D niz koristeći funkcionalnosti numpy biblioteke. Kako bi 
se postigle optimalne performanse i kvalitet koda, primijenjena je kombinacija funkcija stack i 
expand_dims iz numpy biblioteke. 

Drugi izazov bio je osigurati adekvatnu strukturu podataka, budući da je bilo neophodno 
da broj perioda unutar svakog ciklusa bude ujednačen kako bi se mogao formirati 
trodimenzionalni niz. Da bi se ovaj problem prevazišao, primijenjena je tehnika interpolacije, 
a u specifičnim slučajevima i ekstrapolacije. Prvi korak je bio identifikacija maksimalnog broja 
perioda unutar pojedinačnog ciklusa, nakon čega su svi ostali ciklusi dopunjeni interpolacijom 
kako bi se postigla uniformnost u broju elemenata. Implementacija ovog pristupa detaljno je 
opisana u nastavku. Funkcija za interpolaciju dizajnirana je da prilagodi dužinu niza na 
unaprijed zadatu vrijednost. Ako je ulazni niz već u željenom formatu, funkcija samo kreira 
raspored tačaka koji pokriva opseg niza. Potom se generiše interpolaciona funkcija koja koristi 
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linearni metod interpolacije. Ova funkcija omogućava interpolaciju vrijednosti unutar niza, kao 
i ekstrapolaciju izvan originalnog opsega podataka. Nakon toga, funkcija kreira novi raspored 
tačaka, pokrivajući isti opseg. Interpolaciona funkcija se primjenjuje na nove tačke kako bi se 
dobio novi niz sa interpoliranim vrijednostima, čija je dužina jednaka zadatoj vrijednosti. Ako 
niz nije u željenom formatu, funkcija jednostavno vraća niz sa ponovljenim vrijednostima kako 
bi se postigla potrebna dužina. 

Treći izazov se desio nakon kreiranja podataka u toku pretprocesiranja. Kao i u 
prethodnim eksperimentima, korišten je pristup koji je uključivao skaliranje podataka. Problem 
je nastao prilikom skaliranja podataka, jer metoda korištena za skaliranje podržava samo 
jednimenzionalne i dvodimenzionalne podatke, dok su podaci bili u višedimenzionalnom 
formatu. Da bi se ovaj problem prevazišao, implementiran je pristup koji omogućava skaliranje 
podataka različitih dimenzija kroz preoblikovanje podataka u dvodimenzionalni oblik prije 
skaliranja i vraćanje podataka u originalni oblik nakon skaliranja. Ovaj pristup osigurava da 
broj elemenata ostane isti, čime se izbjegavaju problemi sa dimenzijama. Koristeći ovu metodu, 
podaci se prvo preoblikuju, zatim skaliraju, i konačno vraćaju u originalni oblik, 
omogućavajući pravilno skaliranje višedimenzionalnih podataka bez gubitka informacija. 

5.2.2. Rezultati eksperimenta 

Rezultati su dati u Tabeli 5.6. Iako je srednja kvadratna greška mala, ne predstavlja 
poboljšanje u odnosu na rezultate inicijalnog eksperimenta opisanog u poglavlju 5.1. Ipak, 
ostvareno je poboljšanje u odnosu na rezultat dobijen pomoću CNN-a. Pretpostavka je da su 
periodi različitih ciklusa dosta različiti što se može agregacijom izuzeti pri čemu se onda može 
doći do boljeg učenja i predikcije. 

Tabela 5.6. Rezultati efekta vremenske informacije na predikciju 

Trajanje 
treniranja 

Trajanje 
predikcije MSE R2 

Najbolji grid parametri 
batch_size epochs activation dense_units filters kernel_size optimizer with_std 

4293 0.828 0.023 0.611 128 50 Relu 20 128 [3,3] rmsprop true 

Takođe NASA skup podataka nema puno podataka, što može biti jedan od razloga zašto 
ovaj eksperiment ne donosi veliko poboljšanje, s obzirom da neuronske mreže rade mnogo 
bolje kad imaju mnogo podataka, a ovo nije bio slučaj. 

5.3. Primjena regresije sa Toyota skupom podataka 

U ovom eksperimentu, glavni cilj bio je prikazati performanse algoritama mašinskog 
učenja koristeći Toyota skup podataka i SOH metriku. Detalji vezani za učitavanje, obradu i 
pretprocesiranje skupa podataka opisani su u poglavlju 4.2. Za algoritme koji su ostvarili 
najbolje performanse u eksperimentu 5.1 sprovedena je grid pretraga parametara. Ti algoritmi 
su XGBoost i CatBoost, kao predstavnici tradicionalnih algoritama mašinskog učenja, te MLP 
i CNN, kao predstavnici algoritama dubokog učenja (neuronskih mreža).  

Format podataka koji je korišten u grid pretrazi prikazan je na Slici 5.6. Podaci 
prikazani na Slici 4.3, a koji nisu prisutni na Slici 5.6, uklonjeni su zbog toga što su sadržavali 
NaN vrijednosti. 
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Slika 5.6. Pripremljen dataframe sa podacima (transponovan dataframe) 

Kao što je navedeno u poglavlju 5, svi eksperimenti sa regresijom su sprovedeni dva 
puta: prvi put sa cijelim skupom podataka, a drugi put koristeći 30% skupa podataka. 

U Tabeli 5.7 prikazani su rezultati eksperimenta. CatBoost je ostvario najbolje rezultate, 
sa izuzetno niskom srednjom kvadratnom greškom od 8.4 × 10⁻⁷ i visokom R² metrikom od 
0.9995. Na 30% skupa podataka, CatBoost je takođe nadmašio ostale algoritme, iako je greška 
bila nešto veća u odnosu na inicijalno mjerenje. Konvoluciona neuronska mreža je pokazala 
izvrsne rezultate, slično kao i XGBoost, dok je potpuno povezana neuronska mreža imala nešto 
slabije performanse. Upoređujući rezultate na manjem skupu podataka s rezultatima na cijelom 
skupu, uočava se da neuronske mreže zahtijevaju veći obim podataka kako bi nadmašile 
klasične algoritme mašinskog učenja. U ovom slučaju, XGBoost je preuzeo prednost nad 
konvolucionom neuronskom mrežom kada se koristi manji skup podataka za obučavanje 
modela. 

Što se tiče trajanja grid pretrage, CatBoost je značajno zahtijevao više vremena u 
poređenju s ostalim algoritmima. Grid pretraga za CatBoost trajala je 210 234 sekunde, što je 
ekvivalentno nešto više od 2 dana i 10 sati, što predstavlja izuzetno dug period. S druge strane, 
pretraga optimalnih hiperparametara za konvolucionu neuronsku mrežu trajala je nešto manje 
od 14 sati, za XGBoost algoritam nešto manje od 5 sati, dok je za potpuno povezanu mrežu 
trajala oko 4,5 sata. 

Tabela 5.7. Rezultati regresije nad cijelim Toyota skupom podataka 

Rang Algoritam 

Trajanje grid 
pretrage10 Trajanje predikcije MSE R2 

100% 100% 30% 100% 30% 100% 30% 

1. CatBoost 210234 0.0095 0.0106 8.4e-07 1.75e-06 0.9995 0.9990 

2. CNN 50052 0.3952 0.3111 9.3e-07 2.12e-05 0.9994 0.9875 

3. XGBoost 18223 0.0079 0.0093 9.7e-07 5.09e-06 0.9994 0.9870 

 
10 Grid pretraga nije izvršavana za 30% skupa podataka; umjesto toga, direktno su korišteni hiperparametri 

prethodno optimizovani tokom grid pretrage na cijelom skupu podataka, kako bi se uštedjelo vrijeme. 
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4. MLP 16301 0.4110 0.3099 1.78e-06 5.5e-06 0.9989 0.9967 

U Tabelama 5.8, 5.9, 5.10 i 5.11 prikazane su oblasti pretraživanja sa vrijednostima 
optimalnih hiperparametara za grid pretrage za sve prethodno navedene algoritme iz Tabele 
5.7. 

Tabela 5.8. Prostor pretraživanja i optimalne vrijednosti parametara CatBoost modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] false 
catboost__depth [4, 5, 6] 4 

catboost__learning_rate [0.01, 0.1, 0.2] 0.2 
catboost__l2_leaf_reg [0.1, 0.2, 0.3] 0.2 

catboost__min_child_weight [100, 200, 300] 100 
catboost__subsample [0.5, 0.75, 1] 0.5 

catboost__colsample_bylevel [0.5, 0.75, 1] 0.75 
catboost__loss_function ["RMSE", "MAE", "Quantile:alpha=0.5"] “RMSE” 

catboost__bootstrap_type ["Bayesian", "Bernoulli", "MVS"] "MVS" 

Tabela 5.9. Prostor pretraživanja i optimalne vrijednosti parametara CNN modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] false 

cnn-nn__model__filters [32, 64, 128] 128 
cnn-nn__model__kernel_size [2, 3, 5] 3 
cnn-nn__model__dense_units [10, 20, 50] 10 
cnn-nn__model__activation ["relu", "tanh", "sigmoid"] "tanh" 
mlp-nn__model__optimizer ["rmsprop", "adam"] "adam" 

Tabela 5.10. Prostor pretraživanja i optimalne vrijednosti parametara XGBoost modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] true 

xgboost__n_estimators [50, 100, 300] 100 
xgboost__max_depth [4, 5, 6] 4 

xgboost__learning_rate [0.01, 0.1, 0.2] 0.1 
xgboost__min_child_weight [1, 2, 3] 1 

xgboost__gamma [0, 0.1, 0.2, 0.3] 0 
xgboost__subsample [0.5, 0.75, 1] 1 

xgboost__colsample_bytree [0.5, 0.75, 1] 1 
xgboost__reg_alpha [0, 0.1, 0.5] 0.1 

xgboost__reg_lambda [0, 0.1, 0.5] 0.5 

Tabela 5.11. Prostor pretraživanja i optimalne vrijednosti parametara MLP modela 

 Oblast pretraživanja Optimalni hiper parametri 
scaller__with_std [true, false] true 

mlp-nn__model__neurons_layer_1 [32, 64, 128] 128 
mlp-nn__model__neurons_layer_2 [16, 32, 64] 16 

mlp-nn__model__activation ["relu", "tanh", "sigmoid"] "sigmoid" 
mlp-nn__model__optimizer ["rmsprop", "adam"] “adam” 
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Na Slikama 5.4 i 5.5 su prikazane arhitekture potpuno povezane i konvolucione 
neuronske mreže koje su se takođe koristile i u ovom eksperimentu. 

5.4. Primjena klasifikacije sa Toyota skupom podataka 

Predikcija zdravlja baterije korištenjem RUL metrike i regresije ne daje dobre rezultate, 
jer je veoma teško da algoritam precizno odredi RUL vrijednost. Glavni razlog za to je što su 
promjene u svakom redu trening skupa minimalne, dok su promjene u vrijednostima RUL 
metrike daleko veće (cjelobrojne). Pretpostavka je bila da bi grupisanje tih RUL vrijednosti u 
kategorije moglo pozitivno uticati na predikciju zdravlja baterije. Kada se ciljne promjenljive 
grupišu, umjesto regresije koristi se klasifikacija. 

Tokom eksperimenta uočen je problem s velikim brojem odstupajućih vrijednosti u 
podacima, pa je bilo neophodno izvršiti njihovu normalizaciju. U ovom postupku se obrađuje 
kolona koja sadrži vrijednosti kapaciteta pražnjenja baterije s ciljem identifikacije i zamjene 
odstupajućih vrijednosti. Prvo se podaci konvertuju u numerički format, a zatim se za svaku 
vrijednost računa pokretna medijana koja uzima u obzir trenutnu i prethodne dvije vrijednosti. 
Razlika između pokretne medijane i stvarne vrijednosti koristi se za prepoznavanje odstupanja. 
Ako odstupanje prelazi određeni prag, stvarna vrijednost se zamjenjuje pokretnom medijanom 
(prozora veličine 3), što pomaže u normalizaciji podataka i smanjenju uticaja ekstremnih 
vrijednosti što je posebno efikasno kod vremenskih serija i drugih kontinuiranih podataka, gdje 
su nagla odstupanja često rezultat grešaka ili vanrednih događaja. 

Nakon normalizacije kapaciteta pražnjenja, važno je izračunati metriku preostalog 
vijeka trajanja (RUL) baterija, koja pruža uvid u to koliko ciklusa pražnjenja baterija može 
izdržati prije nego što postane neupotrebljiva. Proces započinje određivanjem praga kapaciteta 
ispod kojeg se smatra da je baterija značajno degradirana. U ovoj analizi, prag je postavljen na 
80%, jer većina baterija u skupu podataka pokazuje da su u dobrom stanju. Ovaj prag 
omogućava precizno praćenje trenutka kada baterija počinje gubiti svoj kapacitet na upotrebljiv 
način, identifikujući samo one baterije koje pokazuju prve znakove degradacije. Za svaku 
bateriju se prati ciklus pražnjenja, te se određuje prvi trenutak kada kapacitet padne ispod ovog 
definisanog praga. Na osnovu ove informacije, izračunava se koliko još ciklusa baterija može 
izdržati prije nego što njen vijek trajanja završi, omogućavajući preciznije predviđanje zamjene 
baterija. 

Podaci o baterijama se organizuju prema jedinstvenim identifikatorima, što omogućava 
detaljno praćenje stanja svake pojedinačne baterije. Ovakva organizacija podataka omogućava 
da se za svaku bateriju identifikuje tačka u kojoj je njen kapacitet počeo značajno opadati, 
pružajući ključne informacije o njenoj dugovječnosti. Kontinualnim praćenjem performansi 
baterija, moguće je identificirati znakove degradacije u ranoj fazi i predvidjeti trenutak kada će 
biti potrebna zamjena. Ovaj pristup ne samo da optimizuje performanse i pouzdanost sistema, 
već također omogućava pravovremeno planiranje zamjene baterija, čime se smanjuju rizici i 
održavaju optimalni uslovi rada. 

Da bi se izvršila klasifikacija, potrebno je uvesti kategorije kao ciljne promjenljive. 
Odabrani opsezi RUL kategorija prikazani su u Tabeli 5.12. Pragovi su odabrani na osnovu 
analize izračunatih RUL vrijednosti i njihovih raspodjela. 
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Tabela 5.12. Odabrani opsezi RUL kategorija u klasifikaciji 

Opseg RUL vrijednosti Klasifikaciona kategorija Opis 

0 expired Baterija je potpuno degradirana i 
više se ne može koristiti. 

1-100 short_lifespan 
Baterija ima vrlo malo preostalih 
ciklusa i uskoro će biti potrebna 

zamjena. 

101-300 medium_lifespan 
Baterija ima umjeren broj preostalih 
ciklusa, još uvijek funkcionalna, ali 

se bliži kraju svog vijeka. 

301-500 long_lifespan 
Baterija je u dobrom stanju s mnogo 

preostalih ciklusa, pouzdana za 
korištenje još neko vrijeme. 

501 i više very_long_lifespan 
Baterija je u izvrsnom stanju s vrlo 
dugim preostalim vijekom trajanja, 

minimalni znakovi degradacije. 

U Tabeli 5.13 prikazani su rezultati eksperimenta. Analiza rezultata klasifikacije na 
Toyota skupu podataka otkrila je nekoliko ključnih zaključaka. CatBoost algoritam se istakao 
sa najvišom tačnošću od 0.8554 i najvišim F1 rezultatom od 0.7229 kada su korišteni svi ciklusi 
podataka, što ga čini najpouzdanijim izborom za preciznu klasifikaciju u ovom kontekstu. 
Takođe, CatBoost je pokazao najkraće vrijeme predikcije od 0.0098 sekundi za 50 ciklusa, što 
ga čini vrlo efikasnim za brze analize, uprkos najdužem trajanju grid pretrage. 

XGBoost algoritam je ostvario vrlo visoku tačnost od 0.8495 i F1 rezultatom od 0.7228 
za sve cikluse, što je vrlo blizu performansama CatBoost-a. XGBoost se takođe izdvojio kao 
najbrži u pogledu trajanja predikcije za sve cikluse, sa vremenom od 0.0271 sekundi, što ga 
čini efikasnim izborom u situacijama kada su resursi ograničeni. 

CNN algoritam se posebno istakao po najvišoj tačnosti za prvih 50 ciklusa, sa tačnošću 
od 0.8171, ali ima znatno duže vrijeme predikcije, što može biti ograničavajuće za aplikacije 
koje zahtijevaju brzu obradu podataka. Njegova tačnost za sve cikluse iznosi 0.8485, što je vrlo 
konkurentno, ali produženo vrijeme predikcije ostaje izazov. 

MLP algoritam pokazuje solidne performanse sa tačnošću od 0.8369 za sve cikluse i 
0.7964 za 50 ciklusa, kao i F1 rezultatom od 0.7064 za sve cikluse, ali nije se istakao kao 
najbolji u bilo kojoj specifičnoj kategoriji. Njegovo duže vrijeme predikcije može biti faktor 
koji ga čini manje atraktivnim u poređenju sa CatBoost-om i XGBoost-om. 

Slučajna šuma i SVM algoritmi, iako najbrži u pogledu trajanja grid pretrage, pokazuju 
niže vrijednosti tačnosti i F1 vrijednosti. Slučajna šuma postiže tačnost od 0.8346 i F1 
vrijednost od 0.6473, dok SVM ima najnižu tačnost od 0.8140 i F1 vrijednost od 0.3991 za sve 
cikluse. 

Iako postoje relativne razlike među algoritmima, svi prikazani algoritmi daju solidne 
rezultate u kontekstu ove studije. Sveukupno, CatBoost se izdvaja kao najefikasniji algoritam 
za rad sa cjelokupnim skupom podataka zbog svoje visoke tačnosti i F1 vrijednosti, dok se 
CNN pokazuje najboljim za manji broj ciklusa. XGBoost pruža odličan balans između 
performansi i efikasnosti, sa najboljim vremenom predikcije za sve cikluse. MLP, slučajna 
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šuma i SVM nude kompromis između vremena pretrage i tačnosti, ali nisu najbolji izbor za 
postizanje maksimalnih performansi.  

Ovi rezultati omogućavaju donošenje informisanih odluka pri izboru algoritama za 
različite scenarije i aplikacije, uzimajući u obzir balans između tačnosti, vremena predikcije i 
trajanja grid pretrage. 

Tabela 5.13. Rezultati klasifikacije nad Toyota skupom podataka 

Rang Algoritam 
Trajanje grid pretrage Trajanje predikcije Tačnost F1 

Svi ciklusi 50 ciklusa Svi ciklusi 50 ciklusa Svi ciklusi 50 ciklusa Svi ciklusi 50 
ciklusa 

1. CatBoost 287580 77756 0.0365 0.0098 0.8554 0.7857 0.7229 0.4676 

3. XGBoost 120668 17646 0.0271 0.0962 0.8495 0.7685 0.7228 0.4371 

2. CNN 7182 862 0.3956 0.1876 0.8485 0.8171 0.7091 0.4584 

4. MLP 2906 460 0.4136 0.2995 0.8369 0.7964 0.7064 0.4464 

5. Slučajna 
šuma11 248  0.0326  0.8346  0.6473  

6. SVM12 207  43.6411  0.8140  0.3991  

Matrice konfuzije su alat za evaluaciju performansi klasifikacionih algoritama. Detaljno 
su opisane u poglavlju 3.2.1. U Tabeli 5.14 prikazane su matrice konfuzije algoritama nad 
testnim skupom, grupisane po kategorijama, odnosno po životnom vijeku baterije izvedenom 
iz RUL metrike. Ove matrice konfuzije koriste binarne klasifikacije za svaku klasu 
pojedinačno. Obično se naziva one-vs-rest matrica konfuzije. U ovom pristupu, svaki 
klasifikator binarno razlikuje jednu klasu od svih ostalih, a zatim se rezultati kombinuju da bi 
se dobila ukupna slika performansi modela u višeklasnom problemu. 

CatBoost algoritam pokazuje izuzetne rezultate u većini kategorija, posebno u 
klasifikaciji baterija sa srednjim, dugim i vrlo dugim vijekom trajanja, gdje postiže visoku 
tačnost. Njegova sposobnost da pravilno klasifikuje baterije kao "expired" i "short lifespan" 
takođe je visoka, sa samo nekoliko pogrešnih klasifikacija u ovim kategorijama. Na primjer, 
CatBoost je ispravno klasifikovao 4503 primjera (17.1%) kao "expired", dok je 1273 primjera 
(4.8%) pogrešno klasifikovano. Procenti su izračunati kao odnos broja ispravno ili pogrešno 
klasifikovanih primjera prema ukupnom broju primjera u tabeli, pomnožen sa 100. Na primjer, 
preciznost klase “expired” izračunata je kao BECb

BECb1!!CC1%!cb1%G%E!
× 100 , što daje približno 

17.1%. 

XGBoost algoritam pokazuje slične performanse kao CatBoost, ali sa nešto višim 
brojem pogrešnih klasifikacija u kategorijama "expired" i "short lifespan". Njegova ukupna 
tačnost u klasifikaciji baterija sa dugim i vrlo dugim vijekom trajanja je takođe visoka, ali malo 

 
11 Eksperimenti sa 50 ciklusa za slučajnu šumu su preskočeni, jer u prethodnim eksperimentima nisu dali 

bolje rezultate od drugih algoritama, čak ni u ovom sa korištenjem svih ciklusa. 
12 Eksperimenti sa 50 ciklusa za SVM su preskočeni, jer u prethodnim eksperimentima nisu dali bolje 

rezultate od drugih algoritama, čak ni u ovom sa korištenjem svih ciklusa. 
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slabija u poređenju sa CatBoost-om. Na primjer, XGBoost je ispravno klasifikovao 4833 
primjera (18.3%) kao "expired", ali je 1607 primjera (6.1%) pogrešno klasifikovano. 

Tabela 5.14. Matrice konfuzija svih algoritama po kategorijama 

 expired short_lifespan medium_lifespan long_lifespan very_long_lifespan 

CatBoost 4503 2200 23784 262 23625 303 24988 40 23834 973 
1273 18152 842 1240 652 1548 278 822 733 588 

XGBoost 4833 1870 23701 345 23510 418 24982 46 23555 1252 
1607 17818 722 1360 648 1552 210 890 744 577 

CNN 4999 1704 24856 172 23434 494 23531 515 23734 1073 
1659 17766 271 829 701 1499 618 1464 709 612 

MLP 4914 1789 24963 65 23462 466 23402 644 23511 1296 
1987 17438 198 902 696 1504 549 1533 830 491 

Slučajna 
šuma 

3653 3050 23826 220 23743 185 25008 20 23961 846 
1001 18424 966 1116 866 1334 456 644 1032 289 

SVM 3395 3308 23671 375 22752 1176 25028 0 24807 0 
370 19055 1268 814 800 1400 1100 0 1321 0 

CNN algoritam se ističe u klasifikaciji baterija sa srednjim vijekom trajanja, postižući 
najviši broj tačnih klasifikacija u ovoj kategoriji. Međutim, ima nešto više pogrešnih 
klasifikacija u kategorijama "expired" i "short lifespan", što može ukazivati na potrebu za 
daljom optimizacijom u ovim oblastima. CNN je ispravno klasifikovao 4999 primjera (19.0%) 
kao "expired", ali je pogrešno klasifikovao 1659 primjera (6.3%). 

MLP algoritam pokazuje solidne performanse u svim kategorijama, ali nije najbolji u 
nijednoj specifičnoj kategoriji. Njegove pogrešne klasifikacije su ravnomerno raspoređene, što 
sugeriše da može biti pouzdan, ali ne i optimalan izbor. Na primjer, MLP je ispravno 
klasifikovao 4914 primjera (18.6%) kao "expired", ali je pogrešno klasifikovao 1987 primjera 
(7.5%). 

Algoritam slučajne šume ima najviše pogrešnih klasifikacija u kategoriji "short 
lifespan", ali pokazuje dobre performanse u klasifikaciji baterija sa vrlo dugim vijekom 
trajanja. Njegova ukupna tačnost je niža u poređenju sa naprednijim algoritmima kao što su 
CatBoost i XGBoost. Na primjer, slučajna šuma je ispravno klasifikovala 3653 primjera 
(13.8%) kao "expired", ali je pogrešno klasifikovala 1001 primjer (3.8%). 

SVM algoritam pokazuje najlošije performanse u poređenju sa ostalim algoritmima, 
posebno u kategorijama "expired" i "short lifespan", gdje ima najviše pogrešnih klasifikacija. 
Njegova sposobnost da pravilno klasifikuje baterije sa dugim i vrlo dugim vijekom trajanja 
takođe je ograničena. Na primjer, SVM je ispravno klasifikovao 3395 primjera (12.8%) kao 
"expired", ali je pogrešno klasifikovao 370 primjera (1.4%). 

Iako postoje relativne razlike među algoritmima, svi prikazani algoritmi daju solidne 
rezultate u kontekstu ove studije. CatBoost se izdvaja kao najefikasniji algoritam za rad sa 
cjelokupnim skupom podataka zbog svoje visoke tačnosti u većini kategorija, dok XGBoost 
pruža odličan balans između performansi i efikasnosti. CNN je najbolji za klasifikaciju baterija 
sa srednjim vijekom trajanja, ali zahtijeva optimizaciju za druge kategorije. MLP, Slučajna 
šuma i SVM nude solidne performanse, ali nisu najbolji izbor za postizanje maksimalnih 
rezultata. Ovi rezultati omogućavaju donošenje informisanih odluka pri izboru algoritama za 
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različite scenarije i aplikacije, uzimajući u obzir balans između tačnosti i specifičnosti za 
različite kategorije životnog vijeka baterija. 

Tabela 5.15. Prostor pretraživanja i optimalne vrijednosti parametara CatBoost klasifikatora 

 Prostor pretraživanja Optimalni hiperparametri 
Svi ciklusi 50 ciklusa 

scaller__with_std [true, false] true 
catboost__depth [4, 5, 6] 4 6 

catboost__learning_rate [0.01, 0.1, 0.2] 0.01 
catboost__l2_leaf_reg [0.1, 0.2, 0.3] 0.1 0.3 

catboost__min_child_weight [100, 200, 300] 100 
catboost__subsample [0.5, 0.75, 1] 0.5 

catboost__colsample_bylevel [0.5, 0.75, 1] 0.75 

catboost__loss_function ["Logloss", "MultiClass", 
"Accuracy"] “MultiClass” 

catboost__eval_metric ["Logloss", "MultiClass", 
"Accuracy", "AUC"] “MultiClass” 

catboost__bootstrap_type ["Bayesian", "Bernoulli", 
"MVS"] "MVS" "Bernoulli" 

U Tabeli 5.15, optimalni hiperparametri za CatBoost klasifikator donose najbolje 
rezultate, jer omogućavaju modelu da postigne ravnotežu između preciznosti i sprečavanja 
preprilagođenja. Na primjer, standardizacija podataka pomaže u normalizaciji ulaza, što 
poboljšava performanse modela, dok manja stopa učenja (0.01) osigurava stabilnije i detaljnije 
učenje. 

Na Slici 5.7. je prikazana multiclass matrica konfuzija za CatBoost model. Sveukupna 
matrica konfuzije bez binarne klasifikacije se naziva multiclass matrica konfuzije ili matrica 
konfuzije za višeklasnu klasifikaciju. Ova matrica direktno prikazuje performanse modela u 
višeklasnom problemu, prikazujući koliko često su instance svake klase tačno klasifikovane i 
koliko su puta pogrešno klasifikovane kao druge klase.  

CatBoost model se dobro snalazi u identifikaciji “expired” instanci, ali ima značajne 
poteškoće sa razlikovanjem između različitih trajanja životnog vijeka, posebno za 
“short_lifespan”, “long_lifespan”, i “very_long_lifespan ”. Ovo sugeriše da su karakteristike 
ovih kategorija možda slične ili nedovoljno razlikovane unutar podataka, što dovodi do 
konfuzije pri klasifikaciji. Dodatna optimizacija modela ili korištenje više informativnih 
značajki može pomoći u boljoj diskriminaciji između ovih kategorija.  

Različiti hiperparametri za sve cikluse i za 50 ciklusa ukazuju na potrebu za 
prilagođavanjem modela u zavisnosti od veličine skupa podataka. Dublje drvo (dubina 6) i veća 
regularizacija (0.3) za manji skup podataka (50 ciklusa) pomažu u boljoj generalizaciji i 
smanjenju preprilagođenja, dok za veći skup podataka (svi ciklusi) pliće drvo (dubina 4) i 
manja regularizacija (0.1) omogućavaju modelu da se efikasno prilagodi većem broju uzoraka. 
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Slika 5.7. Multiclass matrica konfuzija za CatBoost model 

Tabela 5.16 prikazuje kako optimalni hiperparametri za CNN klasifikator variraju u 
zavisnosti od korištenja svih ciklusa podataka ili samo prvih 50 ciklusa, što je rezultat različite 
kompleksnosti i količine informacija koje ovi skupovi podataka sadrže. Kada se koriste svi 
ciklusi, optimalni broj jedinica u potpuno povezanim slojevima (eng. dense units) iznosi 10, 
što je dovoljno za efikasnu obradu velikog broja uzoraka. Međutim, za manji skup podataka od 
50 ciklusa, potrebno je 20 jedinica, što omogućava modelu da bolje obuhvati kompleksnost 
manjih uzoraka. Standardizacija podataka (scaler_with_std postavljen na true) pomaže u 
poboljšanju performansi modela u oba scenarija. Funkcija aktivacije softmax i funkcija gubitka 
categorical_crossentropy su optimalne za oba skupa podataka, omogućavajući preciznu 
klasifikaciju u multi-klasnim problemima. Različiti optimizatori (adam za sve cikluse i 
rmsprop za 50 ciklusa) reflektuju različite potrebe modela u pogledu konvergencije i stabilnosti 
učenja za različite veličine skupa podataka. 

Tabela 5.16. Prostor pretraživanja i optimalne vrijednosti parametara CNN klasifikatora 

 Prostor pretraživanja 
Optimalni hiperparametri 

Svi ciklusi 50 ciklusa 

scaller__with_std [true, false] true 

cnn-nn__model__dense_units [10, 20, 30] 10 20 

cnn-nn__model__activation ["softmax"] "softmax" 

cnn-nn__model__loss ["categorical_crossentropy"] "categorical_crossentropy" 

mlp-nn__model__optimizer ["rmsprop", "adam"] "adam" "rmsprop" 

Tabela 5.17 prikazuje kako optimalni hiperparametri za XGBoost variraju u zavisnosti 
od korištenja svih ciklusa podataka ili samo prvih 50 ciklusa, odražavajući različite potrebe 
modela u pogledu obrade kompleksnosti i regularizacije. Kada se koriste svi ciklusi, manji broj 
stabala (50) i niža stopa učenja (0.1) omogućavaju stabilno učenje i spriječavanje overfitting-
a, dok veća vrijednost za gamma (0.3) i subsample (1) pomažu u regularizaciji zbog veće 
količine podataka. Nasuprot tome, za manji skup podataka od 50 ciklusa, veći broj stabala 
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(300) i viša stopa učenja (0.2) ubrzavaju konvergenciju, dok niža vrijednost za gamma (0) i 
subsample (0.75) smanjuju overfitting. Ove razlike omogućavaju modelu da se optimalno 
prilagodi različitim veličinama skupa podataka. 

Tabela 5.17. Prostor pretraživanja i optimalne vrijednosti parametara XGBoost klasifikatora 

 Prostor pretraživanja 
Optimalni hiperparametri 

Svi ciklusi 50 ciklusa 

scaller__with_std [true, false] true 

xgboost__n_estimators [50, 100, 300] 50 300 

xgboost__max_depth [4, 5, 6] 4 

xgboost__learning_rate [0.01, 0.1, 0.2] 0.1 0.2 

xgboost__min_child_weight [1, 2, 3] 2 1 

xgboost__gamma [0, 0.1, 0.2, 0.3] 0.3 0 

xgboost__subsample [0.5, 0.75, 1] 1 0.75 

xgboost__colsample_bytree [0.5, 0.75, 1] 1 0.5 

xgboost__reg_alpha [0, 0.1, 0.5] 0.5 0.1 

xgboost__reg_lambda [0, 0.1, 0.5] 0.5 

 

U Tabeli 5.18 su prikazani prostori pretraživanja i optimalne vrijednosti 
hiperparametara za MLP klasifikator. 

Tabela 5.18. Prostor pretraživanja i optimalne vrijednosti parametara MLP klasifikatora 

 Oblast pretraživanja 
Optimalni hiperparametri 

Svi ciklusi 50 ciklusa 

scaller__with_std [true, false] true 
mlp-nn__model__neurons_layer_1 [20, 30, 40] 40 
mlp-nn__model__neurons_layer_2 [10, 20, 30] 30 

cnn-nn__model__loss ["categorical_crossentropy"] "categorical_crossentropy" 

mlp-nn__model__activation ["softmax"] “softmax“ 

mlp-nn__model__optimizer ["rmsprop", "adam"] “adam” 

Optimalni hiperparametri za CatBoost klasifikator daju najbolje rezultate jer 
omogućavaju modelu da postigne balans između preciznosti i sprečavanja preprilagođavanja. 
Standardizacija podataka pomaže u normalizaciji ulaza, što poboljšava performanse modela, 
dok manja stopa učenja (0.01) osigurava stabilnije i detaljnije učenje. 

Različiti hiperparametri za sve cikluse i za 50 ciklusa ukazuju na potrebu za 
prilagođavanjem modela veličini skupa podataka. Dublje drvo (dubina 6) i veća regularizacija 
(0.3) za manji skup podataka (50 ciklusa) pomažu u boljoj generalizaciji i smanjenju 
overfitting-a, dok za veći skup podataka (svi ciklusi) pliće drvo (dubina 4) i manja 
regularizacija (0.1) omogućavaju modelu da se efikasno prilagodi većem broju uzoraka. 

Optimalni hiperparametri za CNN klasifikator variraju između korišćenja svih ciklusa 
podataka i samo prvih 50 ciklusa zbog različite kompleksnosti i količine informacija koje ovi 
skupovi podataka nose. Kada se koriste svi ciklusi, optimalni broj jedinica u potpuno 
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povezanim slojevima (eng. dense units) je 10, što je dovoljno za efikasnu obradu velikog broja 
uzoraka. Za manji skup podataka od 50 ciklusa, potrebno je 20 jedinica, što omogućava modelu 
da bolje obuhvati kompleksnost manjih uzoraka. Standardizacija podataka (scaler_with_std 
postavljen na istinitu vrijednost) pomaže u poboljšanju performansi modela u oba scenarija. 
Funkcija aktivacije softmax i funkcija gubitka categorical_crossentropy su optimalne za oba 
skupa podataka, jer omogućavaju preciznu klasifikaciju u multi-klasnim problemima. Različiti 
optimizatori adam za sve cikluse i rmsprop za 50 ciklusa) reflektuju različite potrebe modela 
u pogledu konvergencije i stabilnosti učenja za različite veličine skupa podataka. 

Optimalni hiperparametri za MLP klasifikator ostaju isti za sve cikluse i za 50 ciklusa. 
Standardizacija podataka (scaler_with_std postavljen na istinitu vrijednost), broj neurona u 
prvom (40) i drugom sloju (30), funkcija gubitka (categorical_crossentropy), aktivacija 
(softmax) i optimizator (adam) ostaju konstantni u oba scenarija. 

5.5. Primjena prenosnog učenja za klasifikaciju 
korištenjem regresionog modela 

Motivacija za ovaj eksperiment bila je ispitati mogućnost korištenja regresivnog modela 
koji radi sa SOH metrikom u kombinaciji sa prenosnim učenjem kako bi se klasifikacijom 
dobila RUL metrika. U ovom eksperimentu dodat je dodatni dense sloj, koji služi kao most 
između regresivnih slojeva i završnog sloja koji se koristi za klasifikaciju. Ovaj dense sloj je 
uveden kako bi poboljšao prenos informacija između različitih dijelova modela, 
omogućavajući bolju integraciju i prilagođavanje modela specifičnostima klasifikacijskog 
zadatka. Takođe, ovaj sloj omogućava fino podešavanje modela, što je ključno kada se koristi 
prenosno učenje, jer pomaže u efikasnijem korištenju prethodno stečenog znanja zajedno sa 
novim podacima i ciljevima. Na taj način se postiže preciznija predikcija i bolje prilagođavanje 
modela za klasifikaciju RUL-a. 

Tabela 5.19 prikazuje rezultate klasifikacije nad Toyota skupom podataka korištenjem 
prenosnog učenja za CNN i MLP algoritme. CNN algoritam pokazuje bolje performanse u 
poređenju sa MLP-om u gotovo svim aspektima. CNN je ostvario višu tačnost i F1 vrijednost 
za sve cikluse (0.8306 i 0.6556, respektivno) u poređenju sa MLP-om (0.8152 i 0.6053). Za 
manji skup podataka od 50 ciklusa, CNN je takođe bio bolji, sa tačnošću od 0.8078 i F1 
vrijednosti od 0.4549, dok je MLP ostvario tačnost od 0.6335 i F1 vrijednost od 0.2707. 

Trajanje grid pretrage za CNN bilo je nešto kraće u oba scenarija, dok je trajanje 
predikcije za oba algoritma bilo vrlo slično, s tim da je CNN blago bolji. Ovi rezultati ukazuju 
na to da je CNN bolji izbor za klasifikaciju nad Toyota skupom podataka kada se koristi 
prenosno učenje, pružajući konzistentno bolje performanse u pogledu tačnosti i F1 vrijednosti. 
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Tabela 5.19. Rezultati klasifikacije nad Toyota skupom podataka korištenjem prenosnog učenja 

Rang Algoritam 
Trajanje grid pretrage Trajanje predikcije Tačnost F1 

Svi ciklusi 50 ciklusa Svi ciklusi 50 ciklusa Svi ciklusi 50 ciklusa Svi ciklusi 50 
ciklusa 

1. CNN 14113 926 0.4109 0.1322 0.8306 0.8078 0.6556 0.4549 

2. MLP 13852 875 0.4056 0.1267 0.8152 0.6335 0.6053 0.2707 

 

Tabela 5.20 prikazuje matrice konfuzije za CNN i MLP algoritme korišćene na Toyota 
skupu podataka sa prenosnim učenjem, grupisane po kategorijama životnog vijeka baterije.  

Tabela 5.20. Matrice konfuzija svih algoritama po kategorijama - prenosno učenje 

 expired short_lifespan medium_lifespan long_lifespan very_long_lifespan 
CNN 
(svi) 

4121 2582 24666 362 23456 472 23739 307 24106 701 
1488 17937 267 833 491 1709 1494 588 684 637 

MLP 
(svi) 

4767 1936 24741 287 23378 550 22772 1274 24028 779 
1817 17608 362 738 480 1720 1076 1006 1091 230 

CNN 
(50) 

399 151 1400 0 1400 0 1043 20 1089 98 
114 736 0 0 0 0 62 275 93 120 

MLP 
(50) 

550 0 1400 0 1400 0 550 513 1187 0 
300 550 0 0 0 0 0 337 213 0 

CNN algoritam koji koristi sve cikluse podataka pokazuje visoku tačnost u većini 
kategorija. U kategoriji "expired" ispravno klasifikuje 73.5% primjera, dok u kategoriji "short 
lifespan" klasifikuje 86.5%. U kategorijama "medium", "long", i "very long lifespan", tačnost 
je takođe visoka, sa 92.5%, 88.5%, i 91.0% ispravnih klasifikacija, respektivno. 

MLP algoritam koji koristi sve cikluse pokazuje solidne performanse, ali sa nižom 
tačnošću u poređenju sa CNN-om. U kategoriji "expired" ispravno klasifikuje 66.8% primjera, 
dok u kategoriji "short lifespan" klasifikuje 81.2%. U kategorijama "medium", "long", i "very 
long lifespan", tačnost je nešto niža, sa 92.2%, 84.9%, i 91.3% ispravnih klasifikacija. 

Za CNN algoritam koji koristi samo 50 ciklusa, tačnost je visoka u većini kategorija 
uprkos smanjenom broju podataka. U kategoriji "expired" ispravno klasifikuje 77.8% primjera, 
dok u kategoriji "short lifespan" klasifikuje 86.6%. Međutim, tačnost opada u kategorijama sa 
dužim vijekom trajanja, što je očekivano zbog manje količine podataka. 

MLP algoritam koji koristi 50 ciklusa pokazuje slabije performanse u poređenju sa 
CNN-om za manji broj ciklusa. U kategoriji "expired" ispravno klasifikuje 64.6% primjera, 
dok u kategoriji "short lifespan" klasifikuje 0%. Performanse u kategorijama sa dužim vijekom 
trajanja su značajno niže, sa velikim brojem pogrešnih klasifikacija. 

Na Slici 5.8 je prikazana multiclass matrica konfuzija za CNN model. Model pokazuje 
dobru preciznost u prepoznavanju “very_long_lifespan” kategorije, ali ima značajne greške u 
klasifikaciji, naročito između “expired” i drugih kategorija. Dalja optimizacija modela ili 
obogaćivanje skupa podataka dodatnim obilježjima moglo bi poboljšati preciznost 
klasifikacije. 
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Slika 5.8. Multiclass matrica konfuzija za CNN model. 

U zaključku, CNN algoritam, bilo da koristi sve cikluse ili samo 50 ciklusa, pokazuje 
bolje ukupne performanse u klasifikaciji nad Toyota skupom podataka sa prenosnim učenjem. 
MLP algoritam, iako pruža solidne rezultate, ima veći broj pogrešnih klasifikacija i manje je 
pouzdan u poređenju sa CNN-om, posebno za manji broj ciklusa. 

U Tabeli 5.21 su prikazani prostori pretraživanja i optimalne vrijednosti parametara 
CNN klasifikatora za prenosno učenje. Optimalni hiperparametri za CNN klasifikator 
korištenjem prenosnog učenja variraju u zavisnosti od broja ciklusa podataka. Kada se koriste 
svi ciklusi, optimalni broj neurona u trećem sloju je 10, dok je za 50 ciklusa optimalan broj 30. 
Standardizacija podataka (scaler_with_std postavljena na istinitu vrijednost) pokazala se 
korisnom u oba scenarija. 

Aktivacija softmax i funkcija gubitka categorical_crossentropy su konzistentno 
optimalne za oba scenarija, omogućavajući tačnu klasifikaciju u multi-klasnim problemima. 
Različiti optimizatori reflektuju specifične potrebe modela: rmsprop je optimalan za sve 
cikluse, dok je adam bolji za 50 ciklusa. Ove razlike omogućavaju modelu da se optimalno 
prilagodi različitim veličinama skupa podataka, balansirajući između preciznosti i efikasnosti 
učenja. 

Tabela 5.21. Prostor pretraživanja i optimalne vrijednosti parametara CNN klasifikatora - prenosno učenje 

 
Prostor pretraživanja 

Optimalni hiperparametri 

Svi ciklusi 50 ciklusa 

scaller__with_std  [true, false]  true 
cnn-tl-

nn__model__neurons_layer_3 [10, 20, 30]  10 30 

cnn-tl-nn__model__activation  ["softmax"]  "softmax" 

cnn-tl-nn __model__loss ["categorical_crossentropy"] "categorical_crossentropy" 

cnn-tl-nn __model__optimizer  ["rmsprop", "adam"]  "rmsprop" "adam" 



 Eksperimentalni rezultati  

[ 61 / 78 ] 
 

Nakon CNN klasifikatora, optimalni hiperparametri za MLP klasifikator korišćenjem 
prenosnog učenja su prikazani u Tabeli 5.22. Takođe variraju u zavisnosti od broja ciklusa 
podataka. Kada se koriste svi ciklusi, optimalni broj neurona u trećem sloju je 30, dok je za 50 
ciklusa optimalan broj 10. Standardizacija podataka (scaler_with_std) je korisna kada se 
koriste svi ciklusi, ali se pokazala kao manje optimalna za 50 ciklusa.  

Tabela 5.22. Prostor pretraživanja i optimalne vrijednosti parametara MLP klasifikatora - prenosno učenje 

  
Oblast pretraživanja 

Optimalni hiperparametri 

Svi ciklusi 50 ciklusa 

scaller__with_std  [true, false]  true false 

mlp-tl-nn__model__neurons_layer_3 [10, 20, 30]  30 10 

mlp-tl-nn __model__loss ["categorical_crossentropy"] "categorical_crossentropy" 

mlp-tl-nn __model__activation  ["softmax"]  “softmax“ 

mlp-tl-nn __model__optimizer  ["rmsprop", "adam"]  "adam" "rmsprop" 

Aktivacija softmax i funkcija gubitka categorical_crossentropy ostaju konzistentno 
optimalne za oba scenarija, omogućavajući tačnu klasifikaciju u multi-klasnim problemima. 
Različiti optimizatori reflektuju specifične potrebe modela: adam je optimalan za sve cikluse, 
dok se rmsprop pokazao boljim za 50 ciklusa. Ove razlike omogućavaju MLP modelu da se 
optimalno prilagodi različitim veličinama skupa podataka, balansirajući između preciznosti i 
efikasnosti učenja. 

5.6. Efekat augmentacije podataka 

U posljednje vrijeme, augmentacija podataka postala je veoma popularna tehnika za 
poboljšanje performansi modela mašinskog učenja, posebno u oblastima kao što su obrada slika 
i zvuka. Augmentacija podataka podrazumijeva vještačko povećanje količine podataka kroz 
različite transformacije originalnih podataka, kao što su rotacije, skaliranje, preslikavanje i 
slično. Ove tehnike su se pokazale vrlo efikasnim u povećanju robusnosti i generalizacije 
modela, čineći ih otpornijim na različite varijacije u ulaznim podacima. 

U ovom eksperimentu istražen je efekat augmentacije podataka na predikciju zdravlja 
baterija. Korištena su dva tipa augmentacije: dodavanje Gausovog šuma i interpolacija 
podataka. Više detalja je dato u odjeljcima 5.6.1 i 5.6.2. Ove metode su primijenjene s ciljem 
poboljšanja preciznosti modela i njegove sposobnosti da generalizuje na različite setove 
podataka. 

Prostori pretraživanja i optimalne vrijednosti hiperparametara prikazani su u Tabeli 
5.23 i Tabeli 5.24. Kod Gausovog šuma, model zahtijeva veći broj estimatora 
(xgboost_n_estimators) i manju minimalnu težinu djeteta stabla (xgboost_min_child_weight). 
Ovo sugeriše da je modelu potreban veći kapacitet i fleksibilnost kako bi se nosio s dodatnim 
šumom u podacima. Standardizacija podataka (scaler_with_std) postaje ključna kod većeg 
procenta šuma, jer osigurava stabilnost modela. 

Kod interpolacije, optimalni hiperparametri pokazuju drugačiji obrazac. Kod 
interpolacije sa korištenjem 100% trening skupa, manji broj estimatora i veća vrijednost za 
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gamma su optimalni. Ovo ukazuje na potrebu za jačom kontrolom složenosti modela kako bi 
se spriječila prenaučenost. Kod interpolacije sa 30% trening skupa, veća minimalna težina 
djeteta i manji subsample su optimalni, što sugeriše potrebu za dodatnom regularizacijom i 
smanjenjem varijabilnosti modela. 

Sveukupno, optimalne vrijednosti hiperparametara variraju u zavisnosti od vrste i 
intenziteta augmentacije podataka. Kod Gausovog šuma, model zahtijeva veći kapacitet i 
standardizaciju za upravljanje šumom, dok kod interpolacije ključne postaju kontrola 
složenosti i regularizacija. Ove razlike naglašavaju važnost prilagođavanja hiperparametara 
specifičnim uslovima augmentacije kako bi se postigle optimalne performanse modela. 

Tabela 5.25 prikazuje optimalne vrijednosti parametara za CNN model u kontekstu 
različitih tehnika augmentacije podataka. U Tabeli 5.25 i Tabeli 5.26 su prikazane optimalne 
vrijednosti hiperparametara za MLP, XGBoost, CNN i CatBoost modele respektivno. Ove 
tabele prikazuju optimalne vrijednosti hiperparametara u zavisnosti od vrste augmentacije i 
veličine korištenog trening skupa (cijeli skup i 30% skupa). Procentualne vrijednosti se odnose 
na procenat nesintetičkog trening skupa, kojem je dodato još 30% sintetičkih podataka. 

Tabela 5.23. Prostor pretraživanja i optimalne vrijednosti parametara MLP modela (augmentacija podataka) 

 Oblast 
pretraživanja 

Optimalne vrijednosti parametara 

Gausov šum Interpolacija 

100% 30% 100% 30% 

scaller__with_std [true, false] true 
mlp-

nn__model__neurons_layer_1 [32, 64, 128] 128 32 

mlp-
nn__model__neurons_layer_2 [16, 32, 64] 16 32 

mlp-nn__model__activation ["relu", "tanh", 
"sigmoid"] "sigmoid" "tanh" 

mlp-nn__model__optimizer ["rmsprop", 
"adam"] “adam” "rmsprop" 

Tabela 5.23 prikazuje prostor pretraživanja i optimalne vrijednosti parametara MLP 
modela za različite tehnike augmentacije podataka: Gausov šum i interpolacija, pri različitim 
procentima dodavanja šuma i interpolacije (100% i 30%). 

Razlike između kombinacija parametara su značajne i mogu se objasniti 
karakteristikama svake tehnike augmentacije. U svim kombinacijama, standardizacija 
podataka (eng. scaling with standard deviation) je ključna za stabilnost i performanse MLP 
modela, pa je uvijek postavljena na istinitu vrijednost. 

Kod Gausovog šuma, model sa 100% trening skupa podataka koristi 128 neurona u 
prvom sloju i 16 neurona u drugom sloju. Ova konfiguracija pomaže modelu da se nosi sa 
dodatnim šumom, gdje prvi sloj obavlja većinu posla, dok drugi sloj služi za finiju obradu. 
Nasuprot tome, kod interpolacije podataka, optimalna konfiguracija za 100% interpolacije 
uključuje 32 neurona u oba sloja, što ukazuje na manje složenu strukturu podataka koja 
zahtijeva ujednačeniji broj neurona za efikasnu obradu. 

Funkcija aktivacije takođe varira između tehnika. Kod Gausovog šuma, sigmoid 
funkcija se pokazala boljom, jer komprimuje izlaz između 0 i 1, što pomaže u upravljanju 
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šumom. Kod interpolacije, tanh funkcija omogućava širi raspon vrijednosti (-1 do 1), što je 
korisnije za interpolirane podatke. 

Što se tiče optimizatora, adam je adaptivniji i bolje upravlja nestabilnostima u podacima 
uzrokovanim šumom, dok rmsprop bolje funkcioniše sa manje složenim podacima dobijenim 
interpolacijom. Optimalne vrijednosti parametara variraju u zavisnosti od vrste augmentacije i 
koliko je ta augmentacija primijenjena. Kod Gausovog šuma, potrebno je više neurona u prvom 
sloju i manji broj neurona u drugom sloju, dok kod interpolacije oba sloja zahtijevaju 
ujednačeniji broj neurona. Takođe, različite funkcije aktivacije i optimizatori su prilagođeni 
specifičnim karakteristikama augmentacije podataka. 

Tabela 5.24 prikazuje optimalne vrijednosti parametara za XGBoost model u različitim 
tehnikama augmentacije, pokazujući kako se ti parametri mijenjaju zavisno od vrste i količine 
augmentacije. 

Tabela 5.24. Prostor pretraživanja i optimalne vrijednosti parametara XGBoost modela (augmentacija podataka) 

 Oblast 
pretraživanja 

Optimalne vrijednosti parametara 
Gausov šum Interpolacija 

100% 30% 100% 30% 
scaller__with_std [true, false] true false true 

xgboost__n_estimators [50, 100, 300] 100 300 100 

xgboost__max_depth [4, 5, 6] 4 

xgboost__learning_rate [0.01, 0.1, 0.2] 0.1 

xgboost__min_child_weight [1, 2, 3] 1 2 1 2 

xgboost__gamma [0, 0.1, 0.2, 0.3] 0 

xgboost__subsample [0.5, 0.75, 1] 1 0.5 1 0.5 

xgboost__colsample_bytree [0.5, 0.75, 1] 1 

xgboost__reg_alpha [0, 0.1, 0.5] 0.1 0 0.1 0 

xgboost__reg_lambda [0, 0.1, 0.5] 0.5 0.1 0.5 0 

Tabela 5.25 prikazuje optimalne vrijednosti parametara CNN modela za različite 
tehnike augmentacije podataka. 

Tabela 5.25. Prostor pretraživanja i optimalne vrijednosti parametara CNN modela (augmentacija podataka) 

 Oblast pretraživanja 
Optimalne vrijednosti parametara 

Gausov šum / Interpolacija 
30% / 100% 

scaller__with_std [true, false] true 
cnn-nn__model__filters [32, 64, 128] 64 

cnn-nn__model__kernel_size [2, 3, 5] 2 
cnn-nn__model__dense_units [10, 20, 50] 10 

cnn-nn__model__activation ["relu", "tanh", "sigmoid"] "tanh" 
mlp-nn__model__optimizer ["rmsprop", "adam"] "adam" 

Optimalni parametri su konzistentni za obje tehnike augmentacije, što ukazuje na slične 
zahtjeve modela bez obzira na vrstu augmentacije. Standardizacija podataka se pokazala 
ključnom za stabilnost modela, dok manji broj filtera, manja veličina kernela, i manji broj 
jedinica u potpuno povezanim slojevima sugerišu da model ne mora biti visoko kompleksan da 
bi postigao dobre performanse. Funkcija aktivacije tanh i optimizator adam su se pokazali 
optimalnim, omogućavajući efikasno treniranje modela i dobru generalizaciju. Ovi rezultati 
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naglašavaju važnost pravilne konfiguracije hiperparametara kako bi se maksimizirale 
performanse modela pri različitim tehnikama augmentacije. 

Tabela 5.26 prikazuje optimalne vrijednosti parametara CatBoost modela za različite 
tehnike augmentacije podataka, pružajući dodatne uvide u to kako prilagođavanje 
hiperparametara može poboljšati rezultate u zavisnosti od korištene tehnike augmentacije. 

Tabela 5.26. Prostor pretraživanja i optimalne vrijednosti parametara CatBoost modela (augmentacija podataka) 

 Oblast 
pretraživanja 

Optimalne vrijednosti parametara 
Gausov šum Interpolacija 

100% 30% 100% 30% 
scaller__with_std [true, false] false true 
catboost__depth [4, 5, 6] 4 

catboost__learning_rate [0.01, 0.1, 0.2] 0.2 0.1 0.2 
catboost__l2_leaf_reg [0.1, 0.2, 0.3] 0.2 

catboost__min_child_weight [100, 200, 300] 100 
catboost__subsample [0.5, 0.75, 1] 0.5 0.75 

catboost__colsample_bylevel [0.5, 0.75, 1] 0.75 1 0.75 

catboost__loss_function ["RMSE", "MAE", 
"Quantile:alpha=0.5"] “RMSE” 

catboost__bootstrap_type ["Bayesian", 
"Bernoulli", "MVS"] "MVS" "Bernoulli" "MVS" 

Kod Gausovog šuma, standardizacija nije bila potrebna, dok je kod interpolacije bila 
ključna za stabilnost modela. Optimalna dubina stabla ostala je konstantna na umjerenoj 
vrijednosti, što ukazuje na potrebu za balansiranjem složenosti modela i njegove sposobnosti 
za generalizaciju. 

Veća stopa učenja za veće procente augmentacije omogućava modelu brže 
prilagođavanje kompleksnijim podacima. Konstantna regularizacija listova i minimalna težina 
djeteta sprječavaju prenaučenost, osiguravajući stabilne performanse. Veći subsample je 
potreban kod interpolacije kako bi se model bolje prilagodio interpoliranim podacima, dok je 
colsample_bylevel konstantan kako bi se osigurala dovoljna raznolikost. 

Optimalna funkcija gubitka, RMSE, omogućava precizne predikcije, dok su različite 
strategije uzorkovanja (MVS za veće procente trening skupa podataka kod augmentacije i 
Bernoulli za niže) prilagođene specifičnim potrebama modela, osiguravajući stabilnost i 
efikasnost. 

Ovi parametri su pažljivo odabrani kako bi balansirali potrebu za kapacitetom modela 
da se nosi s dodatnim šumom i interpoliranim podacima, dok istovremeno osiguravaju da 
model ne postane prenaučen i ostane dovoljno generalizovan za dobre performanse na testnim 
podacima. 

5.6.1. Gausov šum 

U ovom eksperimentu analiziran je efekat augmentacije podataka dodavanjem 
Gausovog šuma na performanse različitih algoritama za regresiju. Dodato je 30% šuma na 
trening podatke, pri čemu je šum nasumično raspoređen. Prilikom korištenja ove metode, 
potrebno je navesti dva parametra: sigma i procenat trening podataka za koje se generiše šum. 
Sigma parametar, koji predstavlja standardnu devijaciju Gausovog šuma i određuje širinu šuma 
u podacima, postavljen je na 0,01. Cilj je bio procijeniti kako različiti algoritmi reaguju na 



 Eksperimentalni rezultati  

[ 65 / 78 ] 
 

dodatni šum u podacima i koliko su sposobni da generalizuju na testnim podacima. Ovaj pristup 
omogućava uvid u robusnost algoritama u prisustvu šuma i njihovu sposobnost da zadrže 
performanse prilikom rada sa podacima koji sadrže dodatne varijacije. 

Gausov šum je odabran zbog svoje karakteristike da predstavlja normalnu raspodjelu 
varijacija koje se često javljaju u stvarnim podacima. Da bi se ovo postiglo, algoritam, koji je 
korišten u implementaciji, prvo stvara kopiju originalnog skupa podataka kako bi osigurao da 
su izvorni podaci zaštićeni od bilo kakvih izmjena. Kopija podataka omogućava dodavanje 
šuma bez narušavanja integriteta originalnih informacija. 

Nakon što je stvorena kopija, algoritam nasumično odabire određeni procenat redova u 
kojima će se dodati šum. Gausov šum se zatim dodaje na numeričke kolone, gdje se male 
varijacije nasumično dodaju postojećim vrijednostima. Ove varijacije su definisane srednjom 
vrijednošću i standardnom devijacijom, čime se osigurava da šum odgovara stvarnim 
varijacijama koje se mogu pojaviti u podacima. Dodavanje šuma samo na numeričke kolone 
izbjegava potencijalne probleme koji bi mogli nastati kod nenumeričkih podataka, održavajući 
konzistentnost skupa podataka. 

Kada su varijacije dodate, prošireni skup podataka sadrži kombinaciju originalnih i 
šumom proširenih redova, stvarajući obogaćen skup podataka za treniranje. Ovaj prošireni skup 
omogućava algoritmima da se treniraju na podacima s većom raznolikošću, što je ključno za 
procjenu njihovih performansi u stvarnim uslovima. Ciljni podaci su takođe prilagođeni tako 
da odražavaju dodane varijacije, čime se osigurava da ulazi i ciljevi ostanu usklađeni. 

U Tabeli 5.27 prikazani su rezultati eksperimenta sa Gausovim šumom kao tipom 
augmentacije podataka, pružajući uvid u performanse različitih algoritama pod uticajem ove 
tehnike augmentacije. 

Tabela 5.27. Rezultati efekta augmentacije podataka kod regresije (Gausov šum) 

Rang Algoritam 
Trajanje predikcije MSE R2 

100% 30% 100% 30% 100% 30% 

1. XGBoost 0.0089 0.0146 1.76e-06 1.75e-06 0.9989 0.9989 

2. MLP 0.4215 0.3350 3.36e-06 4.34e-05 0.9980 0.9743 

3. CNN 0.3132 0.3395 1.34e-05 1.02e-05 0.9920 0.9940 

4. CatBoost 0.0121 0.0117 1.61e-05 1.51e-06 0.9961 0.9991 

Rezultati pokazuju da je XGBoost postigao najbolje performanse kada je cijeli trening 
skup bio kontaminiran Gausovim šumom. Ovaj algoritam je ostvario najnižu srednju kvadratnu 
grešku (MSE) i najvišu R-kvadrat vrijednost, što ukazuje na visoku tačnost predikcija i 
sposobnost modela da generalizuje na testnim podacima. Brzina predikcije XGBoost-a bila je 
izuzetno visoka, što ga čini idealnim za primjene gdje je vrijeme ključno. 

S druge strane, CatBoost je imao najlošije performanse u ovom scenariju, sa znatno 
većom greškom i nižom R-kvadrat vrijednosti u poređenju sa ostalim algoritmima. Ovo 
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sugeriše da CatBoost ima poteškoća u efikasnom upravljanju s velikim količinama šuma u 
podacima. 

MLP i CNN su pokazali performanse između XGBoost-a i CatBoost-a. MLP je imao 
nešto višu grešku i nižom R-kvadrat vrijednosti od XGBoost-a, dok je CNN pokazao najveću 
grešku među testiranim modelima, ali je i dalje imao solidnu sposobnost generalizacije. 

Kada je Gausov šum dodan na 30% originalnog trening skupa, CatBoost je pokazao 
značajno poboljšane performanse, sa najnižom greškom i najvišim R-kvadrat rezultatom među 
svim algoritmima. Ovo ukazuje na njegovu otpornost na manju količinu šuma i sposobnost 
održavanja visoke tačnosti predikcija. XGBoost je takođe imao vrlo visoke performanse, ali je 
bio nešto manje precizan od CatBoost-a u ovom scenariju. Njegova brzina predikcije ostala je 
impresivna, što ga čini pogodnim za scenarije gdje je brzina važna. MLP je pokazao veće 
greške u poređenju sa XGBoost-om i CatBoost-om, što sugeriše da je manje otporan na šum. 
CNN je imao slične rezultate, ali je bio nešto bolji od MLP-a, što ukazuje na bolju otpornost 
na šum. 

Ovi rezultati naglašavaju važnost prilagođavanja modela specifičnostima podataka, 
posebno kada su prisutni šumovi, kako bi se postigle optimalne performanse. 

5.6.2. Interpolacija 

U ovom eksperimentu analiziran je efekat augmentacije podataka interpolacijom na 
performanse različitih algoritama za regresiju. Dodato je 30% interpoliranih podataka na 
originalni trening skup kako bi se procijenilo kako različiti algoritmi reaguju na ovu vrstu 
augmentacije podataka i koliko su sposobni da generalizuju na testnim podacima. 

Proces interpolacije započinje kopiranjem originalnih podataka, čime se izbjegavaju 
direktne promjene koje bi mogle narušiti integritet postojećih informacija. Nakon toga, za svaki 
segment podataka pažljivo se biraju mjesta na koja će se umetnuti novi redovi. Ovi novi redovi 
inicijalno su prazni, ali se zatim popunjavaju interpoliranim vrijednostima, koje se izračunavaju 
na osnovu okolnih podataka. Na ovaj način se stvara efekt “popunjavanja praznina” unutar 
skupa podataka, osiguravajući da su novi podaci smisleni i koherentni sa postojećim 
informacijama. 

Ovakav pristup omogućava modelima mašinskog učenja da bolje “nauče” prelazne 
vrijednosti i fine razlike između različitih stanja podataka. Na primjer, kada se analiziraju 
podaci o performansama baterija, interpolacija može pomoći u preciznijem određivanju kako 
se performanse mijenjaju tokom vremena, čineći modele otpornijima i sposobnijima da tačno 
predviđaju ponašanje u stvarnim situacijama. 

Ova tehnika, dodavanjem novih, simuliranih podataka, povećava ukupnu količinu 
podataka dostupnih za trening modela, bez potrebe za prikupljanjem dodatnih informacija iz 
realnog svijeta. To ne samo da smanjuje troškove i vrijeme potrebno za istraživanje, već i 
poboljšava sposobnost modela da donosi precizne predikcije, čak i kada se suočava sa 
kompleksnim ili nepoznatim situacijama. 
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Funkcija radi tako što prvo kopira originalne podatke kako bi se izbjegle direktne 
promjene. Zatim, za svaku grupu podataka, identifikuje gdje će umetnuti nove redove s 
praznim vrijednostima (eng. not-a-number, nan). Nakon toga, interpolira vrijednosti tih novih 
redova na osnovu okolnih podataka, osiguravajući da novi redovi budu smisleni i koherentni u 
kontekstu originalnih podataka. Ovaj pristup koristi se kako bi se poboljšala tačnost i robusnost 
modela mašinskog učenja povećanjem raznolikosti trening podataka. Interpolacija pomaže 
modelu da bolje razumije prelazne vrijednosti između poznatih podataka, što dovodi do boljih 
rezultata pri predikcijama. 

U Tabeli 5.28 su prikazani rezultati eksperimenta sa interpolacijom kao tipom 
augmentacije podataka. 

Tabela 5.28. Rezultati efekta augmentacije podataka kod regresije (interpolacija) 

Rang Algoritam 
Trajanje predikcije MSE R2 

100% 30% 100% 30% 100% 30% 

1. MLP 0.3440 0.3351 2.32e-06 4.34e-05 0.9986 0.9743 

2. XGBoost 0.0082 0.0090 2.45e-06 4.00e-06 0.9985 0.9976 

3. CNN 0.3385 0.3275 6.87e-06 1.80e-05 0.9959 0.9893 

4. CatBoost 0.0113 0.0109 1.61e-05 2.65e-06 0.9904 0.9984 

Rezultati pokazuju da je MLP postigao najbolje performanse kada je cijeli trening skup 
bio interpoliran. Ovaj algoritam ostvario je najnižu srednju kvadratnu grešku (MSE) i najvišu 
R-kvadrat vrijednost, što ukazuje na visoku tačnost predikcija i sposobnost modela da 
generalizuje na testnim podacima. XGBoost je pokazao slične, ali nešto slabije performanse u 
poređenju sa MLP-om. Iako je imao nešto veću grešku, njegova R-kvadrat vrijednost bila je 
vrlo blizu MLP-ovom. Brzina predikcije XGBoost-a ostala je impresivna, što ga čini pogodnim 
za scenarije gdje je brzina važna. 

CNN je pokazao značajno veću grešku u poređenju sa MLP-om i XGBoost-om, ali je i 
dalje imao solidnu sposobnost generalizacije. CatBoost je imao najlošije performanse među 
testiranim modelima, sa najvišom greškom i najnižim R-kvadrat rezultatom, što sugeriše da je 
manje pogodan za upravljanje interpoliranim podacima. 

Kada je 30% originalnog trening skupa interpolirano, CatBoost je pokazao najbolje 
performanse, sa najnižom greškom i najvišom R-kvadrat vrijednosti. Ovo ukazuje na njegovu 
otpornost na manju količinu interpolacije i sposobnost održavanja visoke tačnosti predikcija. 
XGBoost je takođe imao vrlo visoke performanse, ali je bio nešto manje precizan od CatBoost-
a u ovom scenariju. Njegova brzina predikcije ostala je impresivna, što ga čini pogodnim za 
scenarije gdje je brzina važna. 

MLP je pokazao povećanje greške u prisustvu 30% interpolacije, što sugeriše da je 
manje otporan na ovu vrstu augmentacije. CNN je imao slične rezultate, ali je bio nešto bolji 
od MLP-a, što ukazuje na bolju otpornost na interpolaciju. 
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Ovi rezultati naglašavaju da različiti modeli različito reaguju na vrste augmentacije 
podataka. MLP se pokazao kao najbolji izbor pri većoj količini interpolacije, dok je CatBoost 
bio najotporniji na manji nivo interpolacije, pružajući najbolje performanse u tom scenariju. 
XGBoost se istakao kao balansiran i efikasan, posebno u kontekstima gdje je brzina ključna. 

5.7. Komparativna analiza 

Ova komparativna analiza pruža dublji uvid u efikasnost i robusnost različitih 
algoritama mašinskog učenja kada se primjenjuju na različite skupove podataka, kao što su 
industrijski podaci NASA i automobilski podaci Toyota. 

Tabela 5.29 prikazuje rezultate dva eksperimenta nad NASA skupom podataka. U 
prvom eksperimentu, primjenom regresije sa MLP algoritmom, postignuti su izvanredni 
rezultati sa minimalnom greškom i visokim koeficijentom determinacije. Ovi rezultati ukazuju 
na visoku tačnost predikcija i sposobnost MLP modela da se efikasno prilagodi specifičnostima 
NASA podataka. 

U drugom eksperimentu, gdje se koristio CNN algoritam za predikciju vremenskih 
informacija unutar ciklusa, rezultati su bili značajno slabiji. To sugeriše da MLP algoritam 
bolje odgovara ovom tipu zadataka na NASA skupu podataka, dok CNN možda nije optimalan 
za obradu takvih vremenskih informacija u ovom kontekstu. Važno je napomenuti da rezultati 
eksperimenta 5.2 za CNN predstavljaju poboljšanje u odnosu na rezultate dobijene za CNN iz 
eksperimenta 5.1. 

Ova analiza naglašava važnost odabira odgovarajućeg algoritma za specifične vrste 
podataka i zadatke, jer različiti modeli mogu pokazati različite performanse u zavisnosti od 
prirode podataka i zadatka koji se rješava. 

Tabela 5.29. Najbolji rezultati eksperimenata nad NASA skupom podataka 

Odjeljak 
eksperimenta Eksperiment Skup 

podataka Algoritam MSE R2 

5.1 Primjena regresije sa NASA skupom 
podataka NASA 

MLP 0.0012 0.9716 

5.2 Efekat vremenske informacije na 
predikciju unutar ciklusa CNN 0.0230 0.6110 

U Tabeli 5.30 prikazani su rezultati eksperimenata koji su primjenjivali regresione 
modele na Toyota skup podataka koristeći cijeli skup za obuku. Eksperiment sa standardnom 
regresijom, koristeći CatBoost algoritam, istakao se kao najuspješniji, sa izuzetno niskom 
greškom i veoma visokim koeficijentom determinacije. Ovi rezultati ukazuju na vrhunske 
performanse CatBoost algoritma u standardnim uslovima. 

Dodavanje Gausovog šuma u eksperimentu povećalo je grešku za samo 0.9%, dok je 
koeficijent determinacije opao za 0.3% u poređenju sa standardnim eksperimentom. Ovi 
rezultati pokazuju da je CatBoost algoritam uspješno apsorbovao dodatni šum, zadržavajući 
visok nivo preciznosti. 
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Eksperiment sa interpolacijom doveo je do povećanja greške od 1.5% i smanjenja 
koeficijenta determinacije za 0.6% u poređenju sa standardnom regresijom. Iako su 
performanse blago opale, ovaj pristup je omogućio modelu da bolje popuni praznine u 
podacima, zadržavajući visok nivo tačnosti. 

Ovi rezultati pokazuju da CatBoost algoritam ne samo da održava visoku preciznost u 
standardnoj regresiji, već uspješno zadržava robustnost i otpornost kada se dodaju Gausov šum 
i interpolacija. To ga čini izuzetno pouzdanim izborom za rad sa kompleksnim podacima, gdje 
se očekuju varijacije i praznine u skupu podataka. 

Tabela 5.30. Najbolji rezultati eksperimenata nad Toyota skupom podataka (regresija; 100% trening podataka) 

Odjeljak 
eksperimenta Eksperiment Skup podataka Algoritam MSE R2 

5.3 Primjena regresije sa Toyota 
skupom podataka 

Toyota 
CatBoost 8.4e-07 0.9995 

5.6.1 Gausov šum XGBoost 1.76e-06 0.9989 
5.6.2 Interpolacija MLP 2.32e-06 0.9986 

U Tabeli 5.31 prikazani su rezultati eksperimenata sa primjenom regresije na Toyota 
skupu podataka koristeći samo 30% trening podataka. CatBoost algoritam je ponovo pokazao 
najtačnije rezultate, čak i sa smanjenim obimom podataka, što naglašava njegovu sposobnost 
da efikasno koristi ograničene informacije. 

U ovom eksperimentu, dodavanje Gausovog šuma povećalo je grešku za 1.8%, dok je 
koeficijent determinacije opao za 0.5% u poređenju sa standardnim eksperimentom. Ovi 
rezultati pokazuju da je model uspješno integrisao šum i održao svoju preciznost, uprkos 
smanjenom obimu podataka. 

Eksperiment sa interpolacijom pokazao je sličan obrazac, sa povećanjem greške od 
2.3% i smanjenjem koeficijenta determinacije za 0.8%. Ovo potvrđuje da, iako je performansa 
blago smanjena, model je i dalje vrlo efikasan u popunjavanju praznina i održavanju tačnosti. 

Ovi rezultati ukazuju na to da je CatBoost algoritam posebno uspješan u radu sa manjim 
skupovima podataka. Dodatne tehnike poput dodavanja Gausovog šuma i interpolacije igraju 
ključnu ulogu u očuvanju performansi, omogućavajući modelu da zadrži visoku tačnost i 
robustnost čak i u izazovnim uslovima sa smanjenim brojem podataka. 

Tabela 5.31. Najbolji rezultati eksperimenata nad Toyota skupom podataka (regresija; 30% trening podataka) 

Odjeljak 
eksperimenta Eksperiment Skup podataka Algoritam MSE R2 

5.3 Primjena regresije sa Toyota 
skupom podataka Toyota 

CatBoost 1.75e-06 0.9990 

5.6.1 Gausov šum CatBoost 1.51e-06 0.9991 
5.6.2 Interpolacija CatBoost 2.65e-06 0.9984 

U Tabeli 5.32 prikazani su rezultati klasifikacionih eksperimenata nad Toyota skupom 
podataka koristeći sve cikluse. Najbolji rezultat postigao je eksperiment sa standardnom 
klasifikacijom koristeći CatBoost algoritam, koji je pokazao izuzetno visoku tačnost i F1 
vrijednost. 
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Dodavanje Gausovog šuma u klasifikacionim zadacima rezultovalo je padom tačnosti 
za 4.8% i smanjenjem F1 vrijednosti za 6.7% u poređenju sa standardnom klasifikacijom. Ovi 
rezultati su slični efektima primjećenim u regresionim eksperimentima. Iako je došlo do pada 
performansi, model je postao otporniji na varijabilnosti u podacima, čineći ga robusnijim i 
sposobnijim za generalizaciju u realnim scenarijima. 

Ovi rezultati ukazuju na to da, iako Gausov šum može izazvati početni pad performansi, 
njegova dugoročna korist u poboljšanju otpornosti modela je značajna. Model postaje 
sposobniji da se nosi sa nesavršenostima u podacima, što je od ključnog značaja za primjene u 
stvarnim okruženjima gdje su podaci često nepredvidivi i varijabilni. 

Tabela 5.32. Najbolji rezultati eksperimenata nad Toyota skupom podataka (klasifikacija; svi ciklusi) 

Odjeljak 
eksperimenta Eksperiment Skup 

podataka Algoritam Tačnost F1 

5.4 Primjena klasifikacije sa 
Toyota skupom podataka 

Toyota 

CatBoost 0.8554 0.7229 

5.5 
Primjena prenosnog učenja za 

klasifikaciju korištenjem 
regresionog modela 

CNN 0.8306 0.6556 

U Tabeli 5.33 prikazani su rezultati dva eksperimenta koja su korištena za klasifikaciju 
nad Toyota skupom podataka sa smanjenim brojem ciklusa na 50. Prvi eksperiment, koji se 
oslanjao na standardnu klasifikaciju, pokazao se uspješnijim u zadržavanju preciznosti i 
pouzdanosti modela. Nasuprot tome, drugi eksperiment, koji je koristio prenosno učenje, 
pokazao je blagi pad u performansama. 

Tabela 5.33. Najbolji rezultati eksperimenata nad Toyota skupom podataka (klasifikacija; 50 ciklusa) 

Odjeljak 
eksperimenta Eksperiment Skup 

podataka Algoritam Tačnost F1 

5.4 Primjena klasifikacije sa 
Toyota skupom podataka 

Toyota 

CNN 0.8171 0.4584 

5.5 
Primjena prenosnog učenja 
za klasifikaciju korištenjem 

regresionog modela 
CNN 0.8078 0.4549 

 

Ovaj pad performansi u prenosnom učenju može biti posljedica potrebe modela da se 
adaptira na novi tip zadatka, koji se razlikuje od početnog zadatka za koji je model prvobitno 
treniran. Iako prenosno učenje donosi prednosti u mnogim kontekstima, u ovom specifičnom 
slučaju standardna klasifikacija pokazala je veću stabilnost i sposobnost generalizacije u 
uslovima sa smanjenim brojem ciklusa. 

Ovi rezultati ukazuju na važnost pažljivog razmatranja izbora pristupa u zavisnosti od 
specifičnosti zadatka i dostupnih podataka. Dok prenosno učenje ima potencijal da značajno 
unaprijedi performanse u mnogim scenarijima, standardna klasifikacija se u ovom slučaju 
pokazala kao efikasnija opcija, posebno kada su podaci ograničeni.  
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6.  Zaključak i budući rad 
Razvoj tehnologija zasnovanih na litijum-jonskim baterijama postao je ključan za 

savremeno društvo, omogućavajući napajanje širokog spektra uređaja, od mobilnih telefona do 
velikih energetskih sistema u industriji obnovljivih izvora energije. Međutim, degradacija 
baterija predstavlja neizbježan proces koji direktno utiče na njihovu dugovječnost i pouzdanost. 
Upravo zbog toga, tačna predikcija stanja zdravlja i preostalog korisnog vijeka baterija postaje 
veoma važna za optimizovano upravljanje njihovim performansama, što rezultuje smanjenjem 
troškova održavanja i povećanjem ukupne efikasnosti sistema u kojima se koriste. 

Tradicionalne metode analize litijum-jonskih baterija nisu bile dovoljno efikasne zbog 
složenosti procesa unutar baterija. Različiti algoritmi mašinskog učenja su primjenjeni, ali 
nedostatak standardizovanih pristupa otežao je poređenje rezultata. Ovo istraživanje 
prevazilazi te izazove kroz sveobuhvatnu evaluaciju algoritama, omogućavajući preciznije 
predikcije. 

Ovo istraživanje usmjereno je na primjenu naprednih metoda mašinskog učenja kako 
bi se precizno predvidjelo stanje zdravlja litijum-jonskih baterija. Analizirani su podaci iz 
NASA i Toyota skupova podataka, koristeći različite statističke metrike i algoritme mašinskog 
učenja, uključujući MLP, CNN, CatBoost, i XGBoost. Upotrebljene su SOH i RUL metrike 
kao ključne mjere za procjenu zdravlja baterije, dok su se za mjerenje performansi algoritama 
i modela koristile MSE i R-kvadrat metrike za regresiju i tačnost, F1 metrika i matrica konfuzije 
za klasifikaciju. 

U izvedenim eksperimentima fokus je stavljen na identifikaciju i optimizaciju 
najefikasnijih algoritama mašinskog učenja za predikciju zdravlja litijum-jonskih baterija. 
Glavni ciljevi uključivali su prepoznavanje optimalnih algoritama i kombinacija 
hiperparametara, ispitivanje uticaja vremenskih informacija na predikcije unutar ciklusa, te 
analizu efekata prenosa učenja i augmentacije podataka. 

Svi ciljevi istraživanja su ostvareni, pri čemu su CatBoost i XGBoost pokazali najvišu 
efikasnost, naročito na Toyota skupu podataka, gdje je CatBoost dosljedno postizao visoke 
vrijednosti tačnosti i minimalne greške. MLP je dominirao na NASA skupu podataka u 
standardnom eksperimentu, dok su XGBoost i CatBoost pokazali otpornost na varijabilnosti i 
šum na oba skupa podataka. CNN i MLP su pružili solidne rezultate, posebno u klasifikacionim 
zadacima, ali uz prostor za dalju optimizaciju. Prenosno učenje i augmentacija doprinijeli su 
stabilnosti modela, ali nisu značajno unapredili tačnost predikcija. 

Zaključno, istraživanje je ispunilo prethodno postavljene ciljeve, omogućavajući 
preciznije i brže predikcije zdravlja baterija. Ovi rezultati otvaraju vrata za dalji razvoj u ovoj 
oblasti, uključujući uključivanje naprednih modela poput LightGBM-a ili RNN-a, kao i 
dugoročnu evaluaciju na stvarnim podacima. Dalje istraživanje moglo bi obuhvatiti proširenje 
na dodatne skupove podataka, kao i kreiranje sopstvenih, kako bi se dodatno poboljšala 
generalizacija modela. Produbljivanje analize neuronskih mreža i istraživanje impedanse 
takođe nude potencijal za dodatno unapređenje tačnosti predikcija i bolje razumijevanje 
degradacije baterija.
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