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Glava 1

Uvod

Rije�c automobil nastala je krajem 19. vijeka i u francuskom pojmu ½voiture automo-
bile“, kori�s�cena je da uka�ze na razliku izmedu parno pogonjenih i, tada uobi�cajenih,
zapre�znih vozila. Sama rije�c izvedena je iz gr�cke rije�ci αυτος (½sam, samostalno,
li�cno, vlastiti“) i latinske rije�ci mobilis (½pokretan, promjenljiv“). Rije�c ½autonom-
no“ kovanica je dvije gr�cke rije�ci αυτος i νομος (½zakon, nametnuti zakon“), a u
kontekstu autonomnih vozila, νομος ili zakon pod kojim vozilo αυτος ili samostalno
obavlja vozni zadatak de�nisan je i programiran od strane �covjeka [2].

Autonomno vozilo potrebno je posmatrati kao najvi�si stepen automatizacije vo�znje,
li�seno bilo kakve forme samostalnog odlu�civanja. Tako ni istra�zivanja u oblasti au-
tonomne vo�znje ne treba shvatiti kao potragu za nekom formom op�ste vje�sta�cke
inteligencije, koja bi bila u stanju da samostalno, po�stuju�ci uobi�cajene dru�stvene
norme upravlja motornim vozilom, ve�c kao tra�zenje optimalne kombinacije tehnolo-
gija koje bi, pod va�ze�cim normama u automobilskoj industriji, omogu�cile motornom
vozilu samostalno ispunjavanje voznih zadataka. U disertaciji se radi toga umjesto
izraza autonomno vozilo radije koriste izrazi automatizovano ili visoko automati-
zovano vozilo.

O tome �sta jedno vozilo �cini automatizovanim, potrebno je usaglasiti mi�sljenja svih
interesnih grupa uklju�cenih u razvoj istih. Upravo radi toga, radna grupa BASt
(njem. Bundesanstalt f�ur Straßenwesen - BASt) pri njema�ckoj saveznoj vladi je jo�s
2010. godine de�nisala 5 stepeni automatizacije vo�znje [3]. Sli�cno njima, i ameri�cka
NHTSA (eng. National Highway Tra�c Safety Administration) de�ni�se 5 stepeni
automatizacije [4]. Medutim, kategorizacija koja poti�ce od Udru�zenja automobil-
skih in�zenjera - SAE (eng. Society of Automotive Engineers) je u meduvremenu
postala op�ste prihva�cena i de-facto standard prilikom opisivanja automatizovanih
sistema vo�znje. Normom SAE J3016 [5] de�nisano je 6 stepeni automatizacije. Pre-
gled svih navedenih kategorizacija je dat u Tabeli 1.1.

Cilj ovakvih kategorizacija se svodi na de�nisanje uloge voza�ca u toku vo�znje ili
takozvanog dinami�ckog voznog zadatka (eng. DDT - Dynamic Driving Task). Kao
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Tabela 1.1: Stepeni automatizacije motornih vozila prema SAE J3016, BASt i NHT-
SA normama.

SAE

stepen

SAE

naziv
SAE opis

Upravljanje

vozilom i kontrola

ubrzanja vozila

Nadgledanje

okru�zenja

vozila

Kontrola nad

vozilom u

slu�caju nu�zde

Mogu�cnosti

sistema

BASt

stepen

NHTSA

stepen

Voza�c nadgleda okru�zenje vozila

0 Bez automatizacije Svi aspekti vo�znje u potpunosti su pod kontrolom voza�ca. Voza�c Voza�c Voza�c ne postoje Voza�c 0

1
Sistemi za

pomo�c voza�cu

Informacijama dobijenim nadgledanjem okru�zenja vozila

sistem preuzima kontrolu nad upravljanjem vozilom ili

ubrzanjem vozila. Od vozaca se ocekuje da izvrsava sve

preostale zadatke tokom voznje.

Voza�c i sistem Voza�c Voza�c

Sistem je u mogu�cnosti

da preuzme neke od

voznih zadataka.

Sistemi za

pomo�c voza�cu
1

2
Djelimi�cna

automatizacija

Informacijama dobijenim nadgledanjem okru�zenja vozila

jedan ili vi�se sistema za pomo�c voza�cu preuzimaju

kontrolu nad upravljanjem i ubrzanjem vozila. Od voza�ca

se o�cekuje da izvr�sava sve preostale vozne zadatke.

Sistem Voza�c Voza�c

Sistem je u mogu�cnosti

da preuzme neke od

voznih zadataka.

Djelimi�cna

automatizacija
2

Sistem automatske vo�znje (sistem) nadgleda okru�zenje vozila

3
Uslovna

automatizacija

Sistem automatske vo�znje preuzima kontrolu nad svim

aspektima vo�znje. Od voza�ca se u slu�caju potrebe o�cekuje

primjerena reakcija.

Sistem Sistem Voza�c

Sistem je u mogu�cnosti

da preuzme neke od

voznih zadataka.

Visok stepen

automatizacije
3

4
Visoka

automatizacija

Sistem automatske vo�znje preuzima kontrolu nad svim

aspektima vo�znje. Od voza�ca se u slu�caju potrebe ne

o�cekuje primjerena reakcija.

Sistem Sistem Sistem

Sistem je u mogu�cnosti

da preuzme neke od

voznih zadataka.

Potpuna

automatizacija

5
Potpuna

automatizacija

Sistem automatske vo�znje, u svim mogu�cim uslovima vo�znje,

preuzima kontrolu nad svim aspektima vo�znje.
Sistem Sistem Sistem

Sistem je u mogu�cnosti

da preuzme sve vozne

zadatke.

-
3/4

�sto se vidi u Tabeli 1.1, prema SAE J3016 proces prenosa kontrole nad vozilom sa
�covjeka na sistem podijeljen je na �sest nivoa, od 0 (bez automatizacije) do 5 (pîtpu-
na automatizacija). U toku pisanja ove disertacije postignuti stepen automatizacije
kod nekih tr�zi�snih modela vozila je tek 2.

Posmatraju�ci tabelu nije pogre�sno re�ci da savremeni automobili, uz sav tehnolo�ski
napredak ostvaren u meduvremenu, jo�s uvijek nisu dostigli stepen automatizacije
koji su imala zapre�zna vozila. Istra�zivanja u ovoj oblasti nije nedostajalo, i ona se
vr�se jo�s od relativno rane faze razvoja automobila. Tsukuba Research Laboratories
iz Japana su prvi poku�saj automatizacije vo�znje izveli jo�s u 70. godinama pro�slog
vijeka. Izmedu 1987. i 1995. i Evropska Unija u okviru programa Prometheus iz-
dvaja zna�cajna sredstva za istra�zivanje u ovoj oblasti. Danas je fascinacija visoko
automatizovanim sistemima vo�znje izra�zenija nego ikada prije. Finansirani od stra-
ne velikih IT (eng. Information Technology) kompanija i proizvoda�ca automobila,
veoma mali je broj univerziteta i istra�ziva�ckih instituta koji se ne bave ovom tema-
tikom. Medutim, iako zna�cajan faktor, pokreta�cka snaga razvoja ovakvih sistema
nije samo novac. Uspje�sna primjena algoritama ma�sinskog u�cenja u raznim indu-
strijskim oblastima stvorila je kriti�cnu masu in�zenjera i nau�cnika, koja se usudila
da povjeruje u ideju da se primjenom iste ili veoma sli�cne tehnologije mo�ze rije�siti
i problem postizanja potpuno automatizovane vo�znje.

Na osnovu prethodne diskusije, name�ce se pitanje: ½Zbog �cega jo�s uvijek nije do-
stignut 5 stepen automatizacije vo�znje?“. U automobilskoj industriji problem nisu
samo performanse algoritama za obradu signala senzora, ve�c i proces njihove va-
lidacije i veri�kacije. Izvr�savanje tog procesa je preduslov za ispunjavanje va�ze�cih
bezbjednosnih normi, a pokazuje se da je problem validacije i veri�kacije vje�sta�ckih
neuronskih mre�za izuzetno te�zak problem. Pored softvera, sli�cni zahtjevi postoje i
za hardver, ali i za, isto tako va�zne, procese upravljanje ljudskim resursima, kvali-
tetom i sli�cno. Dakle, odgovor na postavljeno pitanje bi jednostavno mogao biti -
zbog izuzetne slo�zenosti problema i konteksta u kojem se problem rje�sava.
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1.1. Nadgledanje okru�zenja sistemskog vozila

1.1 Nadgledanje okru�zenja sistemskog vozila

U trenutku pisanja ove disertacije tehnologija, na �zalost, jo�s uvijek nije na nivou koji
bi omogu�cio op�steprihva�ceno, bezbjedno funkcionisanje sistema za automatizovanu
vo�znju. Problemi su posebno izra�zeni kod funkcionalnih komponenata zadu�zenih
za nadgledanje ili percepciju okru�zenja vozila. Kod vi�sih stepeni automatizacije, za
obradu i interpretaciju dobijenih mjernih podataka mahom se koriste nadgledani
algoritmi ma�sinskog u�cenja za �cije je uspje�sno obu�cavanje neophodno obezbijediti
velike skupove anotiranih senzorskih mjerenja.

1.1.1 Stati�cke karakteristike senzora

Automatizovana vozila opremljena su velikim brojem razli�citih tipova elektri�cnih
senzora za nadgledanje okru�zenja. Karakteristike senzora direktno uti�cu na per-
formanse cijelog sistema. U automobilskoj industriji �cesto se govori o robusnosti
senzora. Robusnost predstavlja osobinu onih sistema �cije radne karakteristike osta-
ju unutar zadatih granica u svim, pa i ote�zanim, radnim uslovima [6]. Radni uslovi
sistema mogu biti eksplicitno zadati, ali takode nepoznati i neizvjesni. Robusnost
senzora je veoma �sirok pojam, pa se isto tako i koristi da se opi�su op�ste karakte-
ristike senzora. Na primjer, za kameru je izvjesno da �ce imati degradiranu funk-
cionalnost u slu�caju neadekvatnog osvjetljenja CMOS senzora (usljed zaprljanosti
so�civa, slabog ili prejakog vanjskog osvjetljenja i sli�cno), pa se ka�ze da kamera ni-
je robusna na promjene vanjskog osvjetljenja. Potrebno je napomenuti da pojam
robusnosti nije de�nisan u Medunarodnom rje�cniku metrologije [7].

Mjerljive karakteristike senzora zadaju se stati�ckim i dinami�ckim parametrima [7�
9]. Na primjer, �cesto se upotrebljavaju sljede�ci stati�cki parametri senzora: ta�cnost
mjerenja, preciznost mjerenja, rezolucija senzora i osjetljivost senzora. Ovi para-
metri de�ni�su se na sljede�ci na�cin:

• Ta�cnost mjerenja predstavlja bliskost slaganja rezultata mjerenja i usvojene
ta�cne vrijednosti mjerene veli�cine. Pojam ½ta�cnost mjerenja“ ne predstavlja
veli�cinu koja bi se mogla kvanti�kovati brojnom vrijedno�s�cu [7], ve�c se ka�ze
da je mjerenje ta�cnije ako je gre�ska mjerenja mala. Gre�ska mjerenja ε de�ni�se
se kao vrijednost razlike izmjerene vrijednosti y i usvojene ta�cne vrijednosti
mjerene veli�cine x, odnosno ε = y − x. Pored gre�ske mjerenja, za izra�zavanje
ta�cnosti mjerenja koristi se �cesto i relativna gre�ska mjerenja izra�zena u pro-
centima

η =
y − x
x
· 100%, (1.1)

pri �cemu oznake x i y imaju isto zna�cenje kao i kod de�nicije gre�ske mjerenja.

• Preciznost mjerenja predstavlja bliskost slaganja izmjerenih vrijednosti dobi-
jenih tokom ponovljenih mjerenja istog �zi�ckog fenomena pod istim mjernim
uslovima. Preciznost mjerenja se numeri�cki izra�zava statisti�ckim mjerama,
kao �sto su standardna devijacija, varijansa ili koe�cijent varijacije.
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1.1. Nadgledanje okru�zenja sistemskog vozila

• Rezolucija senzora izra�zava sposobnost senzora da jasno razlikuje dvije bliske
vrijednosti mjerne veli�cine. Za opisivanja kvaliteta digitalne kamere pojam re-
zolucije �cesto se upotrebljava kao sinonim za pikselsku rezoluciju (broj piksela
digitalne slike). Medutim, kvalitet digitalne kamere bolje opisuju: prostorna
rezolucija (broj nezavisnih vrijednosti piksela po jedinici du�zine), spektralna
rezolucija (izra�zava mogu�cnost senzora da razlikuje razli�cite spektralne kom-
ponente mjernog signala), vremenska rezolucija (broj mjerenja po jedinici
vremena) i radiometrijska rezolucija (izra�zava sposobnost senzora da razli-
kuje male promjene re�ektovane ili emitovane energije). Prostorna rezolucija
�cesto se daje i za radare i lidare, i to obi�cno kao ugaona rezolucija po hori-
zontali i vertikali vidnog polja.

• Osjetljvost predstavlja prvi izvod izlazne po ulaznoj veli�cini. Prag osjetljivo-
sti senzora de�ni�se se kao najmanja promjena ulaznog signala koja izaziva
najmanju promjenu izlaznog signala, koja se mo�ze opaziti i registrovati po-
mo�cu senzora bez dodatnih uredaja [10]. �Sto je prag osjetljivosti ni�zi, senzor
je osjetljiviji. Na primjer, prema standardu EMVA 1288 (eng. EMVA - Eu-
ropian Machine Vision Association) [11], osjetljivost senzora kamere de�ni�se
se preko praga osjetljivosti. U skladu sa tom de�nicijom, �cesto se ka�ze da je
kamera osjetljiva ako mo�ze da registruje sliku slabo osvjetljene scene.

Dinami�cke karakteristike senzora opisuju dinami�cko pona�sanje mjernog sistema.
U disertaciji se pretpostavlja da se mjerena veli�cina mijenja sporo, pa se tako i u
nastavku razmatraju samo stati�cki parametri senzora.

Foto senzori savremenih digitalnih kamera, visoke pikselske, prostorne, vremenske i
radiometrijske rezolucije, daju veoma precizna i ta�cna mjerenja, pa se stoga u siste-
mima visoko automatizovane vo�znje koriste za detekciju malih objekata na kolovozu
(takozvanog izgubljenog tereta ili eng. lost cargo) [12], prepoznavanje vertikalne i
horizontalne signalizacije, za pra�cenje objekata, predikciju namjere pje�saka [13] i
sli�cno. Ta�cnost mjerenja zavisi od uslova pod kojima se mjerenje vr�si, a koje obi�cno
odstupa od uslova pod kojima je izvr�sena kalibracija. Kalibracija kamere vr�si se u
strogo kontrolisanim uslovima (optere�cenje vozila, pritisak u gumama i sli�cno). Re-
zultat kalibracije kamere su ekstrinsi�cni i intrinsi�cni parametri1 kamere [14]) i oni
su obi�cno sastavni dio softvera �cija funkcionalnost zavisi od slika snimljenih ka-
merom. Na primjer, neka mjerni princip koji koristi mono kameru za detekciju i
pra�cenje pje�saka po�civa na pretpostavci da je svijet ravna povr�s. Ukoliko u toku
eksploatacije sistema dode do minimalnog pomjeranja kamere, potrebno je izvr�siti
ponovnu kalibraciju senzora, jer originalna ekstrinsi�cna kalibracija vi�se ne odgovara
novom polo�zaju senzora. Kod kamera je medutim osnovni problem �sto u slu�caju
nepovoljnog vanjskog osvjetljenja daju beskorisna mjerenja. Radari sa druge strane
imaju nisku ta�cnost, preciznost i rezoluciju, ali su veoma robusni na nepovoljne me-
teorolo�ske pojave. Radari zbog toga imaju, ve�c od pojave prvih generacija sistema
za pomo�c voza�cu, veoma va�znu ulogu u funkcionalnim komponentama za detekciju
i pra�cenje objekata u prostoru.

1Vi�se o ekstrinsi�cnim i intrinsi�cnim parametrima kamere dato je u Glavi 3.
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1.1. Nadgledanje okru�zenja sistemskog vozila

1.1.2 Senzorska kon�guracija visoko automatizovanih vozila

Na Slici 1.1 dat je primjer senzorske kon�guracije visoko automatizovanog vozila.
Kao �sto se vidi, u senzorskoj kon�guraciji nalazi se veliki broj razli�citih vrsta sen-

Slika 1.1: Primjer senzorske kon�guracije visoko automatizovanih vozila.

zora. Pored prikazanih, u upotrebi su jo�s i mikrofoni i GPS senzori. Kako se radi o
velikom broju senzora, osim problema obrade rezultata mjerenja, posebne izazove
predstavljaju vremenska sinhronizacija mjerenja i �cuvanje velike koli�cine mjernih
podataka.

Princip rada ultrazvu�cnih senzora je zasnovan na piezoelektri�cnom efektu. Ovi
senzori se koriste za mjerenje udaljenosti objekata koji se nalaze u neposrednom
okru�zenju vozila, u zavisnosti od izvedbe i do 3 metra. Pouzdanost mjerenja zavisi
od tipa re�ektuju�ce povr�sine objekata. Problem predstavljaju uglavnom materijali
koji dobro absorbuju ultrazvu�cni talas, na primjer neke vrste odjevnih predmeta.
Takode, ultrazvu�cni senzori su podlo�zni i uticaju akusti�ckih smetnji iz okru�zenja.

Radari (eng. Radio Detection and Ranging) su elektromagnetni sistemi za otkriva-
nje prisustva, prepoznavanje, odredivanje polo�zaja i brzine kretanje objekata u pro-
storu [15]. Funkcioni�su na principu emitovanja elektromagnetnog talasa odredenog
talasnog oblika, i detekciji osobina re�ektovanog talasa. Za auto industriju na ras-
polaganju stoje �cetiri frekvencijska opsega: 21,65 − 26,65 GHz, 24,0 − 24,25 GHz,
76− 77 GHz i 77− 81 GHz. Na tr�zi�stu danas dominiraju radari u 76,5 GHz opse-
gu. Radari imaju visoku pouzdanost rada u gotovo svim meteorolo�skim uslovima.
U dana�snjim sistemima za pomo�c voza�cu radari se koriste za detekciju objekata
na udaljenostima i do 250 metara od sistemskog vozila, pa su shodno tome na�sli
�siroku primjenu u sistemima za odr�zavanje odstojanja od drugih vozila, automatsko
ko�cenje i sli�cno. Nedostaci su im niska pouzdanost rada u zatvorenim prostorima
(tuneli), slaba detekcija malih objekata, podlo�znost uticaju smetnji drugih radar-
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1.2. Fuzija i interpretacija senzorskih mjerenja

skih sistema. Takode, radari, za razliku od kamera, nisu pogodni za prepoznavanje
i semanti�cku klasi�kaciju objekata.

Lidar (eng. Light Detection and Ranging) je opti�cki mjerni sistem za otkrivanje
prisustva, prepoznavanje i odredivanje polo�zaja objekata u prostoru. Za razliku od
radara, lidari koriste elektromagnetne talase iz ultravioletnog, infracrvenog, pa i
vidljivog frekvencijskog opsega svjetlosti. Naj�ce�s�ce kori�s�ceni mjerni princip je za-
snovan na metodi ½vrijeme leta“ (eng. time of �ight). Vremensko trajanje od emi-
tovanja do prijema svjetlosnog impulsa je proporcionalno radijalnoj udaljenosti
izmedu senzora i detektovanog objekta. U slu�caju prisustva re�ektuju�ce povr�sine,
re�ektovani svjetlosni impulsi registruju se svjetlosnim senzorom. Udaljenost od
objekta data je sa d = c·t

2
, pri �cemu je d udaljenost u metrima, c brzina svjetlosti

u m/s i t vrijeme u sekundama. Iako zasnovani na vrlo jednostavnom mjernom
principu, lidare karakteri�se veoma kompleksna konstrukciona izvedba. Pored toga,
na funkciju lidara uti�cu razli�cite atmosferske pojave. Na primjer kapljice magle
ili ki�se re�ektuju odaslate svjetlosne impulse, time daju�ci pogre�snu informaciju o
prisustvu objekta.

Dana�snja saobra�cajna infrastruktura prije svega prilagodena je �covjekovom vizu-
elnom sistemu, pa je tako i va�zne informacije i uputstva za pravilno odvijanje
saobra�caja, u vidu saobra�cajnih znakova, svjetlosne signalizacije i oznaka na samoj
kolovoznoj traci, mogu�ce detektovati senzorima �cije radne karakteristike pribli�zno
odgovaraju onima ljudskog oka. Sistemi mono i stereo kamera su jo�s od prvih siste-
ma za pomo�c voza�cu prisutni u senzorskoj arhitekturi vozila. Mahom su to kamere
vrlo visoke pikselske, prostorne, vremenske i radiometrijske rezolucije. Medutim,
kamere su veoma osjetljive na nepovoljne vanjske uticaje, uzrokovane, na primjer,
lo�sim osvjetljenjem ili meteorolo�skim pojavama.

1.2 Fuzija i interpretacija senzorskih mjerenja

Posmatraju�ci uspjehe algoritama dubokog u�cenja i dubokih neuronskih mre�za u go-
tovo svim industrijskim oblastima [16�18], sti�ce se utisak da se njihovom primjenom
mo�ze rije�siti i veliki broj slo�zenih problema interpretacije senzorskih mjerenja (na
primjer semanti�cka segmentacija radarskih mjerenja ili odredivanje disparitetnih
mapa na osnovu slika mono kamere). Medutim, ve�c nakon kratkog opisa razli�citih
vrsta senzora u prethodnom odjeljku, jasno je da se tek kombinovanjem ili fuzijom
senzorskih mjerenja mo�ze ostvariti visok nivo pouzdane percepcije okru�zenja vozila.
Klasi�cna fuzija senzorskih mjerenja dobro je poznata oblast probabilisti�cke robo-
tike [19]. Problem klasi�cne fuzije senzorskih mjeranja predstavlja fuzija senzorskih
mjerenja razli�citih modaliteta2, jer da bi se ostvarila semanti�cka fuzija informacija,
pored toga �sto mjerenja moraju biti prostorno, geometrijski i vremenski usagla�sena,
mjerenja se moraju dovesti u zajedni�cki semanti�cki prostor.

2Prema rje�cniku [20] ½modalitet“ ozna�cava na�cin na koji se ne�sto de�sava ili vr�si. U disertaciji
se pod ½mjerenjima razli�citih modaliteta“ podrazumijevaju mjerenja razli�citih �zi�ckih veli�cina, na
primjer svjetlosti iz vidljivog ili infracrvenog spektra, zvuka i sli�cno.
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1.2. Fuzija i interpretacija senzorskih mjerenja

Postoji vi�se pristupa za rje�savanje problema fuzije mjernih podataka razli�citih mo-
daliteta. U sistemima za pomo�c voza�cu, dakle kod sistema sa ni�zim stepenom auto-
matizacije, uobi�cajeno je jedan od senzora koristiti za generisanje mjernih hipoteza,
a drugi za njihovu veri�kaciju [21,22]. Ovakav pristup karakteristi�can je za pra�cenje
pokretnih objekata (pje�saka, automobila, biciklista i sli�cno) nekim od algoritama
za pra�cenje, na primjer Kalmanovim �ltrom [23, 24]. Na sljede�cem primjeru bi�ce
prikazan slu�caj kada se kao generator mjernih hipoteza koristi kamera, medutim
sli�cna analiza mo�ze se izvr�siti i za slu�caj kada se za generisanje mjernih hipoteza
koristi radar. Na Slici 1.2 prikazani su: pokazni, rukom generisani primjer slike, re-
projekcija3 slike na zemljinu ravan i rukom generisana radarska mjerenja iste scene
koju prikazuje i slika. Posmatraju�ci idealizovanu sliku datu na Slici 1.2a, polo�zaj
tijela4 pje�saka mo�ze se tuma�citi kao kle�ce�ci, dalje od kamere ili u skoku, bli�ze ka-
meri5. Pod pretpostavkom da je dostupna odgovaraju�ca kalibracija kamere i da
je izvr�sena semanti�cka segmentacija date slike, polo�zaj pje�saka mogu�ce je odrediti
reprojekcijom na zemljinu ravan najbli�ze dodirne ta�cke pje�saka sa kolovozom. Re-
projekcija dijela slike prikazana je na Slici 1.3b. Kako se pje�sak nalazi u skoku, nje-
gova pozicija bi�ce neta�cno reprojektovana dalje prema horizontu. Dakle, hipoteza o
postojanju pje�saka bi�ce generisana, ali sa pogre�sno odredenom pozicijom pje�saka.
Samim tim, usljed odstupanja mjerenja, mjerna hipoteza ne mo�ze biti potvrdena
radarskim mjerenjima. Takode, radarska mjerenja prikazana na Slici 1.2c ukazuju
na prisustvo jednog ili vi�se objekata iza pje�saka, ali hipoteza o postojanju objekata
u pozadini ne�ce biti ni generisana jer su na slici objekti skriveni iza pje�saka. Jasno
je da se dio obilje�zja sadr�zanih u samim mjerenjima (radarske detekcije objekata
u pozadini) ovakvim pristupom fuzije nepovratno gubi. Takode, problem detekcije,
drugih, takode va�znih elemenata saobra�cajne infrastrukture, kao �sto su mostovi i
tuneli, ovakvim pristupom ne mo�ze se rije�siti. Sa jedne strane objekti iznad linije
horizonta ne mogu se projektovati na zemljinu ravan, a sa druge strane, zbog ni-
ske prostorne rezoluciji po visini, radarske detekcije uzvi�senih objekata veoma su
nepouzdane.

3Kori�s�cena motoda kojom je izvr�sena reprojekcija piksela slike na zemljinu ravan bi�ce opisana
u Glavi 3.

4Ovdje se zbog odnosa veli�cina objekata na slici jasno radi o pje�saku koji ska�ce. Medutim,
ma�sinskim putem tu �cinjenicu veoma je te�sko utvrditi.

5Ovakva i sli�cne situacije veoma su �ceste. Sli�can efekat posti�ze se ako se pje�sak nalazi na
uzvi�senju ili na biciklu. Takode, vrlo �cesto algoritmi za semanti�cku segmentaciju noge pje�saka
pogre�sno klasi�kuju kao oznake na kolovozu ili sam kolovoz.
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1.2. Fuzija i interpretacija senzorskih mjerenja

(a) Pje�sak u skoku neposredno ispred kamere

(b) Projekcija piksela slike na zemljinu ravan

(c) Detekcije radara projektovane na zemljinu ravan

Slika 1.2: Pokazni, rukom generisani primjeri slike, njene reprojekcije na zemljinu
ravan i rukom generisana radarska mjerenja iste scene. Na Slici (a), za razliku
od radarskih mjerenja prikazanih na Slici (c), objekti u pozadini skriveni su iza
pje�saka. Na osnovu radarskih mjerenja, veoma te�sko je utvrditi kojoj semanti�ckoj
klasi pripada detektovani objekat. Takode, rezolucija radara po visini je veoma
niska, pa su i detekcije mosta manje vjerovatne.
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1.2. Fuzija i interpretacija senzorskih mjerenja

Druga�ciji pristup sastoji se u projekciji mjerenja jednog senzora u mjerni oblik dru-
gog senzora. Na primjer, projekcijom radarskih ili lidarskih mjerenja na projekcionu
ravan slike [25�28]. Ovakav princip projekcije, koriste�ci rukom generisana radarska
mjerenja iz prethodnog primjera, prikazan je na Slici 1.3. Formiranjem vje�sta�cke

(a) Detekcije radara projektovane na zemljinu ravan

(b) Projekcija radarskih mjerenja na ravan slike

Slika 1.3: Primjer projekcije radarskih mjerenja na ravan slike. Radarske detekcije
pje�saka na Slici (a) vidljive su na Slici (b) samo djelimi�cno jer projekcija pje�saka
na zemljinoj ravni nije u vidnom polju kamere �cija kalibracija je iskori�s�cena za
projekciju.

slike otvara se mogu�cnost kori�s�cenja algoritama ma�sinskog u�cenja visokog kapa-
citeta za regresiju grani�cnih okvira ili semanti�cku klasi�kaciju piksela. Medutim,
kao �sto se vidi na Slici 1.3b, problem kod ovakvog pristupa je �sto se vje�sta�cka sli-
ka dosta razlikuje od slika dobijenih kamerom iz skupa podataka za obu�cavanje
nadgledanih algoritama ma�sinskog u�cenja. Na primjer, za detekciju slobodne kolo-
vozne povr�sine autori u [29] pribjegavaju fuziji lidarskih mjerenja i slika dobijenih
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1.3. Doprinos disertacije

kamerom kori�s�cenjem uslovnih slu�cajnih polja (eng. CRF - Conditional Random
Fields). Prvi korak algoritma sastoji se u projekciji lidarskih mjerenja na ravan
slike, a zatim se kori�s�cenjem CRF algoritma vr�si fuzija semanti�ckih klasa piksela
originalne i vje�sta�cke slike. Dakle, preduslov za fuziju je postojanje velikog skupa
anotiranih lidarskih mjerenja. Na �zalost, anotacija lidarskih, ali i radarskih mje-
renja, je veoma slo�zen, a samim tim i skup proces. U jednom ciklusu mjerenja,
na primjer jednom rotacijom lidara ili jednim osvjetljenjem radara, dobija se skup
mjernih ta�caka koji je vrlo te�sko prezentovati u obliku pristupa�cnom anotatoru. Pod
pojmom anotacije podrazumijeva se dodjeljivanje semanti�ckih klasa pojedina�cnoj
mjernoj ta�cki ili klasteru mjernih ta�caka. Da bi anotatori mogli prepoznati razli�cite
klase detektovanih objekata, senzorska mjerenja im se obi�cno prezentuju uparena
sa slikom kamere. Mali broj anotiranih podataka, uglavnom lo�seg kvaliteta, ogle-
da se u lo�sim performansama algoritama za regresiju i klasi�kaciju. Istra�ziva�ci i
in�zenjeri u ovoj oblasti se zbog toga ograni�cavaju tek na objekte �cija se pripadnost
nekoj klasi relativno lako mo�ze anotirati [30], te na modele manjeg kapaciteta [31].

1.3 Doprinos disertacije

U ovoj disertaciji bi�ce pokazano da je kori�s�cenjem vje�sta�ckih neuronskih mre�za,
na osnovu ulaznih senzorskih mjerenja jednog modaliteta, na izlazu mogu�ce dobiti
vje�sta�cka senzorska mjerenja drugog modaliteta. Na taj na�cin se obilje�zja sadr�zana
u ulaznim signalima transformi�su u prostor obilje�zja izlaznog signala. U disertaci-
ji se ovaj proces naziva transformacija obilje�zja. Osnovni doprinos ove disertacije
je novi, nenadgledani model ma�sinskog u�cenja, takozvana uslovna generativna su-
parni�cka mre�za sa vi�se generatora - CMGGAN (eng. Conditional Multi-Generator
Generative Adversarial Network) [32], kojim se ovakva transformacija omogu�cava.
Va�zna karakteristika CMGGAN modela je da se njegovo obu�cavanje regularizuje
uslovom maksimalne zajedni�cke informacije ulaznih i izlaznih signala, osigurava-
ju�ci time da se obilje�zja prisutna na ulazu nalaze i na izlazu modela. Na taj na�cin
prevazilaze se, u prethodnom odjeljku opisani problem gubitka informacija koji na-
staju uslijed fuzije senzorskih mjerenja razli�citih modaliteta i problem nedostatka
obilje�zja koji nose semanti�cku informaciju u transformisanim obilje�zjima.

Analizom karakteristika senzora i metoda fuzije i interpretacije senzorskih mjerenja
datim u prethodnim odjeljcima, jasno je da se za nadgledanje okru�zenja sistemskog
vozila slike dobijene kamerama koriste kao glavni nosioci semanti�cke informacije.
Zbog jednostavnosti anotacije slika, na raspolaganju stoji veliki broj javno dostup-
nih anotiranih skupova podataka [33,34] koji omogu�cavaju obu�cavanje algoritama
ma�sinskog u�cenja visokog kapaciteta, na primjer dubokih neuronskih mre�za, du-
bokih Bajesovih mre�za i sli�cnih. U vi�se testnih okru�zenja pokazano je da takvi
algoritmi u mnogim slu�cajevima posti�zu rezultate klasi�kacije i regresije koji su
iznad prosje�cnih ljudskih mogu�cnosti [35]. Kamere su, sa druge strane, osjetljive
na ote�zane radne uslove, kao �sto su lo�se ili prekomjerno osvjetljenje ili nepovoljne
meteorolo�ske pojave, pa je uz njih, za percepciju voznog okru�zenja potrebno ko-
ristiti senzore koji se zasnivaju na druga�cijem mjernom principu. Radari se zbog
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visoke pouzdanosti rada u gotovo svim meteorolo�skim uslovima name�cu kao lo-
gi�cno rije�senje. Medutim, mjerenja radara, za razliku od slika dobijenih kamerom,
do sada se nisu pokazala pogodna za prepoznavanje i semanti�cku klasi�kaciju obje-
kata. Upravo radi toga, eksperimentalna analiza, u ovoj disertaciji predlo�zenog me-
toda transformacije obilje�zja, izvr�sena je kori�s�cenjem mjerenja radarskog senzora
kao ulaznog signala i slika kao izlaznog signala. U tom slu�caju, obu�cene neuron-
ske mre�za, sa predstavljenim novim radarskim mjerenjima na njihovim ulazima,
u mogu�cnosti su da generi�su vje�sta�cke slike, nezavisno od kamera koje eventualno
postoje u senzorskoj kon�guraciji visoko automatizovanog vozila. Biti �ce pokazano
da generisane vje�sta�cke slike kvalitativno i kvantitativno sadr�ze obilje�zja okru�zenja
detektovana radarom, te da ih je mogu�ce koristiti za semanti�cku segmentaciju ili
regresiju kori�s�cenjem nekih od nadgledanih algoritama ma�sinskog u�cenja koji su
obu�ceni javno dostupnim skupovima anotiranih slika. Proces fuzije vje�sta�ckih i
stvarnih slika dobijenih kamerom u tako dobijenom semanti�ckom prostoru u diser-
taciji se naziva semanti�cka fuzija.

1.4 Organizacija disertacije

Osnovna tema ove disertacije je obrada signala senzora visoko automatizovanih
vozila kori�s�cenjem vje�sta�ckih neuronskih mre�za. U cilju razumijevanja okru�zenja u
kojem se ovi algoritmi ma�sinskog u�cenja izvr�savaju, u Glavi 2 opisana je op�sta ar-
hitektura sistema automatizovane vo�znje. Pored toga, opisane su neke speci��cnosti
razvoja softvera u automobilskoj industriji, a koje neposredno uti�cu na izbor mo-
dela ma�sinskog u�cenja.

Preduslov za uspje�sno obu�cavanje vje�sta�ckih neuronskih mre�za su veliki skupovi
anotiranih podataka. U Glavi 3 dat je pregled svih skupova podataka kori�s�cenih za
obu�cavanje modela predstavljenih u ovoj disertaciji.

Pove�canje kvaliteta i veli�cine skupova anotiranih podataka je va�zno i taj proces se
treba prevashodno posmatrati kao veoma va�zan metod regularizacije obu�cavanja
modela. Medutim, veoma te�sko je odabrati primjere koje je potrebno anotirati da
bi model u fazi eksploatacije dobro generalizovao. Na primjer, slika koja prikazuje
urbanu saobra�cajnu scenu obi�cno sadr�zi vi�se od 70% piksela koji predstavljaju ko-
lovoz, nebo, kro�snje drve�ca i sli�cno, te veoma mali broj piksela koji predstavljaju
pje�sake i objekte malih dimenzija, a koji su bitni za planiranje trajektorije vozila.
Za o�cekivati je da �ce i model obu�cavan na takvim podacima imati lo�sije perfor-
manse pri detekciji pje�saka nego, na primjer, neba. Medutim, ako se ulazni podaci
posmatraju kao realizacije nekog slu�cajnog procesa, odnosno kao realizacije neke
vi�sedimenzionalne slu�cajne promjenljive, put ka ve�cem broju va�znih obilje�zja mo-
gao bi biti razumijevanje, odnosno u�cenje gustine raspodjele te slu�cajne promjen-
ljive. Poznavanjem gustine raspodjele mogle bi se generisati nove slike, koje po
svojim karakteristikama odgovaraju karakteristikama slika iz skupa za obu�cavanje.
Matemati�cki modeli koji imaju za cilj u�cenje distribucije vjerovatno�ce nazivaju se
probabilisti�cki generativni modeli. Veoma va�zna skupina generativnih modela ko-
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ji se mogu aproksimirati dubokim neuronskim mre�zama nazivaju se generativne
suparni�cke mre�ze i predstavljene su u Glavi 4.

Neke vrste generativnih suparni�ckih mre�za mogu�ce je obu�citi tako da se dovodenjem
odgovaraju�cih uslovnih promjenljivih na njihove ulaze, na izlazu dobijaju signali sa
obilje�zjima koja su od interesa. U disertaciji je predstavljeno nekoliko arhitektura
koje to omogu�cavaju. U Glavi 5 predstavljene su uslovne generativne mre�ze, koje
kao uslovne promjenljive koriste anotacije iz skupa za obu�cavanje. U Glavi 6 pred-
stavljene su generativne suparni�cke mre�ze zasnovane na maksimizaciji zajedni�cke
informacije dvije slu�cajne promjenljive: ulaznog latentnog koda i generisane slike.
Pri tome se latentni kod, za razliku od uslovnih generativnih suparni�ckih mre�za,
otkriva automatski u procesu obu�cavanja.

Analizom pomenutih uslovnih generativnih modela pokazuje se da njima nije mo-
gu�ce ispuniti sve ciljeve sadr�zane u hipotezi disertacije, odnosno da se omogu�ci
transformacija obilje�zja i semanti�cka fuzija mjerenja razli�citih modaliteta - uslovne
generativne suparni�cke mre�ze zahtjevaju anotirane podatke, dok je latentne kodo-
ve informacionih generativnih modela izuzetno te�sko tuma�citi i koristiti. U Glavi 7
predstavljene su uslovne generativne suparni�cke mre�ze sa vi�se generatora, kojima je
mogu�ce prevazi�ci pomenute nedostatke dosada�snjih uslovnih generativnih modela.

U Glavi 8 razmatra se mogu�cnost transformacije obilje�zja i semanti�cke fuzije slika
dobijenih kamerom i radarskih mjerenja kori�s�cenjem uslovne suparni�cke mre�ze sa
tri generatora. Validacija predlo�zenih metoda fuzije podataka izvr�sena je detaljnom
eksperimentalnom analizom zasnovanom na objektivnim i subjektivnim ocjenama
kvaliteta generisanih slika.

1.5 Publikacije

Istra�zivanja prezentovana u ovoj disertaciji ve�cim dijelom nastala su u toku rada
na projektima realizacije visoko automatizovanih sistema vo�znje �rmi Elektrobit
Automotive GmbH i Mercedes-Benz Cars and Vans AG. Fuzija mjerenja razli�citih
modaliteta kori�s�cenjem varijacionih optimizacionih nivo-skup metoda objavljena
je jo�s u [36]. U ranoj fazi istra�ziva�ckog rada na obradi senzorskih mjerenja, nivo-
skup metode su se zbog velike kompleksnosti i velikog broja hiper�parametera
pokazale neadekvatnima za ovu primjenu. U daljem toku istra�zivanja, neuronske
mre�ze u kompleksnom domenu nametnule su se kao prirodno rje�senje za klasi�kaciju
radarskih mjerenja, koja su po svojoj prirodi takode kompleksne veli�cine. Iako je
dio istra�zivanja o dubokim neuronskim mre�zama u kompleksnom domenu objavljen
u [37], zbog nemogu�cnosti regularizacije procesa obu�cavanja ovih mre�za, dobijeni
rezultati nisu se pokazali dovoljno kvalitetnim da nadu mjesto u ovoj disertaciji. Sa
druge strane, ovo istra�zivanje otvorilo je put prema novim mogu�cnostima analize i
razumijevanju radarskih podataka. Istra�zivanja posve�cena transformaciji obilje�zja
i semanti�ckoj fuziji radarskih mjerenja i slika dobijenih kamerom djelimi�cno su
predstavljena u [38] i [32]. Teorijska osnova i pro�sireni rezultati ovog istra�zivanja
dati su u nastavku ove disertacije.
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Glava 2

Arhitektura sistema automatizovane

vo�znje

Da bi se djelimi�cno razjasnila slo�zenost problematike razmatrane u disertaciji, u
ovoj glavi data je analiza ljudskih vje�stina potrebnih za upravljanje automobilom.
Dalje je prikazana funkcionalna arhitektura sistema visoko automatizovane vo�znje
inspirisana ovom analizom. Na kraju, razmatraju se bezbjednosni rizici koje, po-
tencijalno neispravni, visoko automatizovani sistemi vo�znje predstavljaju za ostale
u�cesnike u saobra�caju.

2.1 Vje�stina upravljanja automobilom

Najve�ca inspiracija za razvoj sistema koji bi omogu�cili visoko automatizovano kre-
tanje motornih vozila je svakako sam �covjek - voza�c. U toku izvr�savanja nekog
zadatka, pa i vo�znje, pona�sanje ili djelovanje �covjeka nije zasnovano samo na po-
vratnim informacijama dobijenim u toku same radnje, ve�c i na iskustvu dobijenom
u prija�snjim poku�sajima izvr�savanja istog ili sli�cnog zadatka. U radu [1] autor ka-
tegorizuje ljudsko pona�sanje prema u�cinkovitosti, i to u tri kategorije: pona�sanje
zasnovano na ste�cenim vje�stinama, pona�sanje zasnovano na nau�cenim pravilima i
pona�sanje zasnovano na znanju. Ilustracija datih kategorija pona�sanja data je na
Slici 2.1.

Pona�sanje zasnovano na ste�cenim vje�stinama predstavljaju senzorsko�motorne funk-
cije koje se izvr�savaju automatski, bez svjesne kontrole. Svi pokreti i akcije su br-
zi, djeluju sinhronizovano i svrsishodno. U su�stini, aktivnosti �covjeka se na ovom
nivou mogu posmatrati kao integrisana sekvenca vje�stina, ukomponovanih za da-
ti zadatak. Pojavom gre�ske u toku izvr�savanja funkcije (na primjer kod tenisera
neo�cekivani po�cetni polo�zaj tijela prilikom izvodenja servisa), u pozitivnu povrat-
nu spregu se uklju�cuje signal gre�ske izmedu trenutnog i o�cekivanog stanja koje je
sadr�zano u internoj reprezentaciji svijeta. Signal gre�ske se dalje koristi za izbor
novih ili adaptaciju postoje�cih automatizovanih senzorsko-motornih funkcija. Po-
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2.1. Vje�stina upravljanja automobilom

Slika 2.1: Kategorizacija ljudskog pona�sanja prema Rasmussenu [1].

na�sanje se zasniva dakle, na pozitivnoj povratnoj sprezi i na veoma �eksibilnom
i e�kasnom modelu svijeta. Za upravljanje automobilom, vje�stine na ovom nivou
performansi su klju�cne za, na primjer, stabilizaciju vozila usljed proklizavanja ili
izbjegavanje iznenadnih prepreka.

Na sljede�cem nivou u�cinkovitosti pona�sanja - pona�sanja zasnovanom na pravilima,
kompozicija akcija ili vje�stina je odredena memorisanim pravilima ili procedurama.
Do pravila se mo�ze do�ci empirijski, u toku komunikacije sa drugim osobama, ili se
mo�ze izvesti kroz misaono rje�savanje problema ili planiranje. Funkcije na ovom ni-
vou nisu pod direktnom kontrolom cilja, ve�c kroz povratnu spregu pod kontrolom
vi�seg konceptualnog nivoa. Ponekad cilj nije eksplicitno ni zadat, ve�c se pravila po-
na�sanja okidaju implicitno u zavisnosti od situacije. Mo�ze se re�ci da je ovakav vid
pona�sanja karakteristi�can kada se osoba nalazi u poznatom okru�zenju. Na primjer,
za upravljanje automobilom, pod ovu kategoriju pona�sanja bi se mogle svrstati
funkcije za odabir odgovaraju�ce saobra�cajne trake ili prilagodavanje brzine vozi-
la va�ze�cim saobra�cajnim propisima. Na takve funkcije odredi�ste putovanja nema
nikakav ili vrlo mali uticaj.

U nepoznatim situacijama, sa kojima se osoba suo�cava u okru�zenju za koje ne posto-
je memorisana pravila pona�sanja, pona�sanje prelazi na sljede�ci, vi�si konceptualni,
ali manje u�cinkovit nivo. Pona�sanje na ovom nivou je pod direktnom kontrolom
cilja i zasnovano je na ste�cenom znanju. Za de�nisani cilj i na osnovu rezulta-
ta dobijenih analizom okru�zenja, tra�zi se optimalan plan za postizanje toga cilja.
Optimalan plan se dobija izborom jednog od vi�se razmatranih planova metodom
poku�saja i pogre�saka ili konceptualno, razumijevanjem funkcionalnih osobina oko-
line, a zatim predvidanjem efekata koje bi razmatrani plan mogao imati na istu.
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2.2. Funkcionalna arhitektura sistema automatizovane vo�znje

Za upravljanje automobilom, pod ovu kategoriju pona�sanja spada na primjer navi-
gacija ili ra�cunanje optimalne putanje vozila u toku izvodenja manevra paralelnog
parkiranja (koje se �cesto svede na metod poku�saja i pogre�saka).

Ovdje je interesantno razmotriti ulogu i vrstu informacija koje se razmjenjuju sa
okolinom, ali i izmedu razli�citih kategorija pona�sanja. �Cinjenica je da informacija
ili indikacije iz okru�zenja mogu biti do�zivljene razli�cito za razli�cite posmatra�ce.
Na primjer, na nivou pona�sanja zasnovanog na ste�cenim vje�stinama, informacije
iz okru�zenja se primaju kao prostorno-vremenski signali, koji predstavljaju kvan-
titativne indikatore prostorno-vremenskog stanja okru�zenja. Na nivou pona�sanja
zasnovanog na pravilima, informacija se prima u formi znakova. Informacija se de-
�ni�se kao znak ako se koristi da aktivira ili modi�kuje prede�nisane akcije ili kog-
nitivni sadr�zaj. Znakovi se odnose na situacije ili primjereno pona�sanje de�nisano
konvencijom ili prethodnim iskustvom - ne odnose se na koncepte i ne predstavljaju
funkcionalne osobine okoline. Medutim, da bi bila korisna za kauzalno rezonovanje,
odnosno za predvidanje ili obja�snjavanje nepoznatog pona�sanja okoline, informaci-
ja mora imati formu simbola. Simboli se odnose na koncepte vezane za funkcionalne
osobine, ideje ili odnose, i kao takvi mogu biti kori�s�ceni za rezonovanje. Potrebno
je dodati da se signali, a samim tim i znakovi i simboli ne mogu smatrati apsolutno
pouzdanim.

2.2 Funkcionalna arhitektura sistema automatizo-

vane vo�znje

Prirodno je primijeniti rezultate analize vje�stina voza�ca koje su potrebne za upra-
vljanje vozilom i na de�nisanje funkcionalne arhitekture sistema automatizovane
vo�znje. Funkcionalna arhitektura predstavlja speci�kaciju planiranih funkcional-
nih komponenata i komunikacije izmedu njih u cilju postizanja �zeljenog pona�sanja
sistema. SAE J3016 de�ni�se tri vrste komponenata koje se mogu na�ci u jednom
takvom sistemu:

• Operativne komponente, odgovorne za lateralno (skretanjem) i longitudinalno
(ubrzavanjem ili usporavanjem) upravljanje vozilom.

• Takti�cke komponente, odgovorne za planiranje i izvr�savanje menevara, pre-
poznavanje, klasi�kaciju i izbjegavanje objekata, de�nisanje trajektorije, re-
akciju na saobra�cajne dogadaje (u smislu pove�canja uo�cljivosti vozila generi-
sanjem zvu�cnih ili svjetlosnih signala i sli�cno) itd.

• Strate�ske komponente, odgovorne za planiranje puta (odredivanje destinacije,
vremena polaska, najbolje rute itd.).

Ve�c na osnovu ove kategorizacije funkcionalnih komponenata, mo�ze se zaklju�citi
da SAE J3016 preslikava kategorizaciju ljudskog pona�sanja prema u�cinkovitosti
datu u prethodnom odjeljku. SAE J3016 za svaku klasu komponenata de�ni�se
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2.2. Funkcionalna arhitektura sistema automatizovane vo�znje

i funkcionalnost koja mora biti automatizovana da bi se dostigao najvi�si stepen
automatizacije vo�znje.

Da bi sistem automatizovane vo�znje bio u stanju da izvr�sava takti�cke i strate�ske za-
datke u funkcionalnu arhitekturu mora biti ukomponovana i interna reprezentacija
okru�zenja vozila. Takode, kao �sto je ve�c prikazano na Slici 2.1, bilo bi po�zeljno da
je komunikacija izmedu funkcionalnih komponenata sistema organizovana hijerar-
hijski, na osnovu semanti�ckog zna�cenja informacija. Na taj na�cin komponente na
ni�zem nivou hijerarhije imaju ograni�ceno semanti�cko razumijevanje ulaznih signala,
ali su u stanju da generi�su ulaze za komponente koje su na vi�sem nivou hijerarhije,
time produbljuju�ci nihovo semanti�cko znanje i razumijevanje okru�zenja.

Uzimaju�ci u obzir navedene zahtjeve, autori u [39] predla�zu funkcionalnu arhitek-
turu sistema automatizovane vo�znje koja je prikazana na Slici 2.2. Tok informacija

Slika 2.2: Funkcionalna softverska arhitektura sistema automatizovane vo�znje.

na dijagramu je sa lijeva na desno, od senzora prema aktuatorima. Kao �sto se vi-
di, ova arhitektura oslikava i SAE J3016 klasi�kaciju funkcionalnih komponenata.
Komponente kontrole vozila i aktuatori obavljaju operativne funkcije. Komponente
planiranje predstavljaju SAE J3016 takti�cke funkcije, dok komponente zadu�zene
za arbitra�zu pona�sanja izvr�savaju strate�ske funkcije.

Za osmatranje okoline (na primjer za detekciju i odredivanje polo�zaja objekata u
okru�zenju vozila) i za odredivanje relativnog polo�zaja sistemskog vozila u odnosu
na druge objekte iz okru�zenja (lokalizaciju), automatizovana vozila koriste razli�cite
tipove elektri�cnih senzora. Da bi se objedinio pristup senzorskim mjerenjima, ali i
ograni�cilo potrebno ekspertsko znanje potrebno za obradu senzorskih podataka kod
funkcionalnih komponenata drugih klasa, pristup senzorskim podacima je potrebno
apstrahovati. Apstrakcija senzora uklju�cuje softverske interfejse prema senzorima,
te mogu�ce funkcije adaptacije ili konverzije mjerenja u oblik potreban za njihovu
pravilnu interpretaciju.
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Elektri�cne senzore karakteri�se niz parametara, kao na primjer: osjetljivost, preci-
znost, selektivnost, opseg i rezolucija. Funkcionalne komponente zadu�zene za fuziju
senzorskih mjerenja imaju zadatak da kombinuju velike skupove mjernih podataka
heterogenih senzora u cilju prevazila�zenja konstrukcijskih ili principijelnih nedosta-
taka svakog od pojedina�cnih senzora. Ovdje se pravi razlika izmedu stacionarnih i
dinami�ckih objekata (pje�saci, druga vozila), i objekata koji ne predstavljaju pre-
preke vo�znji, ali �cije semanti�cko zna�cenje (na primjer sabra�cajni znaci, semafori i
sli�cno) imaju neposredan uticaj na vozni zadatak.

Model svijeta predstavlja kompletnu sliku internog i eksternog stanja (okru�zenja)
vozila, detektovanog senzorima visoko automatizovanog vozila. Podatke dobijene
od fuzije je mogu�ce kombinovati sa podacima u dijeljenoj memoriji (na primjer
kartama) kako bi se model svijeta upotpunio sa podacima vezanim za geografsku
poziciju vozila. Model svijeta je takode pogodno mjesto za vizuelizaciju podataka,
omogu�cavaju�ci time uvid u performanse primjenjenih algoritama za percepciju,
otkrivanje gre�saka u toku razvoja i eksploatacije sistema, i sli�cno.

Funkcionalne komponente iz klase Arbitra�za pona�sanja zadu�zene su za predikci-
ju okru�zenja, na primjer predikciju kretanja pje�saka ili drugih vozila, i generisanje
pona�sanja sistemskog vozila. Sa izra�cunatim parametrima okru�zenja, zadatak siste-
ma je da izabere plan pona�sanja koji omogu�cava dostizanje zadatog odredi�sta bez
ugro�zavanja saobra�cajne bezbjednosti. Komponenta za interakciju �covjeka i ma�sine
(eng. Human Machine Interface - HMI ) omogu�cava unos �zeljenog odredi�sta. Na-
kon promjene odredi�sta, komponenta za globalno rutiranje ra�cuna novu putanju
kretanja vozila i trigeruje novo generisanje pona�sanja.

Planiranje putanje predstavlja svaki manevar koje sistemsko vozilo mora da izvede
kako bi zadovoljilo izabrano pona�sanje. Komponente za planiranje putanje i nad-
zor imaju zadatak da generi�su trajektoriju vozila bez prepreka. Za sisteme do i
uklju�cuju�ci 4. stepen automatizacije, koji nisu u mogu�cnosti da bezbjedno ispune
zahtjeve potrebne za potpunu automatizaciju vo�znje (5. stepen), kontrola nad vozi-
lom u nebezbjednim situacijama prelazi na voza�ca. U tu svrhu ova klasa uklju�cuje
i komponentu za noti�kaciju voza�ca ili putnika.

Funkcionalne komponente za kontrolu vozila su zadu�zene za navodenje vozila pla-
niranom trajektorijom. Kontrolni moduli za lateralno i longitudinalno kretanje
upravljaju aktuatorskim funkcijama ko�cenja, ubrzavanja i transmisije. Ukoliko pla-
nirana trajektorija uklju�cuje promjenu koja zahtjeva signalizaciju, komunikacioni
mehanizmi sa vanjskim svijetom se trigeruju preko komponente za komunikaciju
namjere.

Visoko automatizovana vozila koriste i generi�su velike skupove podataka. Potreba
za takvim funkcijama predstavljena je blokom za upravljanje podacima. Na pri-
mjer, globalna lokalizacija zahtjeva internu memoriju za karte, algoritmi ma�sinskog
u�cenja zahtjevaju internu memoriju za �cuvanje obu�cenih modela (baza znanja),
interno stanje vozila zahtjeva napredne mehanizme za generisanje programskih za-
pisa i izvje�staja (administrativni programski zapisi predstavljaju programske zapise
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propisane od strane zakonodavca).

Da bi se pravilno opisala klasa veoma va�znih funkcionalnih komponenata za upra-
vljanje bezbjedno�s�cu potrebno je razumijeti proces nastajanja softvera u automo-
bilskoj industriji i bezbjednosne norme koje je pri tome potrebno ispuniti. Sa tim
na umu, u sljede�cem odjeljku je, u razumnim okvirima, predstavljen medunarodni
standard ISO 26262 koji de�ni�se okvir za upravljenje rizikom prilikom razvoja har-
dvera i softvera, a koji je speci��can za automobilsku industriju. Na ovom mjestu
je va�zno primijetiti da upravljenje bezbjedno�s�cu doti�ce sve komponente date funk-
cionalne arhitekture sistema.

2.3 Funkcionalna bezbjednost prema standardu ISO

26262

U najop�stijem smislu pojam bezbjednosti (eng. safety) podrazumijeva odsustvo
nevolje ili opasnosti, bez obzira na njihov uzrok. Pored rije�ci bezbjednost, u srp-
skom jeziku je u upotrebi jo�s i rije�c sigurnost (eng. security). Iako se ove dvije
rije�ci u svakodnevnoj upotrebi �cesto koriste kao sinonimi (na primjer za oba pojma
u njema�ckom jeziku koristi se ista rije�c - Sicherheit), sigurnost ipak predstavlja �siri
pojam od bezbjednosti, zato �sto osim odsustva opasnosti obuhvata i izvjesnost,
samopouzdanje, pa i lakomislenost [40]. U ovoj disertaciji pojam bezbjednosti se
posmatra u kontekstu uticaja nekog sistema ili komponente motornog vozila na
bezbjednost u�cesnika u saobra�caju. S tim u vezi de�nise se i pojam funkcionalne
bezbjednosti (eng. functional safety), i to kao na�cin minimizacije opasnosti uzroko-
vane nekim (mo�zda neispravnim) sistemom. Za jedan takav sistem pravilno je re�ci:
½sistem sa zahtjevima za funkcionalnu bezbjednost“. Takode treba praviti razliku
izmedu funkcionalne bezbjednosti i bezbjednosnih sistema (eng. safety systems).
Na primjer, vazdu�sni jastuk je bezbjednosni sistem koji ima zahtjeve za funkcional-
nu bezbjednost (ne smije se gre�skom aktivirati). Sistem za automatsko parkiranje
je sistem koji ima zahtjeve za funkcionalnu bezbjednost (kada je aktivan ne smije
da ugrozi u�cesnike u saobra�caju), ali nije bezbjednosni sistem.

Kao ni ve�cinu �zivotnih pojava, �covjek ni bezbjednost ne do�zivljava kategori�cki, kao
binaran pojam. Odnosno, nije uobi�cajeno razlikovati samo dva stanja bezbjednosti:
bezbjedno ili nebezbjedno stanje. Radije se tada govori o ve�cem ili manjem riziku
koju opasan dogadaj u datoj situaciji predstavlja. Uzimaju�ci u obzir ozbiljnost po-
sljedica koje opasan dogadaj mo�ze izazvati i vjerovatno�cu pojave opasnog dogadaja
za datu situaciju, rizik se mo�ze de�nisati kao:

Rizik = Ozbiljnost · P (Opasan dogadaj |Situacija) (2.1)

Primjenom Bajesove teoreme1 na vjerovatno�cu pojave opasnog dogadaja za datu

1Bajesova teorema matemati�cki se izra�zava jedna�cinom P (A|B) = P (B|A)P (A)
P (B) , pri �cemu su A

i B slu�cajni dogadaji, a P (B) 6= 0.
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situaciju, P (Opasan dogadaj |Situacija), prethodna jedna�cina mo�ze se pisati kao:

Rizik ∼ Ozbiljnost · P (Opasan dogadaj) · P (Situacija |Opasan dogadaj). (2.2)

U prethodnoj jedna�cini imenilac P (Situacija) je izostavljen jer je konstantan za
bilo koji opasan dogadaj, te kao takav ne uti�ce na relativnu vrijednost rizika. U
literaturi koja obraduje problematiku bezbjednosti (na primjer [41]) uobi�cajeno je
jedna�cinu (2.2) pisati na sljede�ci na�cin:

Rizik = Ozbiljnost · (Učestalost · V jerodostojnost), (2.3)

jer se apriorna vjerovatno�ca pojave opasnog dogadaja P (Opasan dogadaj) mo�ze
posmatrati kao u�cestalost njegovog pojavljivljanja, dok je njegova vjerodostojnost2

za datu situaciju data sa P (Situacija |Opasan dogadaj).

Prirodno je tako posmatrati i funkcionalnu bezbjednost. Kao referentna veli�cina za
ocjenu funkcionalne bezbjednosti koristi se granica dozvoljenog rizika. Neki sistem
mo�ze se smatrati dovoljno bezbjednim, ukoliko se rizik njegove upotrebe nalazi
ispod te granice. Granica dozvoljenog rizika je odredena aktuelnim stanjem nauke
i tehnologije. Aktuelnim stanjem nauke i tehnologije smatra se sva javno dostupna
literatura (u obliku knjiga, �casopisa, standarda i drugih), a koja se odnosi na datu
problematiku.

Zakonodavci u mnogo slu�cajeva ne propisuju eksplicitno bezbjednosne norme sa
kojima proizvoda�ci automobila moraju usagla�savati svoje proizvode i proizvodne
procese. Medutim, primjena takvih normi je implicitno obavezuju�ca. Na primjer, u
njema�ckom Gradanskom zakoniku stoji odredba (�BGB 823 Schadenersatzp�icht)
o obaveznoj nadoknadi �stete ukoliko se usljed nemara ugrozi ne�ciji �zivot, tijelo,
zdravlje, sloboda, vlasni�stvo ili neko drugo pravo. Dakle, postoji obaveza (eng. due�
diligence) primjene tehnologije koja odgovara aktuelnom stanju nauke i tehnologije,
sve drugo mo�ze se smatrati nemarom.

Zahtjeve za funkcionalu bezbjednost elektri�cnih, elektronskih i programabilnih elek-
tronskih sistema obuhvata tehni�cka norma IEC/EN 61508 [42]. Za automobilsku
industriju je relevantna, iz nje izvedena, ISO 26262 norma [43]. ISO 26262 obuhvata
de�nicije, smjernice, te proizvodne i kontrolne procedure za postizanje funkcional-
ne bezbjednosti elektri�cnih i elektronskih (E/E) komponenata. ISO 26262 de�ni�se
bezbjednost kao ½odsustvo nerazumnog (ili neopravdanog, neprihvatljivog) rizika“.
Funkcionalna bezbjednost je prema ovom standardu de�nisana kao ½odsustvo nera-
zumnog rizika usljed opasnosti izazvane kvarom na E/E sistemu“, dok je nerazumni
rizik de�nisan kao ½rizik koji je neprihvatljiv prema va�ze�cim socijalnim i moralnim
na�celima“.

2Vjerodostojnost (eng. likelihood) nije isto �sto i vjerovatno�ca. U zavisnosti od problema koji
se modeluje, izraz P (Situacija |Opasan dogadaj) mo�ze se posmatrati dvojako: kao vjerovatno�ca
pojave situacije za dati opasan dogadaj ili kao vjerodostojnost opasnog dogadaja za datu situaciju.
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2.3.1 Speci�kacija bezbjednosnih ciljeva

Posmatranjem nekog sistema ili funkcionalne komponente sa najvi�seg nivoa ap-
strakcije, de�ni�se se bezbjednosni cilj (eng. safety goal). Na primjer, ½Funkcional-
na komponenta Longitudinalna kontrola ne smije pokrenuti ne�zeljenu proceduru
ko�cenja vozila koja bi mogla dovesti do opasnosti“ primjer je jednog bezbjednosnog
cilja funkcionalne komponente Longitudinalna kontrola. Svakom bezbjednosnom
cilju mora se dodijeliti i bezbjedno stanje (eng. safe state). Za prethodni primjer
bezbjedno stanje bi moglo biti ½Onemogu�cena funkcija Longitudinalna kontrola“.
Smisao ispunjavanja bezbjednosnih ciljeva ogleda se u smanjivanju rizika identi�-
kovanih, potencijalno opasnih, situacija ispod granice dozvoljenog rizika i odnosi
se na sve funkcije i podfunkcije koji direktno ili indirektno mogu da uti�cu na po-
smatranu funkciju. Bezbjednosni cilj obi�cno nije mogu�ce ispuniti direktno, ve�c se,
analizom potencijalnog rizika, iz njega izvode bezbjednosni zahjevi (eng. safety
requirements) ni�zeg nivoa.

Bezbjednosni ciljevi mogu biti zadati za razli�cite kategorije rizika, tako da je ne-
ke bezbjednosne ciljeve lak�se, a neke te�ze ispuniti. ISO 26262 standard de�ni�se
metodologiju za analizu i klasi�kaciju potencijalno rizi�cnih situacija na osnovu tri
parametra rizika:

• U�cestalost izlaganja (eng. exposure) rizi�cnoj situaciji. U�cestalost situacije
mo�ze biti: veoma niska, niska, srednja ili visoka.

• Upravljivost (eng. controllability) funkcionalnim otkazom hardverskih ili sof-
tverskih komponenata u cilju izbjegavanja rizi�cne situacije. Upravljivost pri
tome mo�ze biti: jednostavna, normalna ili te�ska (ili nemogu�ca).

• Ozbiljnost �stete (eng. severity) izazvane rizi�cnom situacijom. Ozbiljnost �stete
je pri tome proporcionalna te�zini potencijalnih povreda.

Rezultat analize i klasi�kacije rizika je nivo potencijalnog rizika. Potencijalni rizik
mogu�ce je kvanti�kovati jednim od pet nivoa: QM (eng. Quality Management),
ASIL-A, ASIL-B, ASIL-C i ASIL-D (eng. ASIL - Automotive Safety Integrity Le-
vel), pri �cemu ASIL-A odgovara najmanjem riziku, a ASIL-D najve�cem. Su�stinski,
do ASIL nivoa dolazi se zamjenjuju�ci u jedna�cini (2.3) V jerodostojnost konceptom
Upravljivosti [44]:

ASIL = Ozbiljnost× (Učestalost× Upravljivost). (2.4)

Takva de�nicija rizika je sasvim opravdana, jer mnogo je lak�se analizirati i testirati
upravljivost softverom ili hardverom u slu�caju otkaza, nego analizirati vjerodostoj-
nost pojave otkaza. Osim toga, analiza vjerodostojnosti pojave otkaza te�sko mo�ze
dati konkretne smjernice za dizajn hardvera ili softvera. U Tabeli 2.1 dat je detaljan
pregled nivoa rizika, i na�cina na koji se oni utvrduju.

Standard ISO 26262 za svaki od navedenih nivoa potencijalnog rizika normativno
zadaje mjere potrebne za izbjegavanje ili prevazila�zenje sistemskih i slu�cajnih funk-
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Tabela 2.1: Kategorizacija rizika prema ISO 26262 standardu.

Upravljivost

Ozbiljnost mogu�ce �stete U�cestalost situacije C1 (jednostavna) C2 (normalna) C3 (te�ska ili nemogu�ca)

E1 (veoma niska) QM QM QM

E2 (niska) QM QM QM

E3 (srednja) QM QM ASIL-A

S1

(lak�se do umjerene povrede)

E4 (visoka) QM ASIL-A ASIL-B

E1 (veoma niska) QM QM QM

E2 (niska) QM QM ASIL-A

E3 (srednja) QM ASIL-A ASIL-B

S2

(te�ze i povrede opasne po �zivot uz

veliku vjerovatno�cu pre�zivljavanja)
E4 (visoka) ASIL-A ASIL-B ASIL-C

E1 (veoma niska) QM QM ASIL-A

E2 (niska) QM ASIL-A ASIL-B

E3 (srednja) ASIL-A ASIL-B ASIL-C

S3

(povrede opasne po �zivot uz

malu vjerovatno�cu pre�zivljavanja)
E4 (visoka) ASIL-B ASIL-C ASIL-D

cionalnih otkaza, sa ciljem da nakon primjene tih mjera preostali rizik le�zi ispod
granice dozvoljenog rizika. Kod ASIL-D kategorije potrebno je naravno primijeniti
vi�se procedura i mjera da bi se ispunili zadati bezbjednosni zahtjevi, nego kod,
na primjer, kategorije ASIL-A. Ako je rizik kategorizovan sa QM, dovoljna je pri-
mjena nekog od standarda za upravljanjem kvalitetom i primjena ISO 26262 nije
neophodna (mada je ponekad po�zeljna). U automobilskoj industriji to je obi�cno
Automotive SPICE [45], izveden iz medunarodnog ISO/IEC 15504 (SPICE) stan-
darda. Ovdje medutim treba napomenuti da je ponekad mnogo te�ze ispuniti QM
standarde nego ISO 26262.

Primjer procedura za detekciju gre�ske na nivou softverske arhitekture je dat u
Tabeli 2.2. Simboli u tabeli imaju sljede�ce zna�cenje:

� ½++“ ozna�cava da je upotreba metode visoko�preporu�cena za identi�kovani
ASIL;

� ½+“ ozna�cava da je upotreba metode preporu�cena za identi�kovani ASIL;

� ½o“ ozna�cava da upotreba metode nema posebne preporuke za upotrebu za
identi�kovani ASIL.

Zadati bezbjednosni ciljevi se dalje razla�zu na sve nivoe hardverske i softverske
sistemske arhitekture. Svakoj pasivnoj ili aktivnoj funkcionalnoj komponenti u vo-
zilu, koja ima mogu�cnost da ugrozi zadati bezbjednosni cilj, dodjeljuju se zahtjevi
za funkcionalnu bezbjednost (eng. safety requirements).

2.3.2 Ispunjavanje zahtjeva za funkcionalnu bezbjednost

Nakon �sto su za neki proizvod izvr�seni analiza i kategorizacija bezbjednosnog rizika,
zadati bezbjednosni ciljevi i, iz bezbjednosnih ciljeva izvedeni, zahtjevi za funkci-
onalnu bezbjednost, prema ISO 26262 potrebno je utvrditi da su ti isti ciljevi i
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Tabela 2.2: Mehanizmi za detekciju gre�ske na nivou softverske arhitekture

Metode
ASIL

A B C D

1a Provjera dozvoljenog opsega vrijednosti ulaznih i izlaznih podataka ++ ++ ++ ++

1b Provjera vjerodostojnostia + + + ++

1c Otkrivanje gre�saka u podacimab + + + +

1d Eksterni monitoringc o + + ++

1e Monitoring kontrolnog toka o + ++ ++

1f Diversi�kovan softverski dizajn o o + ++
a Provjera vjerodostojnosti se mo�ze vr�siti poredenjem signala sa onima dobijenim referentnim modelom, provjerom

podrazumijevanih vrijednosti ili poredenjem signala dobijenih iz vi�se izvora.

b Otkrivanje gre�saka u podacima se mo�ze vr�siti kodovima za otkrivanje gre�saka i redundantim skladi�stenjem podataka.

c Eksterni monitoring se mo�ze vr�stiti ASIC kolom ili nekom drugom softverskom komponentom za nadzor (eng. watchdog).

zahtjevi i ispunjeni. To istovremeno zna�ci da su prema ISO 26262 standardu do-
kumentovanje kori�s�cenog algoritma i speci�kacija kori�s�cenog hardvera potrebni ali
ne i dovoljni uslovi da bi se sistem kvali�kovao funkcionalno bezbjednim. Za kva-
li�kaciju sistema funkcionalno bezbjednim potrebno je izvr�siti i njegovu validaciju
i veri�kaciju.

U cilju validacije, rje�senje, i sve njegove komponente, moraju biti jednozna�cno po-
vezane sa zadatim zahtjevima za funkcionalnu bezbjednost, u vidu speci�kacije
(dokumentacije). Takva logi�cka veza izmedu implementacije i zahtjeva za funkci-
onalnu bezbjednost se naziva sljedivost zahtjeva (eng. requirements traceability).
Validacija treba da odgovori na pitanje: ½Da li je razvijen sistem koji ispunjava
zadati bezbjednosti cilj?“. Potpuna speci�kacija sistema je neophodna i za veri�-
kaciju rje�senja. Za razliku od validacije, veri�kacija treba da odgovori na pitanje:
½Da li je sistem razvijen ispravno?“. Takvu dokumentaciju za kompleksne sisteme,
kao �sto je sistem automatizovane vo�znje �cija je funkcionalna arhitektura data na
Slici 2.2, je veoma te�sko napisati.

Ve�c dati primjer bezbjednosnog cilja ½Funkcionalna komponenta Longitudinalna
kontrola ne smije pokrenuti ne�zeljenu proceduru ko�cenja vozila koja bi mogla do-
vesti do opasnosti.“ mo�ze poslu�ziti da se uka�ze na problematiku koja se ovdje
javlja. Kao �sto je ve�c pomenuto, potrebno je pokazati sljedivost bezbjednosnih
zahtjeva na svim nivoima implementacije rje�senja. U konkretnom primjeru, funkci-
onalnom komponentom ½Longitudinalna kontrola“ upravlja jedna od komponenata
zadu�zenih za planiranje. Komponente planiranja koriste rezultate arbitra�ze po-
na�sanja, koje sa druge strane koriste informacije modela svijeta. Model svijeta se
formira kori�s�cenjem algoritama za detekciju objekata, izmedu ostalih i pje�saka. Spe-
ci�kacija, a samim tim i veri�kacija sistema mora da obuhvati sve mogu�ce polo�zaje,
svih mogu�cih pje�saka u okru�zenju sistemskog vozila. To naravno nije mogu�ce, pa
se ovdje govori o prazninama u sljedivosti bezbjednosnih zahtjeva.
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2.3.3 Prevazila�zenje praznina u sljedivosti bezbjednosnih za-

htjeva

Naizgled, problem praznina u sljedivosti bezbjednosnih zahtjeva bi se mogao ri-
je�siti primjenom statisti�ckih metoda. Na primjer, u prethodnom primjeru mogu�ce
je upotrijebiti algoritam koji stohasti�cki modeluje polo�zaj pje�saka. Stvarni polo�zaj
pje�saka nikada nije poznat, ve�c se rekurzivno procjenjuje nizom mjerenja. Razlika
izmedu procijenjenog i izmjerenog polo�zaja pje�saka naziva se rezidualna gre�ska, pa
se tako i vjerovatno�ca pogre�sne procjene algoritma naziva vjerovatno�ca rezidual-
ne gre�ske. Vjerovatno�ca rezidualne gre�ske mo�ze da se posmatra kao kon�guracioni
parametar algoritma, i to tako da ni�za vrijednost vjerovatno�ce zna�ci vi�si stepen
automatizacije vo�znje. Medutim, ovdje se name�ce pitanje, koja je prihvatljiva vri-
jednost vjerovatno�ce rezidualne gre�ske u slu�caju visoko i potpuno automatizovanih
vozila? Na �zalost, ISO 26262 ne daje odgovor na ovo pitanje. Iako se ISO 26262 bavi
kvantitativnom (u�cestanost pojave kvarova) i kvalitativnom (identi�kacija kvaro-
va) analizom kvarova hardvera, na nivou softvera, pojava gre�saka se tretira samo
kvalitativnom analizom. To je naravno sasvim razumljivo, jer pogre�sno je o�cekivati
da Medunarodna organizacija za standardizaciju, ISO, preuzme odgovornost de�-
nisanja dozvoljene vjerovatno�ce rezidualne gre�ske softverskih algoritama, koji even-
tualno mogu dovesti do fatalnih posljedica za u�cesnike u saobra�caju.

Agresivan marketing kompanija koje u�cestvuju u realizaciji sistema automatske
vo�znje daje opravdan utisak da dozvoljenu vjerovatno�cu rezidualne gre�ske u stvari
propisuje javno mnijenje. Na in�zenjerima i istra�ziva�cima je da obezbjede dovoljnu
koli�cinu pouzdanih podataka i dokaza koji �ce kod javnog mnijenja podi�ci nivo po-
vjerenja u novu tehnologiju i u�ciniti je op�ste prihvatljivom. To zna�ci da bi rje�senje
problema praznina u sljedivosti bezbjednosnih zahtjeva koje nastaju kori�s�cenjem
algoritama ma�sinskog u�cenja, onda bilo prilagodeni standard, koji odra�zava pri-
hva�cene dru�stvene norme [46�49]. Do tada, jedno od rje�senja vidi se u jednostav-
nom ograni�cavanju saobra�cajnih situacija u kojima se automatizovano vozilo mo�ze
koristiti, pa se onda na primjer mo�ze govoriti o sistemu automatizovane vo�znje
stepena 4, �cija je funkcionalna bezbjednost serti�kovana samo na ta�cno odredenoj
geografskoj lokaciji, parkingu ili sli�cno.

2.3.4 Problem validacije i veri�kacije vje�sta�ckih neuronskih

mre�za

Va�ze�ce norme razvoja softvera u automobilskoj industriji polaze od �cinjenice da se
algoritam programira. Sa druge strane, vje�sta�cka neuronska mre�za se obu�cava sku-
pom podataka za obu�cavanje i testira skupom podataka za testiranje. Ovakav na�cin
½programiranja“ algoritma podacima otvara mnoga pitanja na koja je u toku va-
lidacije potrebno odgovoriti. Naravno, pored validacije pojedina�cnih funkcionalnih
komponenata potrebno je izvr�siti i validaciju cjelokupnog sistema.

Jo�s krajem osamdesetih godina pro�slog vijeka, pokazano je da je problem dono�senja
odluke, da li postoje te�zinski koe�cijenti neuronske mre�ze sa dva sloja i tri neurona,
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takvi da mre�za generi�se izlazne vrijednosti koji su konzistentni nad cijelim skupom
za obu�cavanje, NP�kompletan [50]. I pored toga, validacija modela vje�sta�ckih ne-
uronskih mre�za je u nau�cnoj zajednici jo�s uvijek veoma aktuelan problem. Pitanja
na koja je u toku validacije potrebno odgovoriti mogu se grubo podijeliti na pita-
nja koja se odnose na izbor modela i na pitanja koja se odnose na pravilan izbor
elemenata skupa za obu�cavanje. Osnovna pitanja koja se odnose na izbor modela
su:

• Kako �ce mre�za reagovati na ulaze koji nisu videni u toku obu�cavanja, odnosno,
da li mre�za generalizuje dovoljno dobro?

• Da li je obu�cavanjem postignut globalni ili lokalni minimum funkcije gubitka?

Postignuti rezultati nekih modela vje�sta�ckih neuronskih mre�za za klasi�kaciju slika
mogu se tuma�citi kao da je princip obu�cavanja minimizacijom gre�ske na skupu za
obu�cavanje jedini razlog generalizacije modela, te da validacija, odnosno opravda-
nje za ovakav princip indukcije nije potrebna. Vladimir Vapnik takvo tuma�cenje
procesa u�cenja naziva primjenjena analiza procesa u�cenja [51]. Rezultati ovakvog
½bezbri�znog“ pristupa procesu u�cenja dostupni su ve�c odavno (na primjer softver
za prepoznavanje lica, obradu govora i sli�cno), a kako je ve�c pomenuto, upravo ovi
rezultati okida�c su i za poku�saje primjene vje�sta�ckih neuronskih mre�za u sistemima
visoko automatizovane vo�znje - sistema koji mogu da ugroze bezbjednost �covjeka.
Za ovakve sisteme, mnogo prikladniji pristup analizi procesa u�cenja bio bi princip
indukcije za koji je, da bi bio kori�s�cen, neophodno potvrditi da je bolji od svih dru-
gih principa indukcije. Ovakav pristup naziva se teoretski pristup analizi procesa
u�cenja. Osnovni ciljevi ovog pristupa su pronala�zenje induktivnog principa kojim se
ostvaruje najbolja generalizacija, a potom i konstrukcija algoritama koji taj princip
realizuju. Rezultat teoretskog pristupa analizi procesa u�cenja je statisti�cka teorija
u�cenja. U automobilskoj industriji preovladava primjenjena analiza procesa u�cenja,
a neizvjesnost oko izbora modela �zeli se smanjiti pove�canjem broja i raznovrsnosti
elemenata skupa za obu�cavanje! Takav pristup odgovore na pitanja koja se odnose
na pravilan izbor skupa za obu�cavanje �cini jo�s va�znijima. Osnovna pitanja ovdje
su:

• Da li je skup podataka za obu�cavanje dovoljan i prikladan za de�nisani domen
problema?

• Da li je mre�za nau�cila stvarna obilje�zja dostupna u podacima ili u procesu
dono�senja odluke koristi obilje�zja koja su im veoma bliska ali ne odra�zavaju
stvarnu prirodu problema?

Neizvjesnost oko izbora parametara modela ili samog modela odra�zava nesigurnost
u aposteriorno uvjerenje modela oko izra�cunatog ishoda. Ta vrsta neizvjesnosti
se u literaturi naziva epistemi�cka neizvjesnost. Epistemi�cka neizvjesnost se mo�ze
smanjiti statisti�ckom analizom mjernih podataka, odnosno boljim razumijevanjem
problema i u skladu sa tim izborom boljeg modela, ali problem je �sto nec postoje

cVelike nade polagane su na duboke Bajesove mre�ze kao modele koje bi omogu�cili mjerenje
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modeli neuronskih mre�za koji mogu mjeriti ovaj vid neizvjesnosti. Kada bi takav
model postojao, ulaz za koji je epistemi�cka neizvjesnost visoka bi se mogao uzeti u
skup za obu�cavanje. Time bi i problem visoko automatizovane vo�znje postao mnogo
jednostavniji, ali ne i rije�sen. Naime, postoji jo�s jedan vid neizvjesnosti koji se od-
nosi na same podatke, takozvana aleatori�cka neizvjesnost. Aleatori�cka neizvjesnost
se identi�kuje kao inherentna stohasti�cnost �zi�ckog fenomena koji se posmatra, te
kao takva predstavlja sve nepoznate parametre posmatranog fenomena. Pod ovaj
pojam mogu se svrstati razne vrste �sumova, suparni�ckih primjera (eng. adversarial
examples) i sli�cno, a koji se mogu javiti u toku kori�s�cenja neuronske mre�ze, a nisu
se mogli predvidjeti (a samim tim niti modelovati) u toku obu�cavanja.

Smanjenje aleatori�cke neizvjesnosti vidi se u fuziji informacija sadr�zanih u senzor-
skim mjerenjima razli�citih modaliteta, odnosno, pretpostavlja se da se kori�s�cenjem
obilje�zja prisutnih u mjerenjima jednog modaliteta mogu bolje tuma�citi mjere-
nja koja poti�cu od senzorskih mjerenja drugog modaliteta. Klasi�cne metode fuzije
mjerenja razli�citih modaliteta obi�cno su zasnovane na svodenju mjerenja svih sen-
zora na zajedni�cki, prostiji, matemati�cki model pojave koja se mjeri, na primjer
modelovanjem pojave vektorom stanja �cije su komponente slu�cajne promjenljive
raspodijeljene prema nekoj analiti�ckoj raspodjeli. Fuzijom vektora stanja razno-
rodnih senzora, obi�cno kori�s�cenjem nekog od principa rekurzivne estimacije, cilj je
da se dobije pouzdana informacija o stvarnom stanju okru�zenja. Na primjer, nadzor
bliske okoline (na primjer do 2m) vozila vr�si se ultrazvu�cnim senzorima, radarima
i kamerama, a kori�s�cenjem mjerenja ovih senzora odluka o zauzetosti prostorne
koordinate donosi se tek nakon vi�sestruke provjere hipoteze o zauzetosti. Ovakav
tok informacija preslikava i funkcionalna softverska arhitektura sistema automatske
vo�znje. Medutim, jasno je da se takvim, preuranjenim, pristupom fuziji nepovratno
gubi dio informacija koje su sadr�zane u originalnim mjerenjima, a koje bi se mogle
iskoristiti za dono�senja pouzdanijih procjena vektora stanja.

epistemi�cke neizvjesnosti, medutim pokazuje se da one sa pove�canjem broja podataka ne konve-
rigraju asimptotski, �sto je osnovna odlika bajesovske aproksimacije [52,53].
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Glava 3

Materijal i metodologija

Za uspje�sno obu�cavanje modela ma�sinskog u�cenja koji su predstavljeni u ovoj di-
sertaciji, uklju�cuju�ci i predlo�zenu metodu za transformaciju obilje�zja i semanti�cku
fuziju senzorskih mjerenja razli�citih modaliteta, neophodni su odgovaraju�ci skupo-
vi anotiranih podataka za obu�cavanje. U tu svrhu �ce, pored javno dostupnih, biti
kori�s�ceni i podaci prikupljeni u toku eksperimentalne vo�znje razvojnim putni�ckim
vozilom. Skup podataka za obu�cavanje sastoji se od uparenih slika dobijenih do-
kumentacionom kameroma i mjerenja radarskih senzora kratkog i dugog dometa.
Slike dobijene kamere zadr�zane su u izvornom obliku, dok su radarska mjerenja, kao
�sto �ce biti prikazano u nastavku, transformisana u oblik pogodan za dalju obradu
konvolucionim neuronskim mre�zama. Dio prikupljenih slika anotiran je kori�s�cenjem
javno dostupnog LabelMe servisa za anotiranje podataka [54]. Ovako anotirane sli-
ke, zajedno sa uparenim radarskim mjerenjima iskori�s�ceni su za eksperimentalnu
analizu predlo�zenih principa fuzije.

3.1 Dempster-�Saferova re�setka dokaza

Radare karakteri�se visoka pouzdanost rada u gotovom svim meteorolo�skim uslovi-
ma, ali i niska ta�cnost, preciznost i rezolucija. Na Slici 3.1 prikazana su dva mjerna
ciklusa radara. U mjernom ciklusu k, radar detektuje dva stacionarna objekta na
lokacijama (xk1, y

k
1) i (xk2, y

k
2). U mjernom ciklusu k + 1 radar detektuje samo je-

dan od objekata, ali ovaj put na drugoj lokaciji (xk+1
2 , yk+1

2 ). Izmjerene prostorne
koordinate detektovanih objekata modeluju se kao slu�cajne promjenljive, zadate
slu�cajnim vektorom x i dvodimenzionalnom Gausovom gustinom vjerovatno�ce:

p(x) =
1

2π
(detΣ)−1/2 exp

[
−1

2
(x− µ)T Σ−1 (x− µ)

]
, (3.1)

aDokumentacione kamere prisutne su u senzorskoj kon�guraciji automatizovanih vozila samo
u toku razvojne faze. Njihov zadatak je da obezbjede dodatne informacije o okru�zenje vozila
u toku testiranja primarnih senzora, �cija mjerenja, bez dodatne obrade, nije mogu�ce vizuelno
interpetirati (na primjer mjerenja radara).
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(a) Polo�zaj objekata u prostoru i pripadaju�ca mjerenja.

(b) Dvije uzastopne detekcije istog objekta, prikazane uve�cano.

Slika 3.1: Dva mjerna ciklusa radara. Elipsama se �zeli ukazati na slu�cajnu prirodu
radarskih mjerenja. U ovom primjeru izmjerene koordinate modeluju se Gausovom
gustinom vjerovatno�ce.

gdje su sa

x =

[
x

y

]
, µ =

[
µx

µy

]
, Σ =

[
σ2
x ρσxσy

ρσyσx σ2
y

]
, (3.2)
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dati slu�cajni vektor polo�zaja, vektor o�cekivanih vrijednosti polo�zaja detektova-
nog objekta i matrica kovarijansi, respektivno. Koordinate polo�zaja detektovanog
objekta, x i y, predstavljaju slu�cajne promjenljive �cija o�cekivanja su data sa µx i
µy, respektivno. Standardne devijacije slu�cajnih promjenljivih x i y date su sa σx
i σy, respektivno.

Pod pretpostavkom da se polo�zaj i kretanje sistemskog vozilab u svakom trenutku
mo�ze pouzdano odrediti kori�s�cenjem inercijalnog senzora - IMU (eng. Inertial Me-
asurement Unit), kompleksni problem simultane lokalizacije i mapiranja - SLAM
(eng. Simultaneus Localization and Mapping) mo�ze se svesti na jednostavniji pro-
blem mapiranja [19]. Re�setke zauzetosti (eng. occupancy grid) su popularna fa-
milija algoritama za mapiranje okru�zenja sistemskog vozila. Osnovna ideja re�setki
zauzetosti sastoji se u reprezenaticiji okru�zenja dvodimenzionalnom, ravnomjerno
izdijeljenom prostornom re�setkom. �Celije re�setke zauzimaju jednaku povr�sinu u
prostoru. Povr�sina �celije zadaje se u zavisnosti od prostorne rezolucije senzora, a
njene vrijednosti kre�cu se od 0.01 m × 0.01 m do 1 m × 1 m. Neka je re�setka za-
uzetosti sastavljena od N �celija. Svaka od N �celija re�setke zauzetosti opisana je
vjerovatno�com zauzetosti dijela prostora kojeg �celija zauzimac. Neka su sva do-
stupna mjerenja senzorad za nadgledanje okru�zenja sistemskog vozila, od po�cetnog
trenutka mjerenja 1 do nekog trenutka t, data sa z1:t. Takode, pretpostavlja se da je
u svakom trenutku poznat i polo�zaj sistemskog vozila u odnosu na neki referentni
koordinatni sistem i da je to znanje, od po�cetnog trenutka mjerenja 1 do trenutka t,
dato sa x1:t. Ra�cunanje re�setke zauzetosti m u trenutku t zasniva se na odredivanju
uslovne aposteriorne vjerovatno�ce:

p(m|z1:t,x1:t). (3.3)

Neka je sa mi ozna�cena �celija re�setke sa indeksom i. Tada se re�setka m mo�ze
predstaviti sa:

m = {m1,m2, ..,mi, ..,mN} . (3.4)

Pod jakom pretpostavkom da su �celije re�setke mi statisti�cki nezavisne, problem
odredivanja re�setke zauzetosti svodi se na odredivanje vjerovatno�ce zauzetosti svake
pojedina�cne �celije:

p(m|z1:t,x1:t) =
∏
i

p(mi|z1:t,x1:t). (3.5)

Vjerovatno�cu zauzetosti �celije mogu�ce je odrediti kori�s�cenjem binarnog Bajesovog
�ltra [55�57] ili kori�s�cenjem Dempsterovog pravila kombinovanja dokaza. Demp-
sterovo pravilo kombinovanja izvedeno je iz takozvane Dempster-�Saferove teorije
dokaza [58�60]. U ovoj disertaciji se za ra�cunanje re�setke dokaza koristi upravo ova

bSistemsko vozilo se u literaturi ponekad naziva i ego�vozilo.
c �Celijama je mogu�ce pridru�ziti razli�cite atribute ili vektor stanja, koji pogodno opisuju tu

jedinicu prostora (na primjer, informacije o visini, semanti�ckoj klasi objekta i sli�cno).
dNa primjer, ako se radi o radaru, RCS (eng. Radar Cross Section) detektovanog objekta mo�ze

se koristiti za ra�cunanje vjerovatno�ce prisustva objekta.
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3.1. Dempster-�Saferova re�setka dokaza

teorija, pa se shodno tome i re�setka zauzetosti naziva re�setka dokaza (eng. evidence
grid).

Dempster-�Saferova teorija, teorija dokaza ili teorija funkcija uvjerenosti, mo�ze se
shvatiti kao uop�stenje bajesovskee interpretacije teorije vjerovatno�ce, prema kojoj
se vjerovatno�ca interpretira kao subjektivni stepen uvjerenosti u neki dogadaj (�sto
odgovara i �covjekovom shvatanju pojma vjerovatno�ce). Na primjer, prema bajesov-
skoj interpretaciji, da bi se izra�cunala vjerovatno�ca hipoteze H o zauzetosti neke
ta�cke u prostoru, u svjetlu novih, relevantnih dokaza D, prethodno je potrebno za-
dati apriornu vjerovatno�cu hipoteze P (H). Primjenom Bajesove teoreme dolazi se
do izraza za aposteriornu vjerovatno�cu hipoteze P (H|D) ∝ P (D|H)P (H). U slje-
de�cem ciklusu mjerenja, kao apriorna vjerovatno�ca hipoteze uzima se aposteriorna
vjerovatno�ca hipoteze iz prethodnog ciklusa mjerenja.

Formalno, Dempster-�Saferova teorija posmatra sva mogu�ca stanja nekog sistema.
Neka su ta stanja predstavljena elementima skupa X. Elementi partitivnog skupa
2X predstavljaju sva mogu�ca stanja u kojima se sistem mo�ze na�ci. Na primjer, neka
X predstavlja sva mogu�ca stanja zauzetosti ta�cke u prostoru, odnosno X = {F,O}.
Stanje F ozna�cava da je ta�cka slobodna, a stanje O da je ta�cka zauzeta. Partitivni
skup dat je onda sa:

2X = {∅, {F}, {O}, {F,O}}. (3.6)

Element {F,O} partitivnog skupa ozna�cava nepoznato stanje sistema.

Svakom elementu partitivnog skupa 2X , odnosno stanju sistema, mo�ze se dodijeliti
masa uvjerenosti u to stanje - BM (eng. Belief Mass):

m : 2X → [0, 1]. (3.7)

Funkcija m naziva se osnovno pridru�zivanje uvjerenosti - BBA (eng. Basic Belief
Assignment), ako ispunjava sljede�ce uslove:

1. m(∅) = 0 i

2.
∑
A∈2X

m(A) = 1.

Masa m(A) elementa A partitivnog skupa 2X proporcionalna je koli�cini svih rele-
vantnih i dostupnih dokaza koji podr�zavaju tvrdnju da se sistem nalazi u stanju
A, ali ne i nekom podskupu stanja A. Na primjer, masom m({F,O}) = 1 izra�zava
se nepostojanje dokaza koji podr�zavaju tvrdnju da je ta�cka u prostoru slobodna ili
zauzeta. U tom slu�caju su m(F ) = m(O) = 0.

Dempsterovo pravilo kombinovanja dvije BBA funkcije, m1 i m2, omogu�cava re-
kurzivno izra�cunavanje mase uvjerenosti, i dato je sljede�com formulom:

eBajesovska interpretacija vjerovatno�ce se razlikuje od frekventisti�cke interpretacije. Prema
frekventisti�ckoj interpretaciji vjerovatno�ca se tretira kao relativna frekvencija dogadaja u besko-
na�cno dugoj seriji opita.
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3.1. Dempster-�Saferova re�setka dokaza

1. m1,2(∅) = 0 i

2. m1,2(A) = 1
1−K

∑
B∩C=A 6=∅

m1(B)m2(C).

Pri �cemu veli�cina K =
∑

B∩C=∅
m1(B)m2(C) predstavlja mjeru kon�ikta izmedu dva

skupa masa.

Na primjeru prikazanom na Slici 3.1, koraci algoritma fuzije informacija o zauzetosti
�celije re�setke dokaza su:

1. Kako je potrebno �cuvati informaciju o 2 stanja zauzetosti za M × N �celija
re�setke, re�setku dokaza u memoriji ra�cunara potrebno je modelovati sa dvije
matrica brojeva mk

F i mk
O dimenzija M × N , za slobodno i zauzeto stanje

zauzetosti, respektivno.

2. Uvjerenost u slobodno i zauzeto stanje �celije (i,j) ((i,j) ∈ {1,2,...,M} ×
{1,2,...,N}) u mjernom ciklusu k dato je masama mk

F (i,j) i mk
O(i,j), respek-

tivno. Dok je uvjerenost u nepoznato stanje u mjernom ciklusu k dato masom
mk
X(i,j) = mk

{F,O}(i,j) = 1−mk
F (i,j)−mk

O(i,j).

3. Svi elementi matrice imaju po�cetne vrijednosti m0
F (i,j) = m0

O(i,j) = 0, �sto
odra�zava i subjektivno uvjerenje o zauzetosti prije po�cetka mjerenja.

4. Mjerenjem radara u ciklusu k + 1 dobijaju se procjene masa slobodnog i
zauzetog stanja m̂k+1

F (i,j) i m̂k+1
O (i,j), respektivno.

5. Nove mase zauzetosti dobijaju se kombinovanjem trenutnih i procijenjenih
masa, odnosno rekurzivnom primjenom Dempsterovog pravila kombinovanja:

mk+1
F (i,j) =

mk
F (i,j)m̂k+1

F (i,j) +mk
F (i,j)m̂k+1

X (i,j) +mk
X(i,j)m̂k+1

F (i,j)

1−mk
F (i,j)m̂k+1

O (i,j)−mk
O(i,j)m̂k+1

F (i,j)
(3.8)

i

mk+1
O (i,j) =

mk
O(i,j)m̂k+1

O (i,j) +mk
O(i,j)m̂k+1

X (i,j) +mk
X(i,j)m̂k+1

O (i,j)

1−mk
F (i,j)m̂k+1

O (i,j)−mk
O(i,j)m̂k+1

F (i,j)
(3.9)

Primjeri tako dobijenih Dempster-�Seferovih re�setki dokaza dati su na Slici 3.2. Ve�ca
vrijednost boje piksela slike 3.2b, odnosno slike 3.2c, predstavlja ve�cu masu slobod-
nog, odnosno zauzetog stanja �celije. Na slikama re�setki ilustrovan je i koordinatni
sistem senzora. Sistemsko vozilo orijentisano je u pozitivnom smjeru x ose. Re�setke
dokaza, pored prostornog rasporeda detektovanih objekata, ukazuju i na to da je
pouzdanost detekcija manja sa ve�com udaljeno�s�cu objekata od vozila. Takode, pri-
mjer pokazuje i da je koriste�ci samo re�setke dokaza vrlo te�sko utvrditi semanti�cke
klase (kolovoz, drvo, most i sli�cne) detektovanih objekata.
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3.2. Ekstrinsi�cni i intrinsi�cni parametri kamere

(a)

(b)

(c)

Slika 3.2: Primjer Dempster-�Safereve re�setke dokaza. Slika (a) prikazuje preslikava-
nje boja u uvjerenje o stanju zauzetosti �celije re�setke. Slike (b) i (c) predstavljaju
dva kanala ili sloja Dempster-�Saferove re�setke dokaza, odnosno stepen uvjerenosti
u (b) slobodno stanje i (c) zauzeto stanje �celija re�setke.

3.2 Ekstrinsi�cni i intrinsi�cni parametri kamere

U op�stem slu�caju, kalibracija mjernog instrumenta mo�ze se posmatrati kao pro-
ces poredenja rezultatata mjerenja dobijenih mjernim instrumentom koji se kali-
bri�se i rezultata mjerenja dobijenih mjernim instrumentom poznate ta�cnosti [7].
Kalibracijom senzora odreduju se ekstrinsi�cni i intrinsi�cni parametri senzora [61].
Ekstrinsi�cni parametri senzora opisuju polo�zaj i orijentaciju koordinatnog sistema
senzora u odnosu na eksterni, referentni koordinatni sistem. Analiza metoda fuzije
i interpretacije senzorskih mjerenja u uvodnoj Glavi 1 ukazuje na va�znost ta�cnih
ekstrinsi�cnih parametara kamere. Klasi�cne metode fuzije koriste ekstrinsi�cne pa-
rametre za izra�cunavanje projekcije koordinata mjernih ta�caka iz koordinatnog si-
stema jednog senzora u koordinatni sistem drugog senzora. Intrinsi�cni parametri
kamere su parametri modela kamere koji opisuje vezu izmedu koordinata mjerne
ta�cke u koordinatnom sistemu kamere i koordinata te ta�cke projektovane na ravan
slike (kod kamere to su na primjer �zi�zna daljina so�civa, distorzioni parametri so�civa
i sli�cno). Na Slici 3.3 prikazan je model sinteti�cke kamere (eng. pinhole camera mo-
del) i koordinatni sistemi potrebni za njenu kalibraciju [62]. Prema oznakama sa
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3.2. Ekstrinsi�cni i intrinsi�cni parametri kamere

Slika 3.3: Koordinatni sistemi potrebni za proces kalibracije kamere.

slikef, odnosi izmedu koordinatnog sistema kamere
(
C, xk, yk, zk

)
i koordinatnog

sistema slike (c, xs, ys) dati su sa:

xs =
xkf

zk
i ys =

ykf

zk
. (3.10)

Koriste�ci homogene koordinate, prethodna jedna�cina mo�ze se zapisati u obliku:


Sxs

Sys

S

 =


f 0 0 0

0 f 0 0

0 0 1 0

 ·

xk

yk

zk

1

 , (3.11)

pri �cemu vrijedi S = zk. U prethodnoj jedna�cini parametar f predstavlja �zi�znu
daljinu so�civa. Faktor S naziva se faktor skaliranja. Koordinate piksela slike (u, v)
mogu se pisati na sljede�ci na�cin:

u = uc +
xs

∆u
i v = vc +

ys

∆v
, (3.12)

gdje su sa ∆u i ∆v date �sirina i visina piksela, respektivno, a sa uc i vc koordinate
piksela u kojem se nalazi sredi�ste koordinatnog sistema slike i kroz koji prolazi

fKao inspiracija za Sliku 3.3 i matemati�cku analizu kalibracije u nastavku poslu�zila je analiza
kalibracije sinteti�cke kamere dostupna na Internet stranici http://homepages.inf.ed.ac.uk/
rbf/CVonline/LOCAL_COPIES/OWENS/LECT9.
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3.3. Skup podataka PennCOSYVIO

opti�cka osa kamere zk. Uvr�stavanjem (3.10) u (3.12) i sredivanjem dobija se:


Su

Sv

S

 =


f

∆u
0 uc 0

0 f
∆v

vc 0

0 0 1 0

 ·

xk

yk

zk

1

 , (3.13)

pri �cemu vrijedi S = zk. Iz prethodne jedna�cine vidi se da postoji pet parametera
kamere koje je potrebno odrediti kalibracijom: �zi�zna daljina f , �sirina piksela ∆u,
visina piksela ∆v i pikselske koordinate opti�ckog centra kamere uc i vc. Ovi para-
metri ne zavise od pozicije i orijentacije kamere u prostoru, te se stoga nazivaju
intrinsi�cni parametri.

U praksi, prostorni koordinatni sistem scene ili svijeta (O, x, y, z) nije usagla�sen
sa prostornim koordinatnim sistemom kamere

(
C, xk, yk, zk

)
. Ako su koordinate

homogenizovane, transformaciju iz jednog u drugi koordinatni sistem mogu�ce je
predstaviti jednom matricom transformacije. Projekcija koordinata mjerne ta�cke iz
koordinatnog sistema scene u ravan slike mo�ze se onda pisati na sljede�ci na�cin:


Su

Sv

S

 =


f

∆u
0 uc 0

0 f
∆v

vc 0

0 0 1 0

 ·

r1,1 r1,2 r1,3 t1

r2,1 r2,2 r2,3 t2

r3,1 r3,2 r3,3 t3

0 0 0 1

 ·

x

y

z

1

 , (3.14)

pri �cemu vrijedi S = zk. Parametri ri,j u prethodnoj jedna�cini opisuju orijentaciju
kamere u prostoru scene, a parametri ti polo�zaj kamere u odnosu na koordinatni
po�cetak scene. Ovi parametri nazivaju se zbog toga ekstrinsi�cni parametri kamere.

Skra�ceno, jedna�cina (3.14) mo�ze se pisati na sljede�ci na�cin:

ũ = P · [Rt] · M̃, (3.15)

gdje vektor ũ predstavlja homogene pikselske koordinate, matrica P perspektivnu
projekciju, matrica R rotaciju i vektor t translaciju, vektor M̃ homogene koordinate
mjerne ta�cke u koordinatnom sistemu scene.

3.3 Skup podataka PennCOSYVIO

Skup podataka PennCOSYVIO [63] primjer je skupa podataka koji uz slike sadr�zi
i ekstrinsi�cne i intrinsi�cne parametre kori�s�cenih kamera. Kori�s�cene kamere su tipa
½GoPro Hero 4 Black“, pikselske rezolucije 1920 × 1080 piksela i vidnog polja od
69,5 deg po vertikali i 118,2 deg po horizontali. U ovoj disertaciji iskori�s�ceni su
samo intrinsi�cni parametri jedne kamere da bi se u uvodnoj Glavi 1 ukazalo na
probleme klasi�cne fuzije mjernih podataka dobijenim razli�citim vrstama senzora.
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3.3. Skup podataka PennCOSYVIO

(a) Slika snimljena kalibrisanom kamerom

(b) Reprojekcija piksela slike na jedini�cnu sferu

Slika 3.4: Primjer slike iz PennCOSYVIO skupa podataka i primjer upotrebe in-
trinsi�cnih parametara kamere za reprojekciju slike na jedini�cnu sferu.

Na Slici 3.4 prikazana je jedna slika iz tog skupa i kori�s�ceni omnidirekcijski model
kamere [64]. Reprojekcija piksela slike na jedini�cnu sferu izvr�sena je kori�s�cenjem
intrinsi�cnih parametara kamere kori�s�cene za snimanje slike i programske biblioteke
OCamLib [65].

Neka va�zi pretpostavka da je zemlja ravna povr�s. Takode, neka je y osa koordinat-
nog sistema kamere (na Slici 3.3 to je osa yk) normalna na zemljinu ravan i neka se
koordinatni po�cetak tog sistema nalazi na udaljenostig 1,2 m iznad zemljine ravni.
Svi pikseli slike koji su prema omnidirekcijskom modelu kamere reprojektovanih na
jedini�cnu sferu i imaju pozitivnu vrijednost y koordinate, mogu se reprojektovati
i na zemljinu ravan. Koordinate ta�caka na zemljinoj ravni na koje se pikseli re-
projektuju su ta�cke presjeka zemljine ravni i prave koja prolazi kroz koordinatni

gTa udaljenost odgovara otprilike polo�zaju kamere kada se nosi u visini struka.
hObi�cno se ka�ze da se mjerna ta�cka iz prostora projektuje na ravan slike, zato se projekcija u

obrnutom smijeru naziva reprojekcija.
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3.4. Skup podataka za obu�cavanje algoritama za transformaciju obilje�zja

po�cetak i odgovaraju�cu ta�cku na jedini�cnoj sferi. Ovaj proces ilustrovan je na Slici
3.5. Ako je pretpostavka o polo�zaju kamere ta�cna (visina i orijentacija), na osnovu

(a) Na�cin reprojekcije slike

(b) Slika reprojektovana na zemljinu ravan

Slika 3.5: Reprojekcija piksela slike prikazane na Slici 3.4a na zemljinu ravan.

reprojektovane slike mogu�ce je izvr�siti mjerenje udaljenosti objekata od senzora.
Sa slike se mo�ze zaklju�citi da je ovakav na�cin mjerenja udaljenosti pouzdan za mje-
renje udaljenosti do manjih objekata koji se nalaze u neposrednoj blizini vozila (do
10 m), gdje pretpostavka o ravnoj zemljinoj povr�si nije naru�sena.

3.4 Skup podataka za obu�cavanje algoritama za

transformaciju obilje�zja

Kao �sto je ve�c pomenuto u uvodnom dijelu, skup podataka za obu�cavanje, validaci-
ju i testiranje kori�s�cenih algoritma ma�sinskog u�cenja prikupljen je u toku eksperi-
mentalne vo�znje auto�putem. Trajanje vo�znje iznosilo je pribli�zno 5 minuta i u tom
periodu izvr�seno je 9850 uzastopnih i sinhronizovanih mjerenja radarom i kamerom.
Stacionarna mjerenja radara fuzionirana su kori�s�cenjem algoritma predstavljenog
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3.4. Skup podataka za obu�cavanje algoritama za transformaciju obilje�zja

u odjeljku 3.1 u Dempster-�Saferovu re�setku dokaza, veli�cine �celija 30 cm × 30 cm.
Slike su dimenzija 384 × 288 piksela, i zadr�zane su u izvornom obliku. Kao �sto

Slika 3.6: Podjela dostupnih podataka na podatke za obu�cavanje, validaciju i testi-
ranje.

Slika 3.7: Anotirane slike. Anotacija se vr�si iscrtavanjem poligona (�zute linije) oko
piksela koji pripadaju istoj semanti�ckoj klasi - u ovom slu�caju slobodan prostor
ispred sistemskog vozila. Odabrani pikseli osjen�ceni su takode �zutom bojom.

je prikazano na Slici 3.6, 75% prikupljenih podataka iskori�s�ceno je za obu�cavanje
algoritama, dok je preostalih 25% iskori�s�ceno za testiranje i validaciju. Slu�cajnim
odabirom, iz testnog skupa izdvojeno je 100 slika. Na tim slikama anotirani su
pikseli koji predstavljaju slobodan prostor ispred sistemskog vozila. Anotacija sli-
ka izvr�sena je kori�s�cenjem javno dostupnog LabelMe alata za anotaciju slika [54]
iscrtavanjem granica slobodnog prostora. Primjeri slika, sa anotiranim poligonima,
i na osnovu poligona izra�cunatim maskama koje prikazuju slobodan prostor, dati
su na Slici 3.7.

Primjeri slika iz skupa podataka za obu�cavanje dati su na slikama 3.8 i 3.9. Za
razliku od re�setke dokaza �cija su dva sloja na Slici 3.2 prikazana jet mapom bo-
ja, ovdje su oba sloja predstavljena jednom RGB slikom. RGB slike su dimenzija
896 × 256 piksela. Uzimaju�ci u obzir da su i du�zina i �sirina svake �celije re�setke
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3.4. Skup podataka za obu�cavanje algoritama za transformaciju obilje�zja

jednake 30 cm, re�setke dokaza iz skupa za obu�cavanje pokrivaju prostor dimenzija
268,8 m × 76,8 m. Prikazani primjeri slika i re�setki dokaza dobro ukazuju na pro-
blematiku koja se javlja kod oba senzora. Kamere su jako osjetljive na promjenu
vanjskog osvjetljenja, dok radar generi�se vi�sezna�cna mjerenja u zatvorenim prosto-
rima. Takode, vidljivo je da radari uspje�sno diskrimini�su pokretne objekte. Kako
se radi o stacionarnoj re�setki dokaza, to je naravno i po�zeljno.
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3.4. Skup podataka za obu�cavanje algoritama za transformaciju obilje�zja

(a) Kamera se nalazi u unutra�snjosti sistemskog vozila, kvalitet slike naru�sen je usljed

nepovoljnih svjetlosnih re�eksija od vjetrobransko staklo. Radar je u mogu�cnosti da de-

tektuje za�stitnu ogradu i na sporednom kolovozu.

(b) Slika je jasna, medutim, zbog visoke za�stitne ograde kolovoz nije ravnomjerno osvje-

tljen. Kako se radi o sceni prije ulaska u tunel, zbog lo�se rezolucije radara po visini,

pojedine �celije re�setke dokaza koje pokrivaju oblast tunela prikazuju zauzeto stanje.

(c) Na samom ulasku u tunel slika je usljed nepovoljnih re�eksija veoma lo�seg kvalite-

ta. Kod radara do izra�zaja dolazi lo�sa prostorna rezolucije radara po visini, ali i efekat

mnogostruke propagacije emitovanih elektromagnetskih talasa.

(d) U samom tunelu, slika je jasna. Mjerenja radara su u tunelima veoma nepouzdana.

Slika 3.8: Prvi skup primjera slika iz skupa podataka za obu�cavanje. U svakom
redu prikazani su slika dobijena kamerom i Dempster-�Saferova re�setka dokaza. Slo-
jevi re�setke dokaza su prikazani na jednoj RGB slici, kod koje R-kanal i G-kanal
predstavljaju uvjerenje u stanje zauze�ca i stanje slobode �celije re�setke, respektivno.
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3.4. Skup podataka za obu�cavanje algoritama za transformaciju obilje�zja

(a) Na izlasku iz tunela slika je jako svijetla. Mjerenja radara su jasnija, ali se saobra�cajni

znak detektuje kao objekat na putu.

(b) Na slici se vidi da se ispred sistemskog vozila nalazi izdignuta metalna konstrukcija.

Mjerenja radara ukazuju na postojanje stacionarnog objekta na putu.

(c) Na slici se vidi da se ispred sistemskog vozila nalazi izdignuta metalna konstrukcija

i drugo putni�cko vozilo. Mjerenja radara ukazuju na postojanje stacionarnog objekta na

putu.

Slika 3.9: Drugi skup primjera slika iz skupa podataka za obu�cavanje. Kao i na pret-
hodnoj Slici 3.8, u svakom redu prikazani su slika dobijena kamerom i Dempster-
�Saferova re�setka dokaza. Slojevi re�setke dokaza su prikazani na jednoj RGB slici,
kod koje R-kanal i G-kanal predstavljaju uvjerenje u stanje zauze�ca i stanje slobode
�celije re�setke, respektivno.
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3.5. Skup podataka za obu�cavanje algoritama za semanti�cku segmentaciju

3.5 Skup podataka za obu�cavanje algoritama za se-

manti�cku segmentaciju

Postoji veliki broj javno dostupnih skupova podataka za obu�cavanje modela ma�sin-
skog u�cenja. Neki od tih skupova podataka imaju speci��cnu namjenu. Na primjer,
za obu�cavanje modela za semanti�cku klasi�kaciju piksela slika koje prikazuju sao-
bra�cajne scene [33,34]. Naravno, dostupni su i skupovi koji nemaju neku speci��cnu
namjenu [35, 66]. U disertaciji se za validaciju predlo�zenog rje�senja za semanti�cku
fuziju podataka iskori�s�ceni skupovi anotiranih slika ADE20K i Imagenet. Pored ovih
skupova podataka, za teoretsku analizu algoritama ma�sinskog u�cenja kori�s�cenih u
disertaciji, kori�s�cen je MNIST skup podataka [67]

3.5.1 ADE20K

(a) Scena zatvorenog prostora.

(b) Scena otvorenog prostora.

Slika 3.10: Primjeri slika iz ADE20K skupa podataka. U ovom skupu podataka
prisutne su slike scena zatvorenog i otvorenog prostora. Na slici lijevo prikazana je
stvarna slika, a na desnoj njena anotacija.

ADE20Ki skup slika sadr�zi 20210 slika za obu�cavanje, 2000 slika za validaciju i

ihttps://groups.csail.mit.edu/vision/datasets/ADE20K
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3.5. Skup podataka za obu�cavanje algoritama za semanti�cku segmentaciju

3000 slika za testiranje. Rezolucija slika iznosi 1280 × 960 piksela. Slike su gustoj

anotirane u 150 semanti�ckih klasa. Primjeri slika iz ovog skupa prikazani su na Slici
3.10.

Osnovni cilj autora ADE20K bio je da stvore skup gusto anotiranih objekata �sto
raznovrsnijih scena. Anotaciji velikog broja slika obi�cno prethodi de�nisanje hijerar-
hije klasa objekata koji se anotiraju (na primjer [33,68]). Medutim, pokazuje se da
se prilikom anotacije veoma �cesto pojavljuju nove klase objekata, koje ne pripadaju
prede�nisanoj hijerarhiji. Za razliku od ovakvog pristupa, autori ADE20K hijerar-
hiju klasa formiraju u toku same anotacije. Broj stepeni hijerarhije ograni�cen je na
3. Na primjer, na slici koja sadr�zi automobil, pored automobila anotiraju se vrata
i ru�cice vrata (naravno ako su na slici vidljivi). Takode, anotiraju se instance obje-
kata i relativan polo�zaj objekata na slici. ADE20K skup od 22210 anotiranih slika
sadr�zi 434826 anotiranih instanci objekata, podijeljenih u 2693 klase. Poredenja
radi, Cityscapes [33] skup 25000 slika sadr�zi 65385 instanci objekata, podijeljenih
u 30 klasa, dok COCO [68] skup 123287 anotiranih slika sar�zi 886284 anotiranih
instanci objekata, podijeljenih u 91 klasu.

3.5.2 Imagenet

Imagenet je mo�zda i najpopularniji skup slika za obu�cavanje nadgledanih algorita-
ma ma�sinskog u�cenja za klasi�kaciju slika. Od 2010. godine organizuju se godi�snja
takmi�cenja - ILSVRC (eng. ImageNet Large Scale Visual Recognition Challenge),
na kojima se ocjenjuju i porede performanse algoritama za detekciju i klasi�kaciju
objekata i scena sadr�zanih u Imagenet skupu podataka. Skup podataka Imagenet
sadr�zi oko 14 miliona slika klasi�kovanih u 20000 kategorija. Mnogi dijele mi�sljenje
da je upravo ovaj skup slika zaslu�zan za dana�snju popularnost algoritama ma�sinskog
u�cenja. Slike u skupu su razli�citih dimenzija, a nekoliko primjera prikazano je na
Slici 3.11.

jKod gusto anotiranih slika, za razliku od grubo anotiranih, svakom pikselu slike dodijeljuje
se klasa kojoj piksel pripada. Kod gusto anotiranih slika mora se ra�cunati sa gre�skama anotacije,
pogotovo na granicama objekata.
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3.5. Skup podataka za obu�cavanje algoritama za semanti�cku segmentaciju

(a) Atletika (b) Automobil (c) Gljiva

(d) Biljka (e) Biljka (f) Biljka

(g) Ptica (h) Ptica (i) Ma�sinski sklop

Slika 3.11: Primjeri slika iz Imagenet skupa podataka. Slike iz ovog skupa su raz-
li�citih dimenzija. Ispod svake slike data je klasi�kacija prikazane scene.

3.5.3 MNIST

Skup podataka MNIST je skup slika rukom pisanih cifara. Slike u skupu su veli�cine
28 × 28 piksela. Skup za obu�cavanje sadr�zi 60000 uzoraka, dok skup za testiranje
sadr�zi dodatnih 10000 uzoraka. Uzorci skupa prikazani su na Slici 3.12
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3.6. Metodologija testiranja

Slika 3.12: Primjeri slika iz MNIST skupa podataka.

3.6 Metodologija testiranja

Algoritam za transformaciju obilje�zja, koji �ce biti predstavljen u nastavku diserta-
cije, na osnovu radarskih mjerenja generi�se vje�sta�cke slike. Da bi tako generisane
slike mogle da se koriste za semanti�cku fuziju, one moraju da sadr�ze sva obilje�zja
koja su sadr�zana i u radarskim mjerenjima, ali i da izgledaju kao slike dobijene
snimanjem kamerom u vidljivom dijelu spektra. Neophodno je, dakle, da se ekspe-
rimentalnom analizom izvr�si procjena kvaliteta i raznovrsnosti generisanih slika.
Uobi�cajeni pristup za davanje takve procjene, a koji �ce biti kori�s�cen i u ovoj di-
sertaciji, je da se na dovoljno velikom uzorku ispitanika izvr�si subjektivna analiza
generisanih primjeraka. Medutim, postoje i objektivne mjere koje je mogu�ce is-
koristiti u tu svrhu. Dvije poznate objektivne mjere kvaliteta generisanih slika su
Inception Score - IS [69] i Fr�echet Insception Distance - FID [70].

Formalno, neka slu�cajna promjenljiva x predstavlja sliku i neka slu�cajna promjenlji-
va y predstavlja obilje�zja sadr�zana na toj slicik. Takode, pretpostavlja se da postoji
model ekstrakcije obilje�zja y iz slike x, opisan aposteriornom gustinom vjerovatno�ce

kOvdje se implicitno pretpostavlja da postoji generator slika koji mo�ze da generi�se sliku x na
osnovu nepoznatih obilje�zja sadr�zanih u ulaznom signalu generatora z. Takode, generator slika za
bilo koja obilje�zja prisutna u ulaznom signalu generatora z mora da generi�se uvijek odgovaraju�cu
sliku, pa je opisana ocjena kvaliteta generisanih slika ujedno i ocjena kvaliteta generatora.
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3.6. Metodologija testiranja

p(y|x). Ako je za bilo koju sliku x vjerovatno�ca ekstrakcije pripadaju�cih obilje�zja
y velika, smatra se da su slike kvalitetne. Ako se kvalitet generisane slike posmatra
na ovakav na�cin, za kvalitetne slike slu�cajne promjenljive x i y moraju da imaju
nisku uslovnu entropiju H(y|x), jer tada je ektraktoru obilje�zja potrebna minimal-
na koli�cina informacija da na osnovu slike x izvr�si pravilnu ekstrakciju obilje�zja y.
Istovremeno, generisane slike moraju da sadr�ze �sto raznovrsnija obilje�zja, a koja
su, idealno, sa tom raznovrsno�s�cu prisutna i u stvarnosti. Odnosno, marginalna
gustina p(y) treba da bude �sto je mogu�ce uniformnija ili, �sto je isto, entropija
slu�cajne promjenljive y mora da bude �sto ve�ca. Mjera kvaliteta IS jednostavno
mjeri Kulbek-Laiblerovu ili KL divergenciju (eng. Kullback-Leibler divergence) te
dvije distribucije, odnosno

IS = exp (Ex [DKL(p(y|x)||p(y))]) . (3.16)

Ve�ca vrijednost IS mjere zna�ci bolji kvalitet generisane slike. Autori u [69] za
ra�cunanje pomenutih funkcija gustine vjerovatno�ce koriste Inception-v3 neuron-
sku mre�zu [71] koja je prethodno obu�cena na Imagenet skupu slika. Medutim, to je
i glavni nedostatak IS mjere - distribucija p(y|x) se ra�cuna na osnovu generisanih
slika, a ne na osnovu nezavisno anotiranih slika iz skupa za testiranje. Zbog toga
autori u [70] predla�zu FID mjeru, koja je data sa

FID = ||µr − µg||2 + Tr
(

Σr + Σg − 2 (ΣrΣg)
1/2
)
, (3.17)

gdje Tr predstavlja trag matrice, a Xr ∼ N (µr,Σr) i Xg ∼ N (µg,Σg) predstavljaju
2048�dimenzionalne aktivacije pool3 sloja Inception-v3 neuronske mre�ze za klasi�-
kaciju slika za stvarne (iz testnog skupa) i generisane primjerke slika, respektivno.
I u ovom slu�caju, Inception-v3 je prethodno obu�cena na Imagenet skupu podataka
(Imagenet skup podataka opisan je u odjeljku 3.5.2). Manja vrijednost FID mjere
zna�ci bolji kvalitet generisane slike.

Da bi se demonstrirala mogu�cnost predlo�zenog algoritma za semanti�cku fuziju po-
dataka, u toku eksperimentalne analize vr�si se semanti�cka klasi�kacija piksela ge-
nerisanih slika i slika iz tesnog skupa. Semanti�cka klasi�kacija se vr�si kori�s�cenjem
neuronskih mre�za koje su prethodno obu�cene na ADE20K skupu podataka, opisa-
nog u odjeljku 3.5.1. Za ocjenu rezultata klasi�kacije koristi se �Zakardov indeksl [72].
�Zakardov indeks de�ni�se mjeru sli�cnosti izmedu kona�cnih skupova A i B na sljede�ci
na�cin:

J(A,B) =
A ∩B
A ∪B

. (3.18)

U ovoj disertaciji skup A predstavljaju anotirani pikseli slika iz testnog skupa opisa-
nog u odjeljku 3.4, dok se njihova uparena radarska mjerenja koriste za generisanje
vje�sta�ckih slika. Skup B dobijen je semanti�ckom segmentacijom generisanih slika.

l�Zakardov index (eng. Jaccard index ) poznat je u literaturi jo�s kao koli�cnik presjeka i unije ili
IoU (eng. Intersection over Union).
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Glava 4

Generativne suparni�cke mre�ze

Neka je vektorom x predstavljena vrijednost ulaza, a vektorom y vrijednost izlaza
nekog sistema S. Nakon odredenog broja parova ulaza i izlaza, zadatak algoritma
nadgledanog ma�sinskog u�cenja sastoji se u predikciji vrijednosti vektora y za nove
vrijednosti x. Opisani problem naziva se regresija kada su elementi vektora y ne-
prekidne promjenljive, odnosno klasi�kacija kada su elementi vektora y diskretne
promjenljive.

Ako se vektori x i y posmatraju kao slu�cajne promjenljive, predikciju vrijednosti
y mogu�ce je vr�siti ako je poznata uslovna gustina vjerovatno�ce p(y|x), odnosno:

ŷ = arg max
y

p(y|x). (4.1)

Matemati�cki modeli koji pona�sanje nekog sistema modeluju uslovnom gustinom
vjerovatno�ce p(y|x) nazivaju se probabilisti�cki diskriminativni modeli. Determini-
sti�cki diskriminativni modeli [73], sa druge strane, ne tretiraju vektore x i y kao
slu�cajne promjenljive, te njihov odnos modeluju funkcijom y = f(θ; x), gdje su sa θ
dati parametri modela. Funkcija f se jo�s naziva i diskriminantna funkcija, a duboke
neuronske mre�ze su se pokazale kao veoma e�kasne metode za odredivanje para-
metara θ te funkcije. Drugi primjeri diskriminativnih modela su metod potpornih
vektora, logisti�cka regresija, linearna regresija, K najbli�zih susjeda i sli�cni.

Diskriminativni modeli vr�se predikciju samo na osnovu statistike dostupne u skupu
za obu�cavanje. Njima se u toku obu�cavanja ne poku�sava razumijeti raspodjela vje-
rovatno�ce ulaznih podataka p(x), ve�c odrediti razlike ili granice izmedu klasa koje
ti podaci predstavljaju. Medutim, nekada je veoma korisno da model posjeduje mo-
gu�cnost generisanja novih podataka, koji po svojim statisti�ckim osobinama li�ce na
ulazne podatke. Na primjer, neka je x slu�cajni vektor obilje�zja koji opisuje pje�saka i
neka su elementi tog vektora: polo�zaj pje�saka u prostoru, njegove dimenzije, smjer
i brzina kretanja i njegova namjera. �Sto je slu�cajni vektor x kompletniji, sistem
za detekciju pje�saka bi, uklju�civanjem novih mjerenja y, mogao bolje da procjeni
njegov sljede�ci polo�zaj. Za takav jedan sistem potrebno je, dakle, poznavati p(x) i
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4.1. Teorija igara i igre sa nultom sumom

p(y|x), odnosno zajedni�cku funkciju gustine vjerovatno�ce

p(x,y) = p(y|x) · p(x). (4.2)

Matemati�cki modeli koji pona�sanje nekog sistema modeluju zajedni�ckom gustinom
vjerovatno�ce p(x,y) nazivaju se probabilisti�cki generativni modeli ili samo genera-
tivni modeli. Problem odredivanja ove gustine vjerovatno�ce je po pravilu vrlo te�zak
problem. Kao �sto se vidi iz (4.2), proporcionalno te�zak problemu odredivanja p(x).
Generativne suparni�cke mre�ze [74, 75] ili GAN-ovi (eng. Generative Adversarial
Networks) su osmi�sljene upravo za obu�cavanje generativnih modela.

4.1 Teorija igara i igre sa nultom sumom

Teorija igara je oblast primjenjene matematike koja se bavi matemati�ckim mode-
lovanjem medusobne interakcije igra�ca u toku procesa dono�senja strate�skih odluka
u toku igre [76]. Proces obu�cavanja generativnih suparni�ckih mre�za zasniva se na
principima ove teorije.

Igre su opisane skupom pravila i mogu se podijeliti prema razli�citim kriterijumima.
Na primjer:

• prema interesu igra�ca - na primjer kooperativne i nekooperativne igre,

• prema karakteru funkcije pla�canja - na primjer igre sa konstantnom i promje-
njivom sumom,

• prema broju igra�ca,

• prema karakteru i opsegu informacija dostupnih igra�cima - na primjer igre sa
potpunom ili nepotpunom informacijom.

Zbog zna�caja za dalje izlaganje, detaljnije �ce biti pomenute samo nekooperativne
i igre sa konstantnom sumom. Kod nekooperativnih igara, igra�ci su suparnici, od-
nosno, interesi igra�ca su u potpunoj suprotnosti. Kod igara sa konstantom sumom,
suma ukupnog pla�canja ostaje konstantna bez obzira na izbor poteza bilo kojeg od
igra�ca. Igre sa nultom sumom (eng. zero-sum games) su specijalan slu�caj igara sa
konstantom sumom. Kod igara sa nultom sumom, suma ukupnog pla�canja jedna-
ka je nuli, odnosno, dobitak jednog igra�ca jednak je sumi gubitaka drugih igra�ca.
Primjeri nekooperativnih igara sa nultom sumom su poker i �sah.

Formalno, neka je igra�c A u mogu�cnosti da bira jednu od svojih m raspolo�zivih
strategija ai iz skupa strategija SA = {a1, a2, .., am} i neka je igra�c B u mo-
gu�cnosti da bira jednu od svojih n raspolo�zivih strategija bj iz skupa strategija
SB = {b1, b2, .., bn}. Dobitak igra�ca A dat je funkcijom δA(ai, bj), a gubitak igra�ca
B dat je funkcijom γB(ai, bj). Za igre sa nultom sumom vrijedi:

δA(ai, bj) + γB(ai, bj) = 0. (4.3)
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4.2. Arhitektura generativnih suparni�ckih mre�za

Neka va�zi pretpostavka da su igra�cima dostupne informacije o raspolo�zivim strategi-
jama oba igra�ca. Igra�c A mo�ze da ostvari zagarantovani dobitak izborom strategije
kojom maksimizuje svoj minimalni dobitak, odnosno:

δ̂A = max
ai

min
bj

δA(ai, bj). (4.4)

Navedena strategija maksimizacije minimalnog dobitka igra�ca A naziva se maxi-
min strategija odlu�civanja. Sa druge strane, igra�c B minimizuje svoj gubitak ko-
ri�s�cenjem minimax strategije, odnosno minimizacijom svog maksimalnog gubitka:

γ̂B = min
bj

max
ai

γB(ai, bj). (4.5)

Uvijek va�zi:
δ̂A ≤ γ̂B, (4.6)

odnosno, zagarantovani dobitak igra�ca A je manji ili jednak od najve�ceg mogu�ceg
gubitka igra�ca B. Prethodna nejednakost ukazuje na to da je igra�c koji slijedi
minimax strategiju u boljoj poziciji jer ima mogu�cnost da minimizuje svoj gubitak
znaju�ci koji potez je odigrao drugi igra�c.

Rje�senje nekooperativne igre dva ili vi�se igra�ca, pod uslovima da su svim igra�cima
poznate strategije drugih igra�ca i da ni jedan igra�c ne ostvaruje dobitak ako mije-
nja svoju strategiju, dato je Ne�sovom ravnote�zom (eng. Nash equilibrium). Ne�sovu
ravnote�zu �cini skup izabranih strategija i odgovaraju�cih dobitaka. Dva igra�ca su
u Ne�sovoj ravnote�zi ako je svaki donio najbolju mogu�cu odluku, uzev�si u obzir
odluku protivnika. Minimax strategija odlu�civanja (4.5) je primjer Ne�sove ravno-
te�ze. Takode, saobra�caj u nekom gradu bi se odvijao u Ne�sovoj ravnote�zi ako bi svi
u�cesnici u saobra�caju po�stovali saobra�cajne propise, ali i u�cestvovali u istoj ½igri“
vo�znje.

Algoritmi ma�sinskog u�cenja za segmentaciju slike ili pra�cenje dinami�ckih objekata
obi�cno djeluju u izolaciji. Iako je koncept nagrade, u vidu funkcije gre�ske, prisutan
u toku obu�cavanja algoritama, za uspje�snu obuku navedeni koncepti iz teorije igara
nisu potrebni. Medutim, arhitektura generativnih suparni�ckih mre�za sastoji se od
dvije neuronske mre�ze. Samim tim postavlja se pitanje koja su pravila njihovog
uzajamnog djelovanja u toku obu�cavanja algoritma. Ideja autora u [74] je da mre�ze
igraju nekooperativnu (suparni�cku) minimax igru sa nultom sumom.

4.2 Arhitektura generativnih suparni�ckih mre�za

Na Slici 4.1 prikazana je arhitektura generativne suparni�cke mre�ze. Uloge suprotsta-
vljenih igra�ca imaju diskriminator i generator, koji su zadati parameterski, funk-
cijama D(x, θD) i G(z, θG), respektivno. Slu�cajnim vektorom x predstavljene su
vrijednosti ulaza diskriminatora D. Kako diskriminator uzima uzorke iz skupa sli-
ka za obu�cavanje, to zna�ci da je domen slu�cajnog vektora x skup X svih slu�cajnih
dogadaja koje mo�ze registrovati kamera. Jedna slika x iz skupa za obu�cavanje je
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4.3. Obu�cavanje generativnih suparni�ckih mre�za

Slika 4.1: Arhitektura generativne suparni�cke mre�ze. Cilj obu�cavanja je da se gene-
rator nau�ci generisati slike koje su sli�cne onima iz skupa za obu�cavanje. Diskrimi-
nator se, sa suparni�cke strane, obu�cava da nau�ci razlikovati generisane od pravih
slika.

realizacija jednog od tih dogadaja. Vektor x zadat je gustinom raspodjele vjero-
vanto�ce pX (x). Taj odnos ozna�cava se u nastavku disertacije sa x ∼ pX (x). Sli�cno,
slu�cajnim vektorom z ∼ pZ(z), zadate su vrijednosti ulaza generatora G. Vekto-
rima θD i θG predstavljeni su parametri diskriminatora i generatora, respektivno,
koje je potrebno odrediti.

Generator G(z, θG) ima zadatak da preslikava realizacije z slu�cajne promjenljive
z ∼ pZ(z) u slike x koje su realizacije slu�cajne promjenljive x ∼ pX (x). Da bi
generator mogao uspje�sno da obavi zadatak generisanja slika, mora �sto vjernije da
modeluje gustinu pX (x). Gustina vjerovatno�ce koju generator u�ci ozna�cava se sa
pG(x). Funkcija diskriminatora je da utvrdi da li je slika x uzorak prave x ∼ pX (x)
ili generisane slu�cajne promjenljive x ∼ pG(x). Dakle, strategija generatora je da
generi�se �sto vjernije slike, dok je strategija diskriminatora da maksimizuje ta�cnost
klasi�kacije stvarnih i generisanih slika.

4.3 Obu�cavanje generativnih suparni�ckih mre�za

Funkcije diskriminatora i generatora se obi�cno modeluju dubokim konvolucionim
mre�zama. Slijede�ci principe nadgledanog u�cenja [73], za funkcijeD(x, θD) i G(z, θG)
de�ni�se se funkcija gre�ske koja mjeri odstupanje predvidenih i stvarnih ili �zeljenih
vrijednosti ciljne promjenljive. Kako diskriminator i generator igraju nekoopera-
tivnu igru, potrebno je da se diskriminator obu�cava minimizacijom funkcije gre�ske
JD (θD, θG) mijenjaju�ci samo parametre θD. Analogno, generator se obu�cava mi-
nimizacijom funkcije gre�ske JG (θD, θG) mijenjaju�ci samo parametre θG. Rje�senje
igre je Ne�sova ravnote�za. U ovom kontekstu Ne�sova ravnote�za je par (θD, θG) koji
je lokalni minimum funkcija gre�saka JD i JG.

Proces obu�cavanja mre�za diskriminatora i generatora sastoji se u simultanoj pri-
mjeni algoritma stohasti�ckog gradijentnog spusta - SGD (eng. Stochastic Gradient
Descent). U svakom koraku obu�cavanja, iz pripadaju�cih gustina odabiru se vektori
x i z, te se simultanom primjenom SGD algoritma prilagodavaju parametri θD i θG
sa ciljem minimizacije gre�saka JD i JG, respektivno.
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4.3. Obu�cavanje generativnih suparni�ckih mre�za

Kako je ve�c pomenuto, strategija diskriminatora je maksimizacija vjerovatno�ce
ta�cne klasi�kacije stvarnih i generisanih slika. To zna�ci da je diskriminator u su�stini
binarni klasi�kator. Uobi�cajeno je da se funkcija gre�ske binarnih klasi�katora za-
daje sa:

JD (θD, θG) = −Ex∼pX [logD(x, θD)]− Ez∼pZ [log (1−D(G(z, θG), θD))] . (4.7)

Ovakva funkcija gre�ske naziva se unakrsnom entropijom (eng. cross-entropy). Kako
se radi o igri sa nultom sumom, funkcija gre�ske generatora jednaka je negativnoj
funkciji gre�ske diskriminatora, odnosno:

JG (θD, θG) = −JD (θD, θG) . (4.8)

Ovdje je potrebno napomenuti da se u jednom koraku minimizacije gre�ske (4.7)
optimizuju samo vrijednosti parametara diskriminatora θD. Analogno, u jednom
koraku minimizacije gre�ske (4.8) optimizuju se samo vrijednosti parametara gene-
ratora θG.

U kontekstu teorije igara, igra se mo�ze modelovati funkcijom koja predstavlja na-
gradu diskriminatora. Kako je nagrada ve�ca ako je funkcija gre�ske manja, onda
je:

V (θD, θG) = −JD (θD, θG) . (4.9)

Kako je cilj generativnih suparni�ckih mre�za u�cenje generativne gustine pG(x) koja
�sto vjernije aproksimira stvarnu gustinu pX (x), za generator se bira optimalna,
minimax strategija, odnosno:

θ̂G = min
θG

max
θD

V (θD, θG) . (4.10)

Uvr�stavanjem (4.7) u (4.9) dobija se:

V (θD, θG) = Ex∼pX [logD(x, θD)] + Ez∼pZ [log (1−D(G(z, θG), θD))]

= Ex∼pX [logD(x, θD)] + Ex∼pG [log (1−D(x, θD))]

=

∫
x

(
pX logD((x, θD)dx+ pG log (1−D(x, θD))

)
dx.

(4.11)

Jednostavno se pokazuje da je ekstrem funkcije y = a log y + b log(1 − y) dat sa
ŷ = a/(a + b). Na osnovu (4.11), to zna�ci da je za bilo koji generator, optimalna
vrijednost diskriminatora:

D̂(x, θD) =
pX (x)

pX (x) + pG(x)
. (4.12)

To je takode intuitivno jasno. Jer se optimalna vrijednost parametara diskrimi-
natora θD, za bilo koji dati generator, dosti�ze kada diskriminator vi�se nije u sta-
nju da razlikuje uzorke koji poti�cu od generatora od onih koji poti�cu iz skupa za
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4.4. DCGAN

obu�cavanje, odnosno kada je vrijednost izlaza diskriminatora Dx∼pG(x, θD) jednaka
0,5. Na osnovu (4.12), takav slu�caj se ima kada je pX (x) = pG(x). Iz ovoga proizila-
zi da se optimizacijom diskriminatora implicitno optimizuje i generator. Formalno,
ako se (4.12) uvrsti u (4.10), dobija se:

θ̂G = min
θG

max
θD

V (θD, θG)

= min
θG

(
Ex∼pX

[
log D̂(x, θD)

]
+ Ex∼pG

[
log
(

1− D̂(x, θD)
)])

= min
θG

(
Ex∼pX

[
log

pX (x)

pX (x) + pG(x)

]
+ Ex∼pG

[
log

pG(x)

pX (x) + pG(x)

])
.

(4.13)

U prethodnoj jedna�cini, dva �clana koja je potrebno minimizovati imaju oblik sli�can
Kulbek-Laiblerovoj ili KL divergenciji. KL divergencija gustina p i q de�ni�se se kao
razlika logaritama gustina vjerovatno�ce p i q, a koristi se kao mjera sli�cnosti dvije
funkcije distribucije vjerovatno�ce. De�nisana je sa:

DKL(p ‖ q) =

∫ ∞
−∞

p(x) log

(
p(x)

q(x)

)
dx = E

[
log

p(x)

q(x)

]
. (4.14)

KL divergencija je nesimetri�cna funkcija, odnosno DKL(p ‖ q) 6= DKL(q ‖ p). Sime-
tri�cna mjera sli�cnosti dvije distribucije naziva se Jensen-�Senonova (JS) divergencija
(eng. Jensen-Shannon divergence) i de�ni�se se sa:

DJS(p ‖ q) =
1

2
DKL

(
p ‖ 1

2
(p+ q)

)
+

1

2
DKL

(
q ‖ 1

2
(p+ q)

)
=

1

2
E
[
log

2p(x)

p(x) + q(x)

]
+

1

2
E
[
log

2q(x)

p(x) + q(x)

]
.

(4.15)

Poredenjem izraza za JS divergenciju (4.15) i jedna�cine (4.13), jednostavno je po-
kazati da vrijedi:

θ̂G = min
θG

(
2 DJS(pX ‖ pG)− 2 log 2

)
. (4.16)

Kona�cno, ako je pG = pX , JS divergencija jednaka je nuli, pa je iz (4.16) optimalno
rje�senje igre dato sa:

min
θG

max
θD

V (θD, θG) = −2 log 2. (4.17)

4.4 DCGAN

Generativne suparni�cke mre�ze se mogu shvatiti kao okvir za modeliranje generativ-
nih funkcija gustine vjerovatno�ce (4.2). Teoretski, generator mo�ze da se modeluje
bilo kojom diferencijabilnom funkcijom. Medutim, ukoliko izbor padne na duboke
neuronske mre�ze, pokazuje se da izbor odredenih slojeva neuronske mre�ze, na�cina
regularizacije obu�cavanja, funkcije gre�ske, te redoslijed obu�cavanja diskriminatora
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4.4. DCGAN

(a) Arhitektura generatora

(b) Arhitektura diskriminatora

Slika 4.2: Arhitektura DCGAN mre�ze. Ulazni vektor slu�cajnog �suma z projektuje se
nizom slojeva transponovane konvolucije (eng. transposed convolution ili fractional-
strided convolution) u sliku. Nizom slojeva konvolucije i potpuno povezanim slojem
- fcn (eng. fully-connected layer) diskriminator projektuje stvarnu x ili generisanu
sliku G(z, θG) u vjerovatno�cu pripadnosti stvarnom skupu slika.

i generatora [77] imaju klju�cnu ulogu za uspje�snu obuku modela. Radfordov mo-
del generatora i diskriminatora, zasnovan na dubokim konvolucionim mre�zama -
DCGAN [78] (eng. Deep Convolutional GAN s) prikazan je na Slici 4.2. Na prika-
zanoj slici, radi preglednosti, izostavljeni su neki va�zni konstrukcioni detalji slojeva
generatora i diskriminatora.

Ve�cina polaznih arhitektura dubokih neuronskih mre�za izvedene su iz arhitektu-
ra mre�za koje su se u praksi pokazale kao uspje�sne. Medutim, zbog speci��cnosti
treninga GAN mre�za, neke standardne slojeve dubokih mre�za potrebno je izosta-
viti ili zamijeniti drugim slojevima. Osnovne smjernice za konstrukciju stabilnih
DCGAN-ova mogu se sumirati u sljede�cih nekoliko ta�caka:

1. Preporu�cuje se sve agregacione slojeve (eng. pooling layers) diskriminatora
zamijeniti sa slojevima konvolucije, a agregacione slojeve generatora sa sloje-
vima transponove konvolucije. Sloj agregacije u su�stini predstavlja diskretiza-
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4.5. Eksperimentalni rezultati i diskusija

cioni proces, kojim se vr�si deterministi�cka prostorna decimacija (eng. spatial
down-sampling) izlaza prethodnog sloja neuronske mre�ze. Prostorna decima-
cija vr�si se usrednjavanjem ili ra�cunanjem maksimuma odredenog broja izlaza
neurona jednog sloja neuronske mre�ze. Time se posti�ze smanjenje ra�cunske
zahtjevnosti u toku obu�cavanja, ali na �zalost uzrokuje i smanjenje �eksibilno-
sti modela. Zamjenom agregacionog sloja slojem konvolucije i transponovane
konvolucije, diskriminator i generator su u mogu�cnosti da nau�ce prostornu
decimaciju i interpolaciju.

2. Preporu�cuje se kori�s�cenje metode unutra�snje standardizacijea (eng. Batch-
Norm ili Batch Normalization) [79], osim prije izlaznog sloja generatora i
prije ulaznog sloja diskriminatora.

3. Preporu�cuje se uklanjanje svih skrivenih, potpuno povezanih slojeva.

4. Preporu�cuje se kori�s�cenje ReLU aktivacionih funkcija u mre�zi generatora,
osim na izlaznom sloju koji koristi tanh aktivacionu funkciju [80].

5. Preporu�cuje se kori�s�cenje LeakyReLU aktivacije u mre�zi diskriminatora [80].

4.5 Eksperimentalni rezultati i diskusija

(a) Nakon 1. epohe obu�cavanja (b) Nakon 25. epoha obu�cavanja

Slika 4.3: Primjeri generisanih slika rukom pisanih cifara. Slike su generisane ko-
ri�s�cenjem DCGAN mre�ze, obu�cene na MNIST skupu podataka. Na slici su prika-
zana dva skupa generisanih slika grupisanih u matrice dimenzija 8× 8.

Na Slici 4.3 prikazane su generisane slike rukom pisanih cifara, dobijene kori�s�cenjem
DCGAN mre�ze obu�cene na MNIST skupu podataka [67]. Kao �sto se vidi, u ve�cini

aUnutra�snja standardizacija je popularna tehnika normalizacije ulaznog signala neurona na
nultu srednju vrijednost i jedini�cnu varijansu.
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slu�cajeva mogu�ce je prepoznati o kojoj cifri se radi. Medutim, DCGAN model
nema kontrolni parametar kojim se mo�ze ciljano generisati pojedina cifra. Kod
osnovnog modela predstavljenog na Slici 4.1, ulazne vrijednosti generatora reali-
zacije su slu�cajnog vektora �suma, i oni nisu sinhronizovani sa slikama iz skupa
za obu�cavanje. U glavama 5, 6 i 7 bi�ce predstavljena neka od rje�senja problema
kontrolabilnosti GAN-ova.

Generativne suparni�cke mre�ze su u slu�caju slo�zenijih, multimodalnih distribucija
ulaznih signala, podlo�zne problemu kolapsa modova (eng. mode collapse). Naime,
da bi se u toku obu�cavanja modela dostiglo optimalno rje�senje (4.17), dovoljno
je da se generator obu�ci da generi�se samo jedan mod multimodalne distribucije
pX (x) ulaznih podataka. Efektivno to zna�ci da generator preslikava sve ili ve�cinu
ulaznih vrijednosti z u istu izlaznu vrijednost x. Taj problem je ekvivalentan pro-
blemu generalizacije algoritama ma�sinskog u�cenja. Uobi�cajeni pristup ostvarivanju
bolje generalizacije nekog modela je regularizacija procesa obu�cavanja. Autori [78]
pokazuju da standardne tehnike regularizacije (na primjer Dropout, L1, L2, Batch-
Norm, ve�ci skup za obu�cavanje itd.) ne spre�cavaju pojavu ovog problema. U Glavi
7 bi�ce predstavljena jedna od mogu�cnosti prevazila�zenja ovog problema.
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Glava 5

Uslovne generativne suparni�cke

mre�ze

Pro�sirenjem ulaza generatora dodatnim upravlja�ckim signalom kojim bi se moglo
uticati na karakteristike izlaznog signala, omogu�cile bi se mnoge prakti�cne primjene
generativnih suparni�ckih mre�za. Za skup podataka MNIST, upravlja�cki signal bi
na primjer mogao biti diskretna promjenljiva c koja uzima vrijednosti iz skupa
{0, 1, 2, 3, 4, 5, 6, 7, 8, 9}. Ideja je da se dovodenjem promjenljive c = i na upravlja�cki
ulaz generatora, u idealnom slu�caju, na izlazu dobije slika rukom pisane cifre i koja
po svojim karakteristikama odgovara slikama iz skupa za obu�cavanje. U ovom i
sljede�cem odjeljku bi�ce predstavljene dvije popularne metode realizacije te ideje.

5.1 Uslovne generativne suparni�cke mre�ze

Put ka rje�senju pomenutog problema upravljivosti GAN-ova autori u [61] vide u
dovodenju dodatnih, uslovnih, informacija na ulaze generatora i diskriminatora.
Predlo�zena arhitektura uslovnih generativnih suparni�ckih mre�za - CGAN (eng.
Conditional GANs) prikazana je na Slici 5.1.

Ako se vrijednosti novih upravlja�ckih ulaza generatora i diskriminatora predstave
slu�cajnim vektorom y ∼ pY , strategija obu�cuvanja uslovnih generativnih supar-
ni�ckih mre�za, prate�ci oznake iz Glave 4, de�nisana je na sljede�ci na�cin:

min
θG

max
θD

V (θD, θG) = Ex∼pX ,y′∼f(pY ) [logD(x, θD | y′)]

+ Ez∼pZ ,y∼pY ,y′∼f(pY ) [log (1−D(G(z, θG | y), θD) | y′)] .
(5.1)

Slu�cajne promjenljive x ∼ pX i z ∼ pZ predstavljaju ulazni signal �cija se raspodjela
�zeli nau�citi i izvor slu�cajnog �suma, respektivno. Funkcija f(pY) predstavlja linearnu
transformaciju gustine raspodjele slu�cajnog vektora y.
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Slika 5.1: Arhitektura uslovne generativne suparni�cke mre�ze. Za razliku od GAN-
ova, uslovne generativne suparni�cke mre�ze imaju, preko uslovnih promjenljivih,
mogu�cnost kontrolisanog u�cenja zajedni�cke distribucije.

5.2 cDCGAN

Generator DCGAN mre�ze predstavljene u Glavi 4 mo�ze se, prostim ulan�cavanjem
ulaznog vektora z i uslovnog vektora y, upotrijebiti i kao generator uslovnih GAN-
ova. U slu�caju diskriminatora situacija je ne�sto slo�zenija. Izlaz generatora G(z, θG |
y) je slika, istih dimenzija kao i slika iz skupa za obu�cavanje. Da bi se uslovni
vektor y mogao koristiti kao uslovna promjenljiva diskriminatora, potrebno ga je
transformisati u oblik pogodan za ulan�cavanje sa izlaznim vektorom generatora ili
slikom. Na Slici 5.2 prikazana je arhitektura na taj na�cin transformisane DCGAN
mre�ze, koja se u literaturi naziva i cDCGAN (eng. conditional DCGAN ) mre�za.

Upravlja�cki signal mogu�ce je dovesti na bilo koji sloj mre�ze. Medutim, eksperi-
mentalna analiza [81] pokazuje da se upravo ulan�cavanjem ulazih slojeva genera-
tora i diskriminatora sa uslovnim vektorom posti�zu najbolji rezultati obu�cavanja
cDCGAN-ova. Takvi rezultati eksperimentalne analize obja�snjavaju se �cinjenicom
da generator i diskriminator, u tom slu�caju, uslovnu promjenljivu ½vide“ ve�c u ra-
noj fazi obrade ulaznih signala. Ovakva arhitektura cDCGAN mre�ze bi�ce kori�s�cena
i u eksperimentalnoj analizi u nastavku disertacije.
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(a) Arhitektura generatora

(b) Arhitektura diskriminatora

Slika 5.2: Arhitektura cDCGAN mre�ze dobijena jednostavnom transformacijom
ulaza DCGAN mre�ze.

5.3 Eksperimentalni rezultati i diskusija

Eksperimentalna analiza prethodno opisane cDCGANmre�ze izvr�sena je kori�s�cenjem
MNIST skupa podataka. Kao uslovne promjenljive kori�s�cene su anotacije slika ru-
kom pisanih cifara dekadnog sistema, i to kori�s�cenjem koda 1�od�10a. Kodom 1�
od�10, 0 se koduje kao 0000000001, 1 kao 0000000010 i tako do cifre 9 koja se
koduje kao 1000000000.

Za razliku od klasi�cnih DCGAN-ova, generisane slike mogu se sada grupisati pre-
ma uslovnoj promjenljivoj. Rezultati nakon 1 i 25 epoha obu�cavanja cDCGAN
mre�ze prikazani su na Slici 5.3. Ve�cina cifara prepoznatljiva je ve�c nakon 25 epo-
ha obu�cavanja. Poredenjem sa rezultatima klasi�cnih DCGAN-ova, generisane slike

aKod 1�od�N (eng. one�hot) je vrlo jednostavna reprezentacija N obilje�zja nekog signala
nizom od N bitova. Svako obilje�zje predstavljeno je jednim elementom niza. Pri tome, signal u
svakom trenutku mo�ze da sadr�zi samo jedno od N obilje�zja. Ukoliko je obilje�zje prisutno u signalu,
odgovaraju�ci bit ima vrijednost logi�cke jedinice, dok ostalih N −1 bitova imaju vrijednost logi�cke
nule.
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(a) Nakon 1. epohe obu�cavanja (b) Nakon 25. epohe obu�cavanja

Slika 5.3: Primjeri generisanih slika rukom pisanih cifara. Slike su generisane ko-
ri�s�cenjem cDCGAN mre�ze, obu�cene na MNIST skupu podataka. Na slici su prika-
zana dva skupa generisanih slika grupisanih u matrice dimenzija 10× 10.

cDCGAN-ova vizuelno imaju bolji kvalitet. Najlo�sije rezultate generator posti�ze
prilikom generisanja cifara 7 i 9, koje su i pisane rukom veoma sli�cne.

Pokazuje se, [81], da je generisanje detaljnih obilje�zja ujedno i osnovni nedostatak
uslovnih generativnih suparni�ckih mre�za. Pored toga, ovi modeli su jako osjetlji-
vi na �sum anotacije [82], odnosno, u prisustvu pogre�sno anotiranih slika, za datu
uslovnu promjenljivu, CGAN-ovi generi�su uzorke iz pogre�snih klasa. Takode, veliki
nedostatak ovih modela je �sto je za njihovo obu�cavanje neophodno koristiti anoti-
rane skupove podataka. U nastavku �ce biti prikazani generativni modeli kojima se
to mo�ze izbje�ci.
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Glava 6

Informacione generativne suparni�cke

mre�ze

U prethodnoj Glavi 5 prikazan je princip obu�cavanja cDCGAN mre�ze, koja kao
uslovnu promjenljivu koristi anotacije cifara iz skupa za obu�cavanje. Anotacije sli-
ke, osim vrijednosti same cifre, mogu da sadr�ze i druge podatke o slici. To mo�ze
na primjer biti karakter kaligrafskih linija koje sa�cinjavaju cifru: prava, kriva, ener-
gi�cna, blaga ili izlomljena linija. Takva, opse�zna anotacija rukom pisanih cifara
bila bi veoma skupa. Ali da tako anotirani skup podataka i postoji, garancije da su
upravo te karakteristike pisanih cifara potrebne za njihovu uspje�snu klasi�kaciju
ili generisanje ne postoje. Takode, ovdje se algoritam oslanja na stru�cnost anota-
tora, a poznato je da je jedan od osnovnih problema ekspertskih sistema upravo
kvanti�kacija znanja [83].

6.1 Zna�caj latentnih promjenljivih

Mogu�cnost da se distribucija vjerovatno�ce ulaznih podataka izrazi kroz zajedni�cku
distribuciju saM latentnih promjenljivih veoma je korisna. Na primjer, za radarska
mjerenja, latentne promjenljive bi mogle biti semanti�cke klase otkrivenih objekata:
pje�sak, automobil, most i sli�cno. Formalno se to mo�ze izraziti na sljede�ci na�cin:

p(x | θ) =
M∑
i=1

p(x, zi | θ) =
M∑
i=1

p(zi)p(x | zi, θ), (6.1)

U prethodnoj jedna�cini je sa zi ozna�cena realizacija latentne promjenljive z ∼ p(z),
sa θ parametri modela i sa x ∼ pX slu�cajni ulazni vektor. Latentna promjenljiva
pri tome mo�ze biti neprekidnog ili diskretnog (kategori�ckog) tipa. Na primjeru
ra�cunanja maksimalne vjerodostojnosti, bi�ce pokazano da je procjena parametara
modela sa latentnim promjenljivim izuzetno te�zak problem.

Ako se u skupu za obu�cavanje ima N realizacija, xi, slu�cajnog ulaznog vektora x,
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parametri modela mogu se odrediti ra�cunanjem maksimalne vrijednosti funkcije
vjerodostojnosti parametara modela θ:

L(θ) =
N∏
i=1

p(xi | θ). (6.2)

odnosno:
θ̂ = arg max

θ
L(θ). (6.3)

Pronala�zenje maksimuma funkcije vjerodostojnosti i pronala�zenja minimuma ne-
gativne vrijednosti logaritma vjerodostojnosti je isto, odnosno:

θ̂ = arg max
θ

L(θ) = arg min
θ

(− logL(θ)) = arg min
θ

(
−

N∑
i=1

log p(xi | θ)

)
. (6.4)

Uvr�stavanjem (6.1) u (6.4) ima se

θ̂ = arg min
θ

(
−

N∑
i=1

log
M∑
j=1

p(xi, zj | θ)

)
. (6.5)

Kao �sto je ve�c pomenuto, rje�savanje (6.5) je veoma te�sko [84]. Ako je na primjer
zajedni�cka distribucija p(x, z | θ) eksponencijalnog tipa, nakon sumiranja, margi-
nalna distribucija p(x | θ) to obi�cno nije. Prisustvo sume, dakle, spre�cava direktno
dejstvo logaritma na zajedni�cku distribuciju, �sto rezultuje kompleksnim izrazima
za rje�savanje (6.5), ali i spre�cava upotrebu optimizacionog metoda gradijentnog
spusta. Kada bi za svaku xi na neki na�cin bilo mogu�ce opaziti i zi, onda bi problem
(6.5) bio jednostavniji, odnosno:

θ̂ = arg min
θ

(
−

N∑
i=1

log p(xi, zi | θ)

)
. (6.6)

Kako je promjenljiva z latentna, odnosno ne mo�ze se opaziti niti izmjeriti, znanje
koje se ima o njoj sadr�zano je u aposteriornoj distribuciji p(z | x, θ). Postavlja se
pitanje da li je z na neki na�cin mogu�ce aproksimirati? Jedan od mogu�cih odgovora
ogleda se u ra�cunanju aproksimacije q(z | x) nepoznate distribucije p(z | x, θ).
Latentne promjenljive bi tada bile realizacije slu�cajne promjenljive raspodijeljene
prema toj aproksimiranoj distribuciji.

Uobi�cajeno je da se za mjeru sli�cnosti dvije distribucije koristi KL-divergencija. U
ovom slu�caju je po�zeljno da KL-divergencija aproksimativne i stvarne distribucije
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bude �sto manja, odnosno:

DKL(q(z | x) ‖ p(z | x, θ)) = −Ez∼q(z|x)

[
log

p(z | x, θ)
q(z | x)

]
= −Ez∼q(z|x) [log p(z | x, θ)− log q(z | x)]

= −Ez∼q(z|x) [log p(x, z | θ)− log p(x | θ)− log q(z | x)]

= −Ez∼q(z|x) [log p(x, z | θ)− log q(z | x)]︸ ︷︷ ︸
LB(x, z, θ)

+ log p(x | θ)

(6.7)

Marginalizovana gustina p(x | θ) se u kontekstu Bajesove statistike �cesto jo�s naziva
validnost modelaa (eng.model evidence) ili samo validnost, i ona u jedna�cini (6.7) ne
zavisi od aproksimativne distribucije q. To zna�ci, ako se �zeli minimizovatiDKL(q(z |
x) ‖ p(z | x, θ)) potrebno je maksimizovati LB(x, z, θ). Veli�cina LB(x, z, θ) se naziva
minoranta validnosti modela - ELBO (eng. evidence lower-bound) i de�ni�se se na
razli�cite na�cine [85], u zavisnosti od tuma�cenja:

LB(x, z, θ) = Ez∼q(z|x) [log p(x, z | θ)− log q(z | x)]

= Ez∼q(z|x) [log p(x, z | θ)] +H(q(z | x))

= log p(x | θ)−DKL(q(z | x) ‖ p(z | x, θ)).
(6.8)

Na primjeru maksimalne vjerodostojnosti parametara modela, minoranta validnosti
modela mo�ze se iskoristiti u rekurzivnoj proceduri procjene parametera. U svakoj
iteraciji k algoritma, za sve elemente iz skupa za obu�cavanje xi, izborom neke �ksne
vrijednosti parametara θk modela, ra�cuna se aproksimacija aposteriorne distribucije
kao q(z | x) = p(z | x, θk). Sa tako dobijenom q(z | x), ra�cuna se o�cekivana
vrijednost funkcije vjerodostojnosti parametara modela:

Q(θ | θk) = Ez∼q(z|x)) [log p(x, z | θ)] . (6.9)

Dalje se maksimizacijom (6.9) dobijaju nove vrijednosti parametara modela

θk+1 = arg max
θ

Q(θ | θk). (6.10)

Time se jedna iteracija algoritma zavr�sava. Predstavljeni rekurzivni algoritam zove
se algoritam maksimizacije o�cekivanja - EM (eng. Expectation�Maximization).

Ako se (6.9) uvrsti u (6.8) ima se:

LB(x, z, θ) = Q(θ | θk) +H(q(z | x)). (6.11)

Kako drugi �clan desne strane prethodne jednakosti ne zavisi od parametara modela,
maksimizacijom (6.9) maksimizuje se i ELBO.

aJer �sto je ova aproksimacija bli�za stvarnoj gustini, model je korektniji ili validniji.
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6.2. GAN-ovi zasnovani na maksimizaciji uzajamne informacije

6.2 GAN-ovi zasnovani na maksimizaciji uzajamne

informacije

Jednostavnim ulan�cavanjem signala �suma sa latentnim kodom koji je ujedno i ano-
tacija ulaznog signala, kao kod uslovnih GAN-ova, ne mo�ze se garantovati da �ce
generator u toku obu�cavanja otkriti sva skrivena obilje�zja ulaznih podataka. Pret-
postavku, da bi uslovni GAN-ovi imali bolje rezultate kada bi se koristile dodatne
anotacije je te�sko provjeriti, jer veoma je te�sko, ako ne i nemogu�ce, do�ci do kom-
pletnog skupa anotacija. Po�zeljno bi dakle bilo, da se latentne promjenljive otkriju
automatski, bez potrebe za anotiranjem ulaznih podataka. Na osnovu analize la-
tentnih promjenljivih u prethodnom odjeljku, za o�cekivati je da �ce se indukcija
latentnih varijabli zasnivati, sli�cno kao i kod EM-algoritma, na maksimizaciji mi-
norante neke veli�cine.

6.2.1 Varijaciona minoranta uzajamne informacije

Neka su x i y diskretne slu�cajne promjenljive iz dva proizvoljna mjerljiva prostora
X i Y , respektivno. Entropija slu�cajne promjenljive x de�nisana je sa:

H(x) = −
∑
x∈X

p(x) log p(x). (6.12)

Uslovna entropija slu�cajne promjenljive y za dato x de�nisana je sa:

H(y | x) = −
∑
x∈X

∑
y∈Y

p(x,y) log p(y | x). (6.13)

Uzajamna informacija [86] slu�cajnih promjenljivih x i y de�nisana je sa:

I(x,y) =
∑
x∈X

∑
y∈Y

p(x,y) log
p(x,y)

p(x)p(y)
. (6.14)

Veli�cina I(x,y) mo�ze se posmatrati i kao mjera statisti�cke povezanosti slu�cajnih
promjenljivih x i y, pa se mo�ze izraziti i preko Kulbek-Laiblerove divergencije sa:

I(x,y) = DKL(p(x,y) ‖ p(x)p(y)). (6.15)

Za uzajamnu informaciju va�zi I(x,y) ≥ 0, pri �cemu znak jednakosti va�zi samo
ako su slu�cajne promjenljive x i y nezavisne. U tom slu�caju je i Kulbek-Laiblerova
divergencija jednaka nuli.

Ve�cina problema estimacije poti�ce od �cinjenice da je uzajamna informacija (6.14)
obi�cno nelinearna funkcija nepoznate zajedni�cke gustine vjerovatno�ce p(x,y). Na
primjer, neka X predstavlja skup svih prostornih ta�caka koje mogu da re�ektuju
elektromagnetski talas, a Y niz mjernih ta�caka dobijen u jednom ciklusu mjerenja
toga prostora radarskim senzorom. Prostor Y se onda mo�ze modelovati kao pre-
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brojivi skup diskretnih radarskih mjerenja, a X kao skup funkcija u R3. Ako se
ima N mjerenja {xi,yi}, 1 ≤ i ≤ N , postavlja se pitanje koliko dobro se mo�ze
procijeniti informacija koju radarski senzor daje o okolnom prostoru? Ako je veza
izmedu X i Y suvi�se kompleksna, problem je veoma te�zak i za malo N . U praksi,
in�zenjeri �cesto kompleksnost problema umanjuju nizom aproksimacija i heuristika.
Takvim pristupom, primjena senzora ograni�cena je tek na speci��cnu funkciju, ko-
ja se aktivira samo u strogo de�nisanim i kontrolisanim uslovima. Ovakav na�cin
obrade senzorskih mjerenja prihvatljiv je za sisteme za pomo�c voza�cu, ali ne i za
visoko automatizovana vozila (stepena automatizacije ve�ceg od 3). Pored toga, dio
korisnih informacija sadr�zanih u mjerenjima se, takvim aproksimacijama i heuri-
stikama, nepovratno gubi.

Pristup rje�savanju kompleksnog problema procjene uzajamne informacije, mo�ze se
pojednostaviti ukoliko se umjesto direktne procjene uzajamne informacije procje-
njuje sistem minoranti uzajamne informacije [87], odnosno:

LBI(x,y) = I(S(x), T (y)) ≤ I(x,y), (6.16)

gdje su funkcije S i T proizvoljne funkcije sa istim podru�cjem vrijednosti kao x i
y, respektivno. Minoranta (6.16) ne postavlja nikakve restrikcije na izbor S i T .
One se mogu parametrizovati dubokim neuronskim mre�zama ili nizom funkcija SN
i TN . Bez obzira na izbor parametrizacije, ideja se sastoji u tome da minoranta
LI monotono raste sa veli�cinom i raznovrsno�s�cu dostupnog skupa podataka N za
obu�cavanje.

Jedna�cina (6.14) se mo�ze dati i na druga�ciji na�cin:

I(x,y) = H(x)−H(x | y)

= Ex∼p(x)

[
Ey∼p(y|x) [log p(x | y)]

]
+H(x)

= Ey∼p(y)

[
Ex∼p(x|y) [log p(x | y)]

]
+H(x)

= Ey∼p(y)

[
Ex∼p(x|y)

[
log

(
p(x | y)

q(x | y)
q(x | y)

)]]
+H(x)

= Ey∼p(y)

[
Ex∼p(x|y)

[
log

p(x | y)

q(x | y)

]
+ Ex∼p(x|y) [log q(x | y)]

]
+H(x)

= Ey∼p(y)

[
DKL (p(x | y) ‖ q(x | y)) + Ex∼p(x|y) [log q(x | y)]

]
+H(x).

(6.17)

Kako je DKL (p(y | x) ‖ q(y | x)) ≥ 0, ima se da je:

I(x,y) ≥ Ey∼p(y)

[
Ex∼p(x|y) [log q(x | y)]

]
+H(x). (6.18)

Aproksimacionom distribucijom q(x | y) uspje�sno je izbjegnuto ra�cunanje nepo-
znate distribucije p(x | y), ali za ra�cunanje unutra�snjeg o�cekivanja u nejednakosti
(6.18) i dalje su neophodne realizacije x slu�cajne promjenljive x ∼ p(x | y).

Ako se pretpostavi da je y funkcija slu�cajne promjenljive x i slu�cajnog �suma z,
odnosno y = G(z,x), odabirati y ∼ G(z,x) onda zna�ci prvo odabirati x′ ∼ p(x), a
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zatim y ∼ G(z, x′). Jedna�cina (6.18) onda postaje:

I(x, G(z,x)) ≥ Ey∼G(z,x)

[
Ex∼p(x|y) [log q(x | y)]

]
+H(x)

= Ex′∼p(x)

[
Ey∼G(z,x′)

[
Ex∼p(x|y) [log q(x | y)]

]]
+H(x)

= Ex∼p(x)

[
Ey∼G(z,x)

[
Ex′∼p(x|y) [log q(x′ | y)]

]]
+H(x).

(6.19)

Lema 6.1. Za dvije slu�cajne promjenljive x i y i funkciju f(x,y), gdje su x ∼ p(x)
i y ∼ p(y), va�zi:

Ex∼p(x)

[
Ey∼p(y|x) [f(x,y)]

]
= Ex∼p(x)

[
Ey∼p(y|x)

[
Ex′∼p(x|y) [f(x′,y)]

]]
. (6.20)

Dokaz.

Ex∼p(x)

[
Ey∼p(y|x) [f(x,y)]

]
=
∑
x

∑
y

p(x,y)f(x,y)

=
∑
x

∑
y

p(x,y)f(x,y)
∑
x′

p(x′ | y)

=
∑
x

∑
y

p(y)p(x | y)f(x,y)
∑
x′

p(x′ | y)

=
∑
x

∑
y

p(x | y)f(x,y)
∑
x′

p(y)p(x′ | y)

=
∑
x

∑
y

p(x | y)f(x,y)
∑
x′

p(x′, y)

=
∑
x

∑
y

p(x | y)f(x,y)
∑
x′

p(x′)p(y | x′)

=
∑
x′

p(x′)
∑
y

p(y | x′)
∑
x

p(x | y)f(x,y)

= Ex′∼p(x)

[
Ey∼p(y|x′)

[
Ex∼p(x|y) [f(x,y)]

]]
= Ex∼p(x)

[
Ey∼p(y|x)

[
Ex′∼p(x|y) [f(x′,y)]

]]
.

(6.21)

Kori�s�cenjem rezultata Leme 6.1, nejednakost (6.19) se mo�ze pisati kao:

I(x, G(z,x)) ≥ Ex∼p(x)

[
Ey∼G(z,x)

[
Ex′∼p(x|y) [log q(x′ | y)]

]]
+H(x)

= Ex∼p(x)

[
Ey∼G(z,x) [log q(x′ | y)]

]︸ ︷︷ ︸
LBI(G, q)

+H(x) (6.22)

Veli�cina
LBI(G, q) = Ex∼p(x)

[
Ey∼G(z,x) [log q(x | y)]

]
(6.23)

naziva se varijaciona minoranta uzajamne informacije I(x, G(z,x)), a predstavljena
metoda njenog odredivanja varijaciona maksimizacija informacije (eng. variational
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information maximization). Pogodnim izborom gustine raspodjele p(x), na primjer
izborom Gausove gustine raspodjele, slu�cajnu promjenljivu x mogu�ce je analiti�cki
odabirati. Takav izbor distribucije i na�cin odabiranja predstavlja svojevrstan trik,
koji se i u literaturi naziva trik reparametrizacije.

6.2.2 Regularizacija GAN-ova minorantom uzajamne infor-

macije

Kod informacionih generativnih mre�za - InfoGAN-ova [88], sli�cno uslovnim GAN-
ovima, autori razla�zu ulaz na dva dijela: vektor �suma z i latentni kod c. Ideja
kori�s�cenja latentnog koda zasniva se na �zelji da se istaknu bitna latentna semanti�cka
obilje�zja ulaznih podataka. Latentni kodovi se pri tome indukuju maksimizacijom
zajedni�ckog informacionog sadr�zaja kojeg posjeduju generator i diskriminator.

Neka je {c1, c2, . . . ,cM} skup slu�cajnih, nezavisnih, latentnih promjenljivih. Zajed-
ni�cka gustina vjerovatno�ce data je onda sa p(c) = p(c1, c2, . . . ,cM) =

∏M
i=1 p(ci).

Da bi se u toku obu�cavanja izbjegla mogu�cnost da generator ulazni latentni kod
ne uzima u obzir, odnosno da bi se izbjeglo da generator umjesto uslovne pG(x | c)
nau�ci marginalnu gustinu pG(x) (tada bi va�zilo pG(x | c) = pG(x)), potrebno je
da koli�cina uzajamnog informacionog sadr�zaja izmedu latentnog koda c i genera-
tora G(z, c) bude �sto je mogu�ce ve�ca. Koli�cina uzajamnog informacionog sadr�zaja
se u kontekstu teorije informacija, kao �sto je dato u prethodnom odjeljku 6.2.1,
predstavlja uzajamnom informacijom:

I(c;G(z, c)) = H(c)−H(c | G(z, c)). (6.24)

Ako se u jedna�cini (6.23) x i y zamijene sa c i G(z), respektivno, dobija se sljede�ci
izraz za minorantu uzajamne informacije I(c;G(z, c)):

LBI(G, q) = Ec∼p(c)

[
Ex∼G(z,c) [log q(c | x)]

]
. (6.25)

Autori u [88] koriste koli�cinu uzajamne informacije (6.25) kao regularizacioni �clan
(uveden kao Lagran�zov koe�cijent) optimizacionog problema generativnih supar-
ni�ckih mre�za, odnosno:

min
θG

max
θD

VI (θD, θG) = min
θG

max
θD

(V (θD, θG)− λLBI(G, q)) . (6.26)

Pri tome je V (θD, θG) minimax strategija data u Glavi 4 sa:

V (θD, θG) = Ex∼pX [logD(x, θD)] + Ez∼pZ [log (1−D(G(z, θG), θD))] . (6.27)
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Slika 6.1: Arhitektura Info-GAN mre�ze sa dva latentna koda c1 i c2.

6.3 Arhitektura Info-GAN-ova

Na Slici 6.1 prikazan je primjer arhitekture Info-GAN modela sa dva letentna koda
c1 i c2. Aproksimativna distribucija q(c | x) je parametrizovana kao neuronska
mre�za, koja sa diskriminatorom D(x) dijeli sve konvolucione slojeve. Tek posljedni,
potpuno�povezani slojevi mre�ze su nezavisni. Ako se uporedi sa arhitekturama
GAN-ova i uslovnih GAN-ova, datim na slikama 4.1 i 5.2, respektivno, vidi se da
arhitektura Info-GAN-ova u odnosu na njih dodaje tek neznatni udio u ra�cunskoj
kompleksnosti modela.

Na Slici 6.1 namjerno su izostavljeni tipovi nelinearnosti, posljednjeg, potpuno�
povezanog sloja mre�ze q(c | x), jer njihov izbor zavisi od tipa latentnih kodova.
U slu�caju diskretnih latentnih kodova uobi�cajen izbor nelinearnosti je takozvana
funkcija mekog maksimuma (eng. softmax ). Funkcija mekog maksimuma preslikava

65



6.4. Eksperimentalni rezultati i diskusija

neki vektor x = [x1, ...,xN ] u vektor istih dimenzija na sljede�ci na�cin:

softmax(x) =

 ex1

N∑
i=1

exi
, ...,

exN

N∑
i=1

exi

 .
Za neprekidne latentne kodove izbor je mnogo ve�ci i zavisi od tipa stvarne distri-
bucije p(c | x).

6.4 Eksperimentalni rezultati i diskusija

Eksperimentalna analiza Info-GAN-ova je izvr�sena nad skupom podataka MNIST.
Arhitektura eksperimentalnog modela prati arhitekturu mre�ze iz prethodnog odjelj-
ka, s tim da se umjesto dva, koriste tri latentna koda c1, c2 i c3. Diskretnim latent-
nim kodom c1 �zele se modelovati diskontinualne promjene u ulaznim podacima.
Neprekidnim latentnim kodovima c2 i c3 �zele se modelovati kontinualne promjene
u ulaznim podacima.

Latentni kod c1 je, kao i kod uslovnih GAN-ova, zadat kodom 1�od�10, odnosno
c1 = [a1,a2,a3,a4,a5,a6,a7,a8,a9,a10], pri �cemu je u svakom trenutku samo jedna od
komponenata vektora ai = 1, dok su sve ostale aj 6=i = 0. Latentni kod c1 je takode
slu�cajna promjenljiva, zadata gustinom vjerovatno�ce f(c1 | p) =

∏10
i=1 p

ai
i , gdje

pi = 1/10 predstavlja vjerovatno�cu da i-ta komponenta vektora c1 uzme vrijednost
ai = 1. Neprekidni latentni kodovi c2 i c3 su zadati neprekidnom uniformnom
funkcijom gustine vjerovatno�ce, de�nisanom sa:

f(x) =

{
1
2

−1 ≤ x ≤ 1,

0 ina�ce.
(6.28)

Potrebno je primijetiti da ovakav izbor latentnih kodova oslikava intuiciju da ta-
kvi latenti kodovi u podacima stvarno i postoje. Rezultati obu�cavanja Info-GAN
modela, prikazani na slikama 6.2 i 6.3, tu intuiciju i potvrduju.

Na prikazanim slikama mo�ze se primijetiti da se promjenom diskretnog latentnog
koda mijenja i vrijednost generisane cifre. Cifre nisu sortirane, jer se, za razliku od
uslovnih GAN-ova, u toku obu�cavanja ne mo�ze uspostaviti veza izmedu latentnog
koda i generisane cifre. Sa druge strane, promjenom neprekidnog latentnog koda
c2 mijenja se ugao rotacije generisane cifre, dok se promjenom c3 mo�ze uticati na
�sirinu generisane cifre.

Neprekidni latentni kodovi u ovom eksperimentu su u toku obu�cavanja aproksimi-
rani veoma jednostavnom uniformnom distribucijom. Treba primijetiti da se uloga
latentnih kodova u generisanju cifara mo�ze utvrditi tak nakon obu�cavanja i ekspe-
rimentalne analize. Za generisanje slika koje imaju mnogo slo�zeniju distribuciju,
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(a) Kod c2 uzima vrijednosti iz intervala

[−1,1] .
(b) Kod c3 uzima vrijednosti iz intervala

[−1,1] .

Slika 6.2: Primjeri generisanih slika rukom pisanih cifara kori�s�cenjem Info-GAN
modela sa tri latentna koda nakon 50 epoha obu�cavanja. Na prikazanim slikama
diskretni kod c1 mijenja se po redovima, dok se promjene neprekidnih kodova c2 i
c3 vr�se po kolonama.

(a) Kod c2 uzima vrijednosti iz intervala

[−1,1] .
(b) Kod c3 uzima vrijednosti iz intervala

[−1,1] .

Slika 6.3: Primjeri generisanih slika rukom pisanih cifara kori�s�cenjem Info-GAN
modela sa tri latentna koda nakon 80 epoha obu�cavanja. Na prikazanim slikama
diskretni kod c1 se mijenja po redovima, dok se promjene neprekidnih kodova c2 i
c3 vr�se po kolonama.
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izbor odgovaraju�ce aproksimativne distribucije nije tako jednostavan. Takode, ne-
mogu�cnost upravljanja generisanjem odgovaraju�cih cifara predstavlja problem uko-
liko se ovakav model �zeli koristiti u svrhe fuzije sa mjerenjima drugih modaliteta.
U sljede�coj Glavi 7 predstavljen je model generativnih suparni�ckih mre�za koji, kao
kod uslovnih GAN-ova, nudi mogu�cnost upravljanja nad generisanim podacima,
istovremeno maksimizuju�ci uzajamnu informaciju generatora i diskriminatora.
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Glava 7

Uslovne generativne suparni�cke

mre�ze sa vi�se generatora

Pojavom GAN-ova obu�cavanje generativnih probabilisti�ckih modela postao je ve-
oma rasprostranjen pristup rje�savanju problema nenadgledanog ma�sinskog u�cenja.
Razlog tome vjerovatno le�zi u nadi istra�ziva�ca da �ce generativni modeli, uz do-
voljno velike skupove podataka za obu�cavanje, biti u stanju da nau�ce razlu�cenu
reprezentaciju (eng. disentangled representation) svijeta. U�cenje razlu�cene repre-
zentacije podrazumijeva da model nau�ci razumijevati strukturu i uzajamnu pove-
zanost obilje�zja sadr�zanih u podacima za obu�cavanje. Na primjer, veoma abstrakt-
no, za skup slika saobra�cajnih scena, nau�cena razlu�cena reprezentacija zna�cila bi
da model svako obilje�zje scene (pje�sake, polo�zaj pje�saka u odnosu na kolovoznu
traku, druga vozila u saobra�caju i njihov polo�zaj u odnosu na druge u�cesnike u
saobra�caju, mostove, pje�sa�cke prelaze i sli�cno) vidi kao zaseban skup dimenzija,
nekog hipoteti�ckog visoko�dimenzionalnog prostora. Zaseban skup dimenzija za
svako obilje�zje ulaznih podataka se u probabilisti�ckom kontekstu mo�ze shvatiti i
kao zasebna vi�sedimenzionalna funkcija gustine vjerovatno�ce za svaki od tih atri-
buta. I bez ula�zenja u problematiku medusobne zavisnosti pojedinih gustina (da
su mostovi uvijek iznad kolovoza, da su pje�sa�cki prelazi iscrtani uvijek na kolovo-
zu i sli�cno), jasno je da je ukupna distribucija vjerovatno�ce veoma kompleksna i
multimodalnaa.

Zbog problema kolapsa modova, GAN mre�ze, predstavljene u glavama 4, 5 i 6,
favorizuju u�cenje samo jednog moda multimodalne distribucije vjerovatno�ce ula-
znih podataka. Na primjer, neka va�zi pretpostavka da ulazne slike mogu da sadr�ze
samo dva objekta: �covjeka i automobil. Jasno je da slike na kojima se pojavljuje
samo �covjek ili samo automobil takode predstavljaju uzorke distribucije ulaznih
podataka. Ukoliko generator nau�ci da generi�se uvijek identi�cnu sliku, samo jednog
od objekata, u stanju je da ½prevari“ diskriminator. Time se proces optimizacije,

aU matemati�ckoj statistici, mod se de�ni�se kao vrijednost slu�cajne promjenljive koja se reali-
zuje naj�ce�s�ce. Na primjer, kod Gausove raspodjele mod je jednak njenoj srednjoj vrijednosti.
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7.1. Mje�savina GAN-ova

u skladu sa analizom datom u odjeljku 4.3, i zavr�sava. U nastavku �ce biti pred-
stavljena metoda kojom se kod generativnih suparni�ckih mre�za umanjuje uticaj
fenomena kolapsa modova i samim tim omogu�cava generisanje reprezentativnijih i
smislenijih slika.

7.1 Mje�savina GAN-ova

Model mje�savine GAN-ova ili MGAN-ova [89] (eng. Mixture GANs) zasniva se
upravo na pretpostavci da raspodjela ulaznih podataka ima prirodnu dekompo-
ziciju na jednostavnije raspodjele. Ideja autora je da umjesto jednog generatora,
koji aproksimira slo�zenu raspodjelu ulaznih podataka, koriste vi�se generatora koji
aproksimiraju komponente mje�savine jednostavnijih raspodjela. Ukoliko se u to-
ku obu�cavanja maksimizuje KL-divergencija svih parova pojedina�cnih raspodjela,
pretpostavka je da �ce onda svaki od generatora aproksimirati razli�cite modove ula-
zne raspodjele. Arhitektura MGAN mre�ze prikazana je na Slici 7.1

Slika 7.1: Arhitektura MGAN mre�ze.

Autori predla�zu sljede�cu minimax strategiju za obu�cavanje MGAN-ova:

min
θG1:N

,θC
max
θD

VMGAN (θD, θG1:N
, θC) , (7.1)

gdje je VMGAN data sa:

VMGAN (θD, θG1:N
, θC) = V (θD, θG1:N

)− β
N∑
i=1

πiEx∼pGi [logCi(x, θC)]

= Ex∼pX [logD(x, θD)] + Ez∼pZ [log (1−D(G1:N(z, θG1:N
), θD))]

− β
N∑
i=1

πiEx∼pGi [logCi(x, θC)] .

(7.2)
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U prethodnoj jedna�cini parametrizacije generatora Gi, 1 ≤ i ≤ N , predstavljene su
vektorima θGi

, dok su parametrizacije diskriminatora D i vi�seklasnog klasi�katora
C predstavljene vektorima θD i θC , respektivno. Generatori Gi zajedno indukuju
slo�zenu raspodjelu ulaznih podataka pG = pG1⊕G2⊕...⊕GN . Slu�cajni vektor raspodje-
ljen prema takvoj, mije�sanoj, raspodjeli predstavljen je u prethodnoj jedna�cini sa
G1:N(·). Koe�cijenti mje�savine dati su sa πj. Kao i te�zinski koe�cijent β > 0, au-
tori tretiraju koe�cijente mje�savine kao �ksne hiper�parametre zadate na po�cetku
treninga. Vrijednosti izlaza klasi�katora Ci(x, θC) = Ci predstavljaju vjerovatno�cu
da je x generisao generator Gi. Takode va�zi i sljede�ca jednakost:

N∑
i=1

Ci = 1. (7.3)

Kao i kod klasi�cnih GAN-ova koji su predstavljeni u Glavi 4, potrebno je pokazati
da je u stanju ravnote�ze JS divergencija izmedu mje�savine pG i raspodjele ulaznih
podataka pX minimalna. Medutim, kako se �zeli posti�ci da generatori aproksimiraju
razli�cite modove ulazne raspodjele, dodatni uslov koji mora biti zadovoljen u stanju
ravnote�ze je da JS�divergencija raspodjele bilo koja dva generatora pGi i pGj , i 6= j,
bude maksimalna.

I zaista, ako se pretpostavi da su generatori G1, G2, ..., GN i koe�cijenti mje�savine
π1, π2, ..., πn zadati, optimalni diskriminator se mo�ze izvesti analogno proceduri
datoj u odjeljku 4.3, odnosno:

D̂(x, θ̂D) =
pX (x)

pX (x) + pG(x)
. (7.4)

Odredivanje optimalnog klasi�katora sastoji se u odredivanju nule parcijalnog iz-
voda jedna�cine (7.2). Prema jedna�cini (7.3), vjerovatno�ca C1 da slu�cajni vektor
komponente mje�savine x ∼ pG1 poti�ce od generatora G1 mo�ze se odrediti sa
C1 = 1−

∑N
j=2 Cj, pa se ima:

0 =
∂VMGAN

∂Ck
= −β ∂

∂Ck

(
N∑
i=1

πiEx∼pGi [logCi(x, θC)]

)

= −β ∂

∂Ck

(
π1Ex∼pG1

[
log

(
1−

N∑
j=2

Cj

)]
+ πkEx∼pGk [logCk(x, θC)]

)

= −β
(
πkpGk
Ck

− π1pG1
C1

)
.

(7.5)

Iz prethodne jedna�cine proizilazi:

π1pG1
C1

=
π2pG2
C2

= ... =
πNpGN
CN

, (7.6)
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Uvr�stavanjem (7.6) u (7.3), dobija se optimalna vrijednost izlaza klasi�katora Ĉk:

Ĉk(x, θ̂C) =
πkpGk
N∑
i=1

πipGi

. (7.7)

U odjeljku 4.3 pokazano je da se optimalna vrijednost parametara generatora dobija
kada je JS divergencija raspodjela pX i pG minimalna, odnosno:

θ̂GANG = min
θG

(
2 DJS(pX ‖ pG)− 2 log 2

)
. (7.8)

Medutim, kod MGAN-ova, pored uslova minimalne JS divergencije stvarne pX i
aproksimativne distribucije pG, potrebno je da optimum funkcije gre�ske ispunjava
uslov da pojedina�cne komponente mje�savine imaju nosa�ce b koji se ne preklapaju,
odnosno, pGj(x) > 0⇒ pGk(x) = 0,∀j 6= k. Uvr�stavanjem izraza (7.4), (7.7) i (7.8)
u (7.2) to se i pokazuje. Ima se:

θ̂G = θ̂GANG −min
θG

(
β

N∑
i=1

πiExi∼pGi

[
log

πixi∑N
j=1 πjxj

])

= θ̂GANG + min
θG

(
β

N∑
i=1

πiH (xi)− βH

(
N∑
i=1

πixi

)
− β

N∑
i=1

πi log πi

)
.

(7.9)

Zajedni�cka entropija slu�cajnih promjenljivih manja je ili jednaka od sume entropija
pojedina�cnih slu�cajnih promjenljivih. Jednakost va�zi samo u slu�caju ako su slu�cajne
promjenljive nezavisne. Tako se i u jedna�cini (7.9) optimizacijom generatora mini-
mizuje suma entropija pojedina�cnih komponenata

∑N
i=1 πiH (pGi), a maksimizuje

entropija mje�savine H
(∑N

i=1 πipGi

)
. Optimalna vrijednost posti�ze se kada su kom-

ponente mje�savine statisti�cke nezavisne.

7.2 Uslovne generativne suparni�cke mre�ze sa vi�se

generatora

Predstavljene MGAN mre�ze koriste veoma interesantan pristup rje�savanju proble-
ma kolapsa modova, medutim, kao ni klasi�cni GAN-ovi ne nude mogu�cnost upra-
vljanja generisanjem modova zajedni�cke distribucije. U glavama 5 i 6 prikazana
su dva pristupa upravljanja generatorima. Kod uslovnih GAN-ova, dodatni upra-
vlja�cki ulazni vektor koristi se kako bi se generator usmjerio da generi�se slike �zeljenih
klasa. Pri tome su upravlja�cki vektori obi�cno anotacije iz skupa za obu�cavanje. Za
razliku od njih, InfoGAN-ovi su imaju mogu�cnost da sami nau�ce latentne kodo-
ve. Nakon obu�cavanja InfoGAN-ova, mogu�ce je uspostaviti vezu izmedu latentnog
koda i generisane slike, ali za slo�zenije slike prirodno je o�cekivati da su i latentni
kodovih slo�zeniji, a samim tim uslo�znjava se i njihova interpretacija.

bNosa�c funkcije f de�nisane na Ω je skup {x ∈ Ω | f(x) 6= 0}.

72



7.2. Uslovne generativne suparni�cke mre�ze sa vi�se generatora

Uslovne generativne suparni�cke mre�ze sa vi�se generatora - CMGGAN (eng. Condi-
tional Multi-Generator GAN ) [32], sli�cno MGAN-ovima, takode nude mogu�cnost
aproksimacije slo�zene distribucije ulaznih podataka mje�savinom jednostavnijih ras-
podjela. Medutim, za razliku od MGAN-ova, CMGGAN-ovi posjeduju i upravlja�cke
ulaze kojima je mogu�ce usmjeriti generatore da generi�su �zeljena obilje�zja ulaznih
podataka. Ova osobina �cini CMGGAN mre�ze klju�cnim doprinosom ove disertacije,
jer se na taj na�cin omogu�cava fuzija obilje�zja mjerenja senzora razli�citih modaliteta.
Kombinovanjem ili mije�sanjem generisanih obilje�zja dobija se signal koji, idealno,
predstavlja reprezentativan primjerak podataka iz skupa za obu�cavanje.

Slika 7.2: Arhitektura CMGGAN mre�ze sa jednim diskriminatorom, N generatora
i M =

(
N
2

)
= N(N − 1)/2 klasi�katora.

Minimax strategija za obu�cavanje CMGGAN-ova data je sa:

min
θG1:N

,θC1:M

max
θD

VCMGGAN (θD, θG1:N
, θC1:M

) , (7.10)
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pri �cemu je

VCMGGAN (θD, θG1:N
, θC1:M

) = Ex∼pX [logD(x, θD)]

+ Ez∼pZ ,y∼pY [log (1−D(G(z, θG1:N
| y), θD))]

− β1

∑
(i,j)k ∧ i,j 6=N

πk

(
Ex∼pGi [logCk(x, θCk

)] + Ex∼pGj [log (1− Ck(x, θCk
))]
)

− β2

∑
(l,N)

πl

(
Ex∼pGl [logCl(x, θCl

| yl)] + Ex∼pGN [log (1− Cl(x, θCl
| yl))]

)
.

(7.11)

U prethodnoj jedna�cini sa (i,j)k ozna�cen je element skupa svih kombinacija (bez
ponavljanja) druge klase od N elemenata, odnosno (i, j)k ∈ S2

N = {a ∈ 2{1,2,...,N} |
|a| = 2} i 1 ≤ k ≤ |S2

N | − N + 1. Broj klasi�katora Ck jednak je ukupnom broju
kombinacija, odnosno M = |S2

N | =
(
N
2

)
. Arhitektura CMGGAN mre�ze prikazana

je na Slici 7.2.

Svakom paru generatora (Gi, Gj), pri �cemu je i 6= j, dodijeljuje se jedan binarni
klasi�kator Ck. Generatori i klasi�kator uslovljeni su latenim kodom yk. Zadatak bi-
narnog klasi�katora je da optimizuje generatore tako da otkrivaju razli�cite modove
stvarne distribucije ulaznih podataka. Istovremeno, diskriminatorom D osigurava
se da mje�savina pojedina�cnih komponenata pG = pG1⊕G2⊕...⊕GN dobro aproksimira
distribuciju ulaznih podataka.

Teoretska analiza CMGGAN-ova analogna je onoj datoj za MGAN-ove. Osnovna
razlika, koja omogu�cava da svaki par generatora u�ci razli�cite modove distribucije,
ogleda se u primjeni vi�se binarnih umjesto jednog vi�seklasnog klasi�katora.

7.3 Diskusija

Binarne klasi�katore i generatore mogu�ce je usloviti latentim kodovima, �sto otva-
ra mogu�cnost upravljanja modelom da generi�se �zeljene slike na izlazu, sli�cno kao
kod uslovnih GAN-ova i InfoGAN-ova. Medutim, za razliku od njih, prednost
CMGGAN-ova je �sto latentni kodovi mogu biti proizvoljno kompleksni i ne moraju
se u�citi. Ako se latentni kodovi ne moraju u�citi, izbjegava se veoma kompleksna
procedura eksperimentalne analize njihovog zna�cenja za generisanje slika. To pred-
stavlja veliku prednost u odnosu na ve�c postoje�ce modele uslovljenih generativnih
suparni�ckih mre�za.

Latentni kodovi ne moraju biti anotacije slika iz skupa za obu�cavanje. Medutim, za
uspje�sno obu�cavanje CMGGANmre�za neophodno je da slike iz skupa za obu�cavanje
i latentni kodovi budu ½upareni“, odnosno, moraju da budu vremenski sinhronizo-
vani i da na neki na�cin opisuju istu scenu ili dijelove iste scene. Kvalitet generisanih
slika zavisi, dakle, od kori�s�cenih podataka za obu�cavanje (kako slika, tako i latent-
nih kodova), kori�s�cenih arhitektura neuronskih mre�za, metoda obu�cavanja i svih
drugih preporu�cenih metoda neophodnih za uspje�sno obu�cavanje vje�sta�ckih ne-
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uronskih mre�za. Nakon obu�cavanja, CMGGAN mre�za izvr�sava se koriste�ci samo
generatore.

U narednoj Glavi 8 bi�ce izvr�sena detaljna eksperimentalna analiza CMGGAN
mre�ze na primjeru transformacije obilje�zja.
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Glava 8

Transformacija obilje�zja i semanti�cka

fuzija senzorskih mjerenja razli�citih

modaliteta

U fazi planiranja projekta razvoja visoko automatizovanog vozila neophodno je iz-
vr�siti analizu stvarnih saobra�cajnih situacija kojima vozilo mora da ovlada. Jedan
od rezultata te analize je i senzorska kon�guracija vozila. Senzorska kon�guracija
predstavlja skup senzora kojima vozilo (ili sistem) mo�ze da izra�cuna svoj polo�zaj
u prostoru, prepozna, odredi polo�zaj i prati ostale u�cesnike u saobra�caju, prepo-
zna va�zne informacije i uputstva za pravilno odvijanje saobra�caja i sli�cno. Kako je
saobra�cajna infrastruktura prije svega prilagodena �covjekovom vizuelnom sistemu,
nezaobilazni �clanovi senzorske kon�guracije su sistemi mono i stereo kamera. U pri-
log tome ide i �cinjenica da su slike dobijene kamerom, u poredenju sa mjerenjima
drugih tipova senzora, jednostavnije za semanti�cku anotaciju. Anotirani skupovi
podataka pru�zaju mogu�cnost kori�s�cenja algoritama ma�sinskog u�cenja visokog ka-
paciteta, koji nerijetko posti�zu rezultate klasi�kacije i regresije iznad prosje�cnih
ljudskih mogu�cnosti. Kamere su, medutim, osjetljive na ote�zane radne uslove, kao
�sto su na primjer lo�se ili prekomjerno osvjetljenje, pa je samo njihovo kori�s�cenje
za percepciju voznog okru�zenja neadekvatno u sistemima visoko�automatizovane
vo�znje. U nastavku, predstavljen je metod transformacije obilje�zja senzorskih mje-
renja jednog modaliteta u obilje�zja senzorskih mjerenja drugog modaliteta. Takode,
eksperimentalnom analizom pokazano je, da se vje�sta�cki generisana mjerenja mogu
koristiti za semanti�cku fuziju sa mjerenjima stvarnih senzora.

8.1 Transformacija obilje�zja

Kao �sto je u uvodnoj Glavi 1 istaknuto, visok nivo pouzdane percepcije okru�zenja
vozila mogu�ce je posti�ci tek fuzijom senzorskih mjerenja razli�citih modaliteta.
Oslanjaju�ci se na CMGGAN modele date u Glavi 7, u ovoj glavi predstavljen
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Slika 8.1: Transformacija obilje�zja sadr�zanih u radarskim mjerenjima i slikama do-
bijenih kamerom kori�s�cenjem CMGGAN mre�ze.

je potpuno novi pristup obradi i fuziji mjernih podataka radara i kamere. Pre-
dlo�zeni CMGGAN-ovi omogu�cavaju transformaciju radarskih mjerenja u slike ka-
mere. Ovaj proces naziva se transformacija obilje�zja, i u op�stem slu�caju de�ni�se
se kao proces transformacije mjerenja jednog modaliteta u mjerenje drugog mo-
daliteta. Na primjer, neka je Ω = {X1 = udaljenost, X2 = boja} skup obilje�zja i
neka je senzor S1 u mogu�cnosti da detektuje obilje�zje X1, a senzor S2 obilje�zje X2.
Ako je za potpunu karakterizaciju nekog objekta potreban vektor obilje�zja [X1, X2],
transformacija obilje�zja bi se mogla vr�siti sabiranjem vektora obilje�zja pojedina�cnih
senzora, odnosno [X1, X2] = [X1, ∅] + [∅, X2]. Obilje�zja generisanih slika i obilje�zja
slika snimljenih stvarnom kamerom mogu�ce je dalje zajedno obradivati u istom se-
manti�ckom prostoru. Ovaj proces naziva se semanti�cka fuzija. U op�stem slu�caju,
preduslov za semanti�cku fuziju je, dakle, uspje�sna transformacija mjernih podataka
razli�citih modaliteta na mjerne podatke istog modaliteta.

Arhitektura CMGGAN mre�ze koja omogu�cava transformaciju obilje�zja sadr�zanih u
radarskim mjerenjima i slikama dobijenih kamerom prikazana je na Slici 8.1. Ana-
logno analizi datoj u Glavi 7, cilj obu�cavanje diskriminatora je da prepozna da li
slika na njegovom ulazu poti�ce od kamere ili je generisana od strane niza generato-
ra. Odnosno, ako je na ulaz diskriminatora dovedena slika dobijena kamerom, cilj je
da se na izlazu diskriminatora dobije vrijednost koja te�zi jedinici. Obrnuto, ukoliko
je na ulaz diskriminatora dovedena slika koja poti�ce od generatora, cilj je da se na
izlazu diskriminatora dobije vrijednost koja te�zi nuli. U oba slu�caja, veli�cina odstu-
panja dobijene vrijednosti od ciljne vrijednosti koristi se kao signal gre�ske kojim se
nekom od optimizacionih metoda (na primjer metodom stohasti�ckog gradijentnog
spusta) prilagodavaju parametri modela.

Tri klasi�katora u prikazanom modelu imaju razli�cite zadatke. Zadatak klasi�ka-
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tora 1 je da prepozna da li signal na njegovom ulazu poti�ce od generatora 1 ili
generatora 2. Klasi�kator 1 tako ima mogu�cnost da upravlja procesom njihovog
obu�cavanja i obezbjedi da nau�ce razli�cita obilje�zja. Istovremeno, klasi�katori 2 i
3 imaju zadatak da maksimizuju zajedni�cku koli�cinu informacija u pripadaju�cim
slojevima re�setki dokaza i izlaznim signalima generatora 2 i 3, respektivno. Kako
se mje�sanjem izlaznih signala generatora �zeli dobiti slika kojom bi se ½prevario“
diskriminator, jasno je i da izlazni signali svakog od generatora sadr�ze nau�cena
obilje�zja u prostoru slika dobijenih kamerom.

Generatori, klasi�katori i diskriminator se mogu modelovati dubokom neuronskom
mre�zom. Arhitektura samih mre�za se bira u zavisnosti od rezolucije slika dobijenih
kamerom i veli�cine re�setke dokaza. Medutim, prirodno je o�cekivati da sve neuronske
mre�ze generatora imaju istu arhitekturu, te da su arhitekture diskriminatora i
klasi�katora veoma sli�cne. Iako je za obu�cavanje modela potrebno prilagodavati
parametre 7 dubokih neuronskih mre�za, u fazi testiranja i eksploatacije potrebne
su samo neuronske mre�ze generatora.

Va�zno je istaknuti da prikazana arhitektura za transformaciju obilje�zja omogu�cava
da se izabrani modeli mre�za obu�cavaju nenadgledano, odnosno nije potrebno vr�siti
semanti�cku anotaciju slika dobijenih kamerom niti re�setki dokazaa. Prikazani mo-
del je, u skladu sa teorijskom analizom iz Glave 7, mogu�ce pro�siriti tako da za
generisanje vje�sta�ckih slika koristi i mjerenja senzora drugih modaliteta.

aPonekad se ovdje prikazani metod obu�cavanja naziva samonadgledani metod obu�cavanja (eng.
self-supervised).
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8.2 Eksperimentalni pristup i postavka eksperimen-

ta

Kao �sto je u prethodnom odjeljku nagla�seno, osnovu algoritama za transformaciju
obilje�zja i semanti�cku fuziju predstavlja CMGGAN mre�za. Za obu�cavanje modela
koristi se skup podataka predstavljen u odjeljku 3.4. Ocjena kvaliteta i razno-
vrsnosti generisanih slika izvr�sena je subjektivnom i objektivnom analizom istih.
Objektivna mjera kvaliteta FID, koja je predstavljena u odjeljku 3.6, iskori�s�cena
je za poredenje CMGGAN mre�ze sa referentnim CGAN i InfoGAN mre�zama. Pre-
gled koraka evaluacije algoritma dat je na Slici 8.2, dok je detaljna arhitektura
kori�s�cenih neuronskih mre�za prikazana na Slici 8.3.

Slika 8.2: Pregled koraka evaluacije CMGGAN mre�ze za transformaciju obilje�zja i
semanti�cku fuziju slika dobijenih kamerom i mjerenja radara.

Maksimalni broj epoha obu�cavanja iznosi N = 150. U toku jedne epohe obu�cavanja
na ulaz svake od kori�s�cenih mre�za dovodi se par (slika dobijena kamerom, re�setke
dokaza) iz skupa za obu�cavanje. Pri tome se ti parovi biraju slu�cajnim odabirom.
Neuronske mre�ze optimizuju se metodom stohasti�ckog gradijentnog spusta. Du�zina
koraka gradijentnog spusta η bira se iz skupa {0,0001, 0,00001}. Hiper�parameter
λ iz jedna�cine (6.26) predstavlja te�zinski koe�cijent regularizacionog dijela funci-
je gubitka InfoGAN mre�ze i bira se iz skupa {0,5, 1,0}. InfoGAN i CGAN mre�za
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se obu�cavaju, takozvanom, Vaser�stajnovom funkcijom gubitka [77] za koju je po-
trebno u proces obu�cavanja uvesti dodatni hiper�parametar γ. Parametar γ uzima
vrijednosti iz skupa {0,5, 1,0}.

Izbor arhitekture neuronskih mre�za je klju�can za uspje�sno obu�cavanje. Na Slici
8.3 duboke konvolucione neuronske mre�ze kojima se modeluje funkcije generatora,
klasi�katora i diskriminatora CMGGAN mre�ze veoma su sli�cne. Nazivi aktivaci-
onih funkcija i primjenjenih tehnika regularizacije dati su na spojevima slojeva
mre�za. Pod operacijom ½transformacija“ podrazumijeva se promjena oblika pret-
hodnih slojeva, na primjer iz matrice u vektor svih vrsta te matrice. Aktivaciona
funkcija ReLU [90] (eng. Recti�ed Linear Unit) zadata je sa:

relu(x) =

{
0 za x < 0,

x za x ≥ 0.
(8.1)

Za razliku od ReLU, LeakyReLU [91] (eng. Leaky Recti�ed Linear Unit) aktivacije
dozvoljavaju mali pozitivan gradijent kada neuron nije aktivan:

leaky_relu(x) =

{
ax za x < 0,

x za x ≥ 0.
(8.2)

Parametar a LeakyReLU aktivacione funkcije je konstantanb, reda 10−2. Kako se
disriminatorom i klasi�katorom procjenjuje vjerovatno�ca, aktivaciona funkcija na
izlaznom sloju tih mre�za je sigmoidna funkcija σ(x) = 1/(1 + exp(−x)). Za razli-
ku od njih, generatori na izlazu koriste tangens hiperboli�cki tanh = (exp(2x) −
1)/(exp(2x) + 1). Opseg vrijednosti [−1, 1] izlaza generatora, osim �sto ima ve�ci
dinami�cki opseg od sigmoidne funkcije, je pogodan ulazni sloj za mre�ze diskrimi-
natora i klasi�katora.

bKod ParametricReLU - PReLU, koje imaju istu de�niciju kao LeakyReLU ovaj parametar
mo�ze da se obu�cava.
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(a) Arhitektura generatora

(b) Arhitektura klasi�katora

(c) Arhitektura diskriminatora

Slika 8.3: Detaljna arhitektura dubokih neuronskih mre�za kojima se modeluju funk-
cije generatora, klasi�katora i diskriminatora CMGGAN mre�ze.
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8.3 Validacija transformacije obilje�zja

Predlo�zena arhitektura za transformaciju obilje�zja, prikazana na Slici 8.3, imple-
mentirana je u programskom jeziku Pythonc kori�s�cenjem programske biblioteke za
razvoj i obu�cavanje modela ma�sinskog u�cenja Tensor�owd. Programska biblioteka
Tensor�ow podr�zava obu�cavanje i izvr�savanje modela na ra�cunarskim gra��ckim kar-
tama. U toku obu�cavanja i izvr�savanja predlo�zenog modela kori�s�cena je ra�cunarska
gra��cka karta tipa ½Nvidia Geforce GTX 1080 Ti“. Zbog relativno malih dimen-
zija ulaznih podataka, i velike procesorske mo�ci kori�s�cene gra��cke kartice brzine
obu�cavanja i izvr�savanja modela nisu predstavljale zna�cajnu prepreku u procesu
validacije.

8.3.1 Objektivna ocjena kvaliteta generisanih slika

Nakon svake epohe obu�cavanja, za generisane slike svih mre�za kori�s�cenih u ekspe-
rimentu ra�cuna se FID mjera. Ideja FID mjere zasnovana je na pretpostavci da
neka mre�za za klasi�kaciju slika, koja je prethodno obu�cena na velikom skupu ano-
tiranih slika, na nekom od svojih skrivenih slojeva sadr�zi vektor obilje�zja ulazne
slike. U disertaciji je za tu svrhu iskori�s�cena Inception-V3 [92] mre�za, obu�cena na
Imagenet skupu podataka. Pretpostavljeno je, pri tome, da 2048�dimenzionalna
aktivacija pool3 sloja te mre�ze sadr�zi sva relevantna obilje�zja ulazne slike. Infor-
macije sadr�zane u tom vektoru obilje�zja sa�zimaju se dalje u jednu skalarnu veli�cinu
- FID mjeru, koja se smatra objektivnom mjerom za ocjenu kvaliteta generisanih
slika. Za ra�cuanje FID mjere iskori�sena je javno dostupna programska bibliotekae

napisana u programskom jeziku Python.

Na Slici 8.4 prikazane su vrijednosti FID mjere u toku obu�cavanja CMGGAN, Info-
GAN i CGAN mre�za. InfoGAN i CGAN mre�ze posti�zu najbolje rezultate izborom
hiper�parametara λ = 1,0 i γ = 0,5. U gotovo svim epohama obu�cavanja CMG-
GAN posti�zu ni�zu vrijednost FID mjere. Potrebno je primijetiti da izborom gra-
dijentnog koraka η = 0,00001 FID mjera CMGGAN mre�ze opada sa rastom broja
epoha obu�cavanja, �sto ukazuje na svrsishodnost upotrebe FID mjere za objektivnu
analizu kvaliteta generisanih slika.

Nakon svake epohe obu�cavanja, pored FID mjere, CMGGAN mre�za je iskori�s�cena
za generisanje slika kori�s�cenjem radarskih re�setki dokaza i skupa za validaciju.
Skup za validaciju, kao �sto je opisano u odjeljku 3.4 pored parova (slika dobi-
jena kamerom, re�setke dokaza), sadr�zi i 100 anotiranih slika. Anotirani slobod-
ni prostor ispred sistemskog vozila iskori�s�cen je za ra�cunanje �Zakardovog indeksa
(J = TP /(TP + FP + FN)). Kako se �Zakardov indeks u literaturi jo�s naziva i ko-
li�cnik presjeka i unije - IoU, srednja vrijednost IoU nad svim slikama skupa naziva
se srednji koli�cnik presjeka i unije ili mIoU (eng. mean IoU ). Anotacije generisa-
nih slika ra�cunaju se automatski kori�s�cenjem FCN [93] (eng. Fully Convolutional

chttps://www.python.org/
dhttps://www.tensorflow.org/
ehttps://github.com/tsc2017/Frechet-Inception-Distance
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(a) Gradijentni korak 0,0001

(b) Gradijentni korak 0,00001

Slika 8.4: FID mjera u toku obu�cavanja CMGGAN, InfoGAN i CGAN mre�za, za
dvije vrijednosti gradijentnog koraka i najoptimalnije vrijednosti hiper�parametera
λ i γ. �Sto je vrijednost FID mjere ni�za smatra se da je mre�za bolja.

Network for Semantic Segmentation) i PSPNET [94] (eng. Pyramid Scene Parsing
Network) mre�za za semanti�cku segmentaciju piksela. Za semanti�cku segmentaci-
ju iskori�s�cene su javno dostupne implementacijef FCN i PSPNET mre�za napisana
u programskom jeziku Python. FCN i PSPNET mre�ze su prethodno obu�cene na
ADE20k skupu podataka koji je predstavljen u odjeljku 3.5.1. Kao �sto je ve�c pome-
nuto, FCN i PSPNET mre�ze obu�cene su RGB slikama iz ADE20k skupa podataka.
Da bi se sive slike iz skupa za validaciju prilagodile ulazima FCN i PSPNET mre�za,
uzeto je da su R, G i B kanal jednaki sivoj slici iz skupa za validaciju ako se vr�si
semanti�cka segmentacija stvarne slike dobijene kamerom ili generisanoj slici ako se

fhttps://github.com/hellochick/semantic-segmentation-tensorflow
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(a) Gradijentni korak 0,0001

(b) Gradijentni korak 0,00001

Slika 8.5: Srednja �Zakardova ili mIoU mjera nakon svake epohe obu�cavanja CMG-
GAN mre�ze. Punom zelenom i isprekidanom crvenom linijom prikazana je vrijed-
nost mIoU FCN i PSPNET anotacija stvarnih slika iz skupa za validaciju, respek-
tivno.

vr�si semanti�cka segmentacija generisane slike. Prikazani rezultati dobro oslikavaju
graf mIoU mjere u toku obu�cavanja. Vizuelno, rezultati semanti�cke segmentacije
PSPNET mre�zom bolji su nego rezultati dobijeni FCN mre�zom, kako za stvarne
tako i za generisane slike. Kori�s�cenjem ½ru�cnih“ anotacija slika, te FCN i PSPNET
anotacija slika generisanih CMGGAN mre�zom ra�cuna se mIoU nakon svake epohe
obu�cavanja. Rezultati su prikazani na Slici 8.5.

Interesantno je primijetiti da se graf mIoU mjere, koja je zasnovana na potpu-
no druga�cijem mjernom principu od FID mjere pona�sa veoma sli�cno. Obu�cavanje
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manjim gradijentnim korakom i ovdje daje bolje rezultate, i kao kod FID grafa
postoji trend pove�canja mIoU sa pove�canjem broja epoha obu�cavanja. Iako se naj-
ve�ci mIoU posti�ze nakon 74 epoha kori�s�cenjem gradijentnog koraka η = 0,0001,
mnogo stabilniji rezultati se posti�zu gradijentnim korakom η = 0,00001, gdje se
najve�ci mIoU dosti�ze tek nakon 132 epohe obu�cavanja. Takode, mo�ze se primijetiti
da FCN anotacije generisanih slika u toku ve�ceg dijela obu�cavanja imaju ve�cu vri-
jednost mIoU od PSPNET anotacija stvarnih slika (crvena isprekidana linija). Na
skupu kori�s�cenih slika FCN mre�za imaju bolje rezultate semanti�cke segmentacije
od PSPNET mre�za.

8.3.2 Subjektivna ocjena generisanih slika

Za subjektivnu ocjenu transformacije obilje�zja koriste se generisane slike dobijene
CMGGAN mre�zom, obu�cenom gradijentnim korakom η = 0,00001 nakon 132 epo-
he obu�cavanja. Slike su generisane kori�s�cenjem radarskih re�setki dokaza iz testnog
skupa podataka. Zadatak izvr�sene eksperimentalne analize je da se poredenjem ge-
nerisanih sa stvarnim slikama dobijenih kamerom dobije jedna ili vi�se subjektivnih
ocjena kvaliteta generisanih slika. U tu svrhu, u�cesnicima eksperimenta predstavlje-
no je 50 parova stvarnih i generisanih slika. Pri tome se 50 parova bira slu�cajnim
odabirom iz cijelog testnog skupa podataka. Vrijeme potrebno za izvr�savanje ek-
sperimenta nije bilo ograni�ceno, medutim, u�cesnici su morali odgovoriti na sva
postavljena pitanja.

Na po�cetku svakog eksperimenta u�cesnicima je dato sljede�ce obja�snjenje eksperi-
menta: ½Svaka od sljede�cih 50 grupa pitanja sastoji se od slu�cajno odabranog para
slika, jednog op�steg i niza od 10 detaljnih pitanja. Gornja slika u prikazanom paru
je referentna slika. Cilj eksperimenta je da se porede�ci donju, vje�sta�cki generisa-
nu sliku sa referentnom slikom da odgovor na postavljena pitanja. Op�ste pitanje
odnosi se na kvalitet prikaza stvarne scene vje�sta�cki generisanom slikom. Odgovor
na op�ste pitanje sastoji se u odabiru jednog od ponudenih odgovora: 1 - postoje ne-
prihvatljive razlike, 2 - postoje zna�cajne razlike, 3 - postoje prihvatljive razlike, 4 -
postoje neznatne razlike, 5 - nema uo�cljivih razlika. Na niz od 10 detaljnih pitanja
potrebno je odgovoriti sa ½da“ ili ½ne“. Prilikom odgovaranja na detaljna pitanja
potrebno je uzeti u obzir da se pokretni objekti ne smatraju elementima puta. Isto
tako, u obzir ne treba uzimati oblik i tip za�stitne ograde na bo�cnim djelovima puta,
niti bilo koje elemente slike koje se ne odnose na sam put (na primjer planine u
pozadini).“.

Primjeri parova stvarnih i generisanih slika dati su na Slici 8.6. Svaka grupa pitanja
po�cinje op�stim pitanjem: ½Koliko dobro generisana slika (donja slika prikazanog
para) prikazuje sve elemente puta prikazane na referentnoj slici (gornja slika)?“.
Zatim je slijedila lista sljede�cih detaljnih pitanja:

1. ½Da li generisana slika ispravno prikazuje lateralnu poziciju vozila na putu?“,

2. ½Da li generisana slika ispravno prikazuje krivinu puta?“,
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(a) Lijeva krivina (b) �Sirina kolovoza

(c) Saobra�cajna signalizacija (d) Slobodne kolovozne trake

Slika 8.6: Primjeri parova stvarnih i generisanih slika kori�s�cenih za subjektivnu
ocjenu kvaliteta generisanih slika. Kod svakog od �cetiri para slika gornja slika pred-
stavlja stvarnu sliku kamere, a donja slika sliku generisanu CMGGAN mre�zom na
osnovu radarskih re�setki dokaza.

3. ½Da li generisana slika ispravno prikazuje �sirinu puta (sve vozne i zaustavne
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trake zajedno)?“,

4. ½Da li se na generisanoj slici sistemsko vozilo nalazi u tunelu?“,

5. ½Da li se na referentnoj slici sistemsko vozilo nalazi u tunelu?“,

6. ½Da li se na generisanoj slici na putu ispred sistemskog vozila nalazi most,
nadvo�znjak ili neka druga stacionarna konstrukcija iznad vozila?“,

7. ½Da li se na referentnoj slici na putu ispred sistemskog vozila nalazi most,
nadvo�znjak ili neka druga stacionarna konstrukcija iznad vozila?“,

8. ½Da li se na generisanoj slici na putu ispred vozila nalazi druga stacionarna
prepreka (ne uklju�cuju�ci mostove, znakove i tunele iz pitanja 4 i 6)?“,

9. ½Da li se na referentnoj slici na putu ispred vozila nalazi druga stacionarna
prepreka (ne uklju�cuju�ci mostove, znakove i tunele iz pitanja 5 i 7)?“,

10. ½Da li generisana slika ispravno prikazuje pokretne objekte na putu?“.

U eksperimentu je u�cestvovalo dvanaest osoba. Odgovori na op�ste pitanje isko-
ri�s�ceni su za ra�cunanje prosje�cne ocjene kvaliteta predstavljenih generisanih slika.
Odgovori na op�sta pitanja sa�zeti su u Tabeli 8.1. Samo 16% ispitanika ocijenilo je

Tabela 8.1: Odgovori na op�sta pitanja.

Ocjena

1 2 3 4 5

Broj odgovora 96 157 177 86 84

da generisane slike sadr�ze neprihvatljive razlike u poredenju sa referentnom slikom.
Prema prikazanoj tabeli, prosje�cna, subjektivna ocjena kvaliteta generisanih slika
prema tabeli iznosi 2,84.

Odgovori na detaljna pitanja iskori�s�ceni su da bi se utvrdilo da li generisane slike
sadr�ze obilje�zja koja su prisutna i na slikama scena snimljenih stvarnom kamerom.
Odgovori na detaljna pitanja analizirani su kori�s�cenjem dvije razli�cite metodologi-
je. Bilo je o�cekivano da �ce pitanja 4, 5, 6, 7, 8 i 9, vezana za kvalitet reprezentacije
stacionarnih konstrukcija na putu izazvati nedoumice kod u�cesnika. Zbog toga su
odgovori na ta pitanja sa�zeta u dvije statisti�cke mjere: speci��cnost i osjetljivost.
Speci��cnost S se de�ni�se kao udio ta�cnih negativnih odgovora TN u ukupnom broju
negativnih odgovora TN +FP , odnosno S = TN/(TN +FP ). Osjetljivost ili opo-
ziv O izra�zava udio ta�cnih pozitivnih odgovora TP g u ukupnom broju pozitivnih
odgovora TP +FN , odnosno O = TP/(TP +FN). Intuitivnije, speci��cnost karak-
teri�se sposobnost sistema da ne generi�se la�zno pozitivne objekte, dok osjetljivost

gOznake TN (eng. True Negative), FP (eng. False Positive), TP (eng. True Positive) i FN
(eng. False Negative) uobi�cajene su u statisti�ckoj analizi, te su zbog toga i ovdje zadr�zane u
izvornom obliku.

87



8.3. Validacija transformacije obilje�zja

�cini isto za la�zno negativne objekte. Obje mjere su od velike va�znosti za sisteme vi-
soko automatizovane vo�znje. Na primjer, la�zno pozitivna detekcija (takode poznata
kao gre�ska prve vrste ili α�gre�ska) mo�ze da izazove ne�zeljenu aktivaciju funkcije
automatskog ko�cenja vozila. Sa druge strane, la�zno negativna detekcija (takode
poznata kao gre�ska druge vrste ili β�gre�ska) mo�ze da sprije�ci aktivaciju funkcije
automatskog ko�cenja u prisustvu stvarne prepreke na putu. Odgovori na ovaj pod-
skup detaljnih pitanja predstavljeni su u Tabeli 8.2. Na osnovu rezultata prikazanih

Tabela 8.2: Rezultati statisti�cke analize odgovora na detaljna pitanja 4-9.

Statisti�cke mjere kvaliteta

Broj TP Broj FP Broj TN Broj FN Speci��cnost TN
TN+FP

Osjetljivost TP
TP+FN

Detekcija tunela 0 5 595 0 0,9917 0,0000

Detekcija stacionarnih konstrukcija iznad vozila 5 0 455 140 1,0000 0,0345

Detekcija drugih stacionarnih objekata 0 123 474 3 0,7940 0,0000

u tabeli, CMGGAN mre�za posti�ze veliku speci��cnost prilikom detekcije tunela i uz-
vi�senih stacionarnih konstrukcija. Za preostale stacionarne objekte uo�cava se ve�ci
broj la�zno pozitivnih, �sto uti�ce na nepovoljnu vrijednost speci��cnosti S = 0,7940.
Pretpostavlja se da ovaj problem djelimi�cno poti�ce od la�znih detekcija (nekada se
za takve objekte ka�zu da su ½ghost“ objekti) koje nastaju usljed efekta mnogo-
struke propagacija emitovanog elektromagnetskog talasa ili usljed interferencije sa
talasima drugih radara.

Mala osjetljivost algoritma na stacionarne konstrukcije iznad vozila je o�cekivana
i po�zeljna, jer kori�s�ceni radar ima veoma nisku rezoluciju mjerenja po vertikalnoj
osi i ograni�ceno vidno polje po visini. Zbog toga radar uzvi�sene objekte detektuje
samo na ve�cim udaljenostima od sistemskog vozila. Radarska re�setka dokaza, kao
�sto je pokazano u odjeljku 3.1, modeluje sva radarska mjerenja jednako, ne uzima-
ju�ci u obzir mogu�cnost da prepreka od koje se elektromagnetski talas re�ektovao
ima visinu ili da je mogu�ce da sistemsko vozilo prode ispod iste (ukoliko se ra-
di o uzvi�senoj konstrukciji). Pretpostavlja se medutim, da je ta informacija ipak
sadr�zana u radarskoj re�setki dokaza. Kako uzvi�seni objekti ne predstavljaju pre-
preke kretanju sistemskog vozila, �celije re�setke koje pripadaju takvim preprekama
potrebno je pouzdano detektovati i ukloniti. Uobi�cajen i vrlo nepouzdan in�zenjerski
pristup detekcije mostova na osnovu radarske re�setke dokaza sastoji se u pomje-
ranju grani�cnog okvira du�z pretpostavljene putanje sistemskog vozila. U svakom
koraku pomjeranja grani�cnog okvira poredi se raspodjela mjerenja unutar okvira
sa nekom referentnom veli�cinom. Problemi na koje se ovdje nailazi su pouzdano
odredivanje putanje vozila, odredivanje referentne veli�cine i sli�cno.

Odgovori na preostala detaljna pitanja sa�zeti su u Tabeli 8.3 kori�s�cenjem jedno-
stavne metode brojanja potvrdnih i negativnih odgovora na detaljna pitanja o
polo�zaju vozila, krivini i �sirini puta, te o postojanju pokretnih objekata na putu.
Predstavljeni metod za transformaciju obilje�zja posti�ze dobre rezultate prilikom
generisanja obilje�zja u prostoru slika, a koja su sadr�zana u radarskim mjerenjima.
Ni�zi procenat ispravno generisanih pokretnih objekata je o�cekivan i po�zeljan, jer
radarske re�setke dokaza ne sadr�ze informaciju o pokretnim objekatima.
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Tabela 8.3: Odgovori na pitanja o polo�zaju vozila i kvalitetu generisanih obilje�zja
scene.

Odgovori
Detaljna pitanja

Polo�zaj sistemskog vozila Krivina puta �Sirina puta Pokretni objekti

Broj potvrdnih odgovora 529 544 516 217

Broj negativnih odgovora 71 56 84 383

Procenat potvrdnih odgovora [%] 88,2 90,6 86,0 36,2

8.4 Principi semanti�cke fuzije senzorskih mjerenja

razli�citih modaliteta

U praksi, generisanje vje�sta�ckih slika na osnovu radarskih mjerenja otvara razne
mogu�cnosti njihove semanti�cke fuzije sa slikama stvarne kamere. Na Slici 8.7 pri-
kazan je princip automatske anotacije radarskih podataka. Kori�s�cenjem nekog od
obu�cenih algoritama za semanti�cku segmentaciju ili regresiju grani�cnih okvira, vr�si
se procjena semanti�cke klase piksela ili grani�cnih okvira objekata sadr�zanih u gene-
risanoj slici. Ako se pretpostavi da su kamera i kori�s�ceni radar ispravno kalibrisanih,
u odnosu na isti koordinatni po�cetak (uobi�cajeno je to sredina prednje osovine vo-
zila) mogu�ce je projektovati semanti�cke elemente slike u ravan re�setke dokaza. Na

Slika 8.7: Princip automatiske anotacije radarske re�setke dokaza kori�s�cenjem
CMGGAN-ova.

taj na�cin dobijaju se automatski anotirane �celije re�setke kojima se mo�ze obu�cavati
neki od nadgledanih algoritama ma�sinskog u�cenja za segmentaciju re�setki dokaza.
Nakon uspje�sno obu�cenog algoritma za segmentaciju radarskih podataka otvara
se mogu�cnost optimizacije senzorske kon�guracije vozila (na primjer eliminacijom
jedne ili vi�se kamera). Mogu�cnost automatske anotacije radarskih re�setki dokaza
kori�s�cenjem relativno jeftinih anotacija slika takode predstavlja veoma veliki do-
prinos ove disertacije.

hPretpostavka o ispravnoj kalibraciji vozila nije stroga. Da bi testno vozilo uop�ste moglo da
se koristi na javnim saobra�cajnicama, obi�cno je potrebno obezbjediti dozvolu neke od nadle�znih
institucija zadu�zenih za tehni�cki nadzor. Kako je ispravna kalibracija senzora neophodna za be-
zbjedan rad sistema, jedna od stavki koja se provjerava prilikom pribavljanja takve dozvole je i
ispravna kalibracija senzora.

89



8.5. Diskusija rezultata

Na Slici 8.8 prikazan je jo�s jedan princip semanti�cke fuzije generisanih i stvarnih
slika �ciji je cilj pove�canje vjerodostojnosti mjerenja stvarnog senzora. Kamere su

Slika 8.8: Princip fuzije piksela generisane i stvarne slike dobijene kamerom u cilju
pove�canja vjerodostojnosti mjerenja.

veoma osjetljive na promjene vanjskog osvjetljenja i lo�se vremenske i radne uslove.
Na primjer, ne�cisto�ce na povr�sini so�civa �cesto uzrokuju zamu�cene oblasti na dobi-
jenim slikama. Radari sa druge strane nisu osjetljivi na pomenute fenomene, pa je
u cilju postizanja odredenog stepena funkcionalne bezbjednosti sistema, hipotezu
o nekom obilje�zju prostora, izra�cunatu obradom slike dobijene stvarnom kamerom,
mogu�ce provjeriti koriste�ci generisanu sliku.

8.5 Diskusija rezultata

Eksperimentalna analiza transformacije obilje�zja izvr�sena je na relativno malom
skupu parova slika i radarskih re�setki dokaza. Mjerenja radara i slike scene snimlje-
ne kamerom prikupljene su u toku eksperimentalne vo�znje auto-putem. Izvr�seno
je 9850 uzastopnih i sinhronizovanih mjerenja, a mjerni podaci su nakon obrade
podijeljeni na skupove za obu�cavanje, validaciju i testiranje. Ovi podaci iskori�s�ceni
su za obu�cavanje i validaciju predlo�zene metode transformacije obilje�zja. Prikazano
je da je uz pomo�c radarskih re�setki dokaza CMGGAN mre�zom mogu�ce generisati
slike koje sadr�ze sva relevantna obilje�zja vidljiva i na stvarnim slikama. Pri tome je
potrebno napomenuti da je, uzev�si u obzir dimenzije kori�s�cenih sivih slika 96× 32
piksela, broj mogu�cih slika koje je mogu�ce generisati CMGGAN mre�zom jednaki

2563072 ≈ 107372.

Va�zno je razmotriti mogu�cnost kori�s�cenja vje�sta�cki generisanih slika za semanti�cku
fuziju sa stvarnim slikama scene. Za semanti�cku fuziju nije od primarnog zna�caja
da generisane slike sadr�ze sva obilje�zja kao i stvarne slike dobijene kamerom. Ov-
dje je prevashodno va�zno da su va�zna obilje�zja sadr�zana u radarskim mjerenjima
vjerodostojno prikazana i na generisanim slikama. Kako mjerenja radara nisu osje-
tljiva na efekte koji mogu da degradiraju slike dobijene kamerom, dodatni izvor
pouzdanih informacija, kao �sto su generisane slike, mo�ze se iskoristiti za pove�canje
pouzdanosti kompletnog sistema visoko automatizovane vo�znje.

iInteresantan je podatak da je broj atoma u vidljivom svemiru procijenjen na 1078 - 1080 [95].
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(a) Gradijetni korak η = 0.0001, epoha obu�cavanja n = 74

(b) Gradijentni korak η = 0.00001, epoha obu�cavanja n = 132

Slika 8.9: Slike generisane instancama CMGGAN mre�ze koje su ostvarile najve�ci
mIoU. Odozgo prema dole, na objema slikama vrste predstavljaju: stvarne slike,
generisane slike i radarske re�setke dokaza. Posmatrano slike po kolonama, generi-
sane slike su generisane CMGGAN mre�zom na osnovu radarskih re�setki. Radarske
re�setke dokaza su, u toku faze obu�cavanja mre�ze, sa stvarnim slikama �cinile par za
obu�cavanje.

Eksperimantalni rezultati pokazuju da se CMGGAN mre�ze mogu koristiti za trans-
formaciju obilje�zja sadr�zanih u radarskim re�setkama dokaza u sliku kamere. Na
primjeru semanti�cke segmentacije piksela generisanih slika bi�ce pokazano da CMG-
GAN mre�ze omogu�cavaju i semanti�cku fuziju informacija. Semanti�cka segmentacija
generisanih slika ve�c je izvr�sena u koraku odredivanja mIoU mjere kako bi se izabrao
najbolji model za generisanje slika. Izabrani model je zatim iskori�s�cen za validaciju
transformacije obilje�zja. Kako bi se upotpunila slika o prikladnosti predlo�zenog al-
goritma za semanti�cku fuziju mjerenja razli�citih modaliteta na Slici 8.9 prikazano
je 8 generisanih slika, zajedno sa parovima iz skupa za testiranje. Kako su radari
neosjetljivi na svjetlosne efekte koji su vidljivi na slikama dobijenih kamerom, ni
slike koje su generisane na osnovu radarskih mjerenja ne prikazuju takve efekte.
Kvalitet slika dobijenih kamerom, kao �sto se vidi na nekim od slika jako je degra-
diran. Ako se sistem visoko automatizovane vo�znje oslanja samo na slike dobijene
kamerom, na primjer za odredivanje slobodnog prostora ispred sistemskog-vozila,
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njegove performanse �ce takode biti degradirane. Kori�s�cenjem generisanih slika do-
bijaju se vjerodostojnije informacije o okru�zenju vozila.

(a) Ru�cno anotirane slike is skupa za obu�cavanje.

(b) Automatski anotirane slike iz skupa za obu�cavanje kori�s�cenjem FCN mre�ze.

(c) Automatski anotirane slike iz skupa za obu�cavanje kori�s�cenjem PSPNET mre�ze.

(d) Automatski anotirane generisane slike kori�s�cenjem FCN mre�ze.

(e) Automatski anotirane generisane slike kori�s�cenjem PSPNET mre�ze.

Slika 8.10: Uporedni prikaz ru�cno i automatski anotiranih slika iz skupa za
obu�cavanje i slika generisanh kori�s�cenjem CMGGAN mre�ze.

Sa druge strane, ako se posmatraju slike tunela i mostova, jasno je da je tuma�cenje
informacija sadr�zanih u pripadaju�cim radarskim re�setkama dokaza veoma te�sko.
Vi�sestruke re�eksije elektromagnetskih talasa unutar tunela mogu prouzrokovati,
ve�c pomenute, la�zno pozitivne detekcije radara. Obu�cena mre�za veoma dobro dis-
krimini�se la�zno pozitivne detekcije, i gdje postoji slobodan prostor ispred vozila isti
se pronalazi i na generisanim slikama. Slobodan prostor na slikama veoma pouzdano
mo�ze se odrediti nekom od dubokih konvolucionih mre�za za semanti�cku segmen-
taciju. Rezultati semanti�cke segmentacije stvarnih i generisanih slika kori�s�cenjem
FCN i PSPNET mre�za prikazani su na Slici 8.10.

Kori�s�cenje CMGGAN mre�za za transformaciju obilje�zja nije ograni�ceno samo na
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dva kori�s�cena modaliteta senzora. Broj generatora CMGGAN mre�ze teoretski je
neograni�cen, a zavisi samo od ra�cunarske mo�ci kori�s�cenog hardvera za obu�cavanje.
Na primjer, veoma interesantno bi bilo umjesto re�setki radara koristiti mjerenja
lidara ili mikrofona. Pri tome ne treba zaboraviti, da se mre�za obu�cava bez nadgle-
danja, odnosno za njeno obu�cavanje potrebno je testnim vozilom prikupiti dovoljno
senzorskih mjerenja jednog ili drugog modaliteta i odgovaraju�cih slika scene.
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Glava 9

Zaklju�cak

U ovoj disertaciji dat je novi metod transformacije obilje�zja sadr�zanih u senzorskim
mjerenjima jednog modaliteta u senzorska mjerenja drugog modaliteta. Predlo�zeni
metod zasnovan je na novoj arhitekturi generativnih suparni�ckih mre�za, takozvanim
CMGGAN-ovima. Predlo�zene CMGGAN mre�ze klju�cni su doprinos ove disertacije.
Kori�s�cenjem pogodnih senzorskih mjerenja jednog modaliteta, koji se posmatraju
kao latentne promjenljive, CMGGAN-ovima mogu�ce je generisati vje�sta�cka mje-
renja drugog modaliteta. Validacija predlo�zenog metoda transformacije obilje�zja
izvr�sena je na konkretnom primjeru fuzije radarskih mjerenja i slika dobijenih ka-
merom. Objektivnom i subjektivnom analizom generisanih slika pokazano je da se
predlo�zeni metod transformacije obilje�zja mo�ze koristiti za generisanje vje�sta�ckih
slika, koje kvalitativno i kvantitativno sadr�ze obilje�zja sadr�zana u radarskim mje-
renjima. Pored toga, za semanti�cku fuziju obilje�zja sadr�zanih u slikama dobijenih
kamerom i mjerenjima radara nije potrebno de�nisati vektor obilje�zja. Takav na�cin
fuzije mjerenja, kako je pokazano, vodi gubitku obilje�zja sadr�zanih u mjernim poda-
cima. Ovo predstavlja veliku prednost predlo�zene metode transformacije obilje�zja u
odnosu na poznate metode fuzije. Takode, veoma va�zna karakteristika predlo�zenih
CMGGAN mre�za je da se obu�cavaju potpuno nenadgledano. To zna�ci da je gra-
nica kvaliteta signala generisanih CMGGAN mre�zom odredena samo kapacitetom
kori�s�cenih neuronskih mre�za.

Pored transformacije obilje�zja, u disertaciji su predlo�zeni razli�citi prinicipi seman-
ti�cke fuzije senzorskih mjerenja razli�citih modaliteta. Jedan od navedenih principa
je i princip automatske anotacije radarske re�setke dokaza kori�s�cenjem slika generi-
sanih CMGGAN-ovima. Mogu�cnost automatske anotacije radarskih re�setki dokaza
kori�s�cenjem relativno jeftinih anotacija slika takode predstavlja veoma veliki do-
prinos ove disertacije.

Iz kratke diskusije o funkcionalnoj bezbjednosti u Glavi 2 jasno je da iza slo�zenih
koraka koji su potrebni za ispunjavanje bezbjednosnih normi u stvari le�zi potreba
proizvoda�ca i zakonodavca da se problem u potpunosti razumije konceptualno,
odnosno, da se razumije i detaljno opi�se priroda problema. Tek tada mogu�ce je
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de�nisati bezbjednosne ciljeve, bezbjednosne zahtjeve, a potom iz njih izvedene
softverske i hardverske zahtjeve neophodne za razvoj funkcionalnih komponenata
sistema. Ako je funkcionalnost komponente zasnovana na vje�sta�ckim neuronskim
mre�zama, bezbjednosne norme na nivou same komponente, na trenutnom nivou
nauke i tehnologije, nije mogu�ce ispuniti. Naime, vje�sta�cke neuronske mre�ze imaju
veoma visoke performanse u zadacima kao �sto su detekcija i prepoznavanje objekata
ili planiranje trajektorije, ali se ne uklapaju u paradigmu razvoja i serti�kacije
softvera u automobilskoj industriji.

Jedan od problema je i izbor samog vektora obilje�zja ili vektora stanja prostora.
Odnosno, u toku validacije sistemske arhitekture visoko automatizovanog vozila
potrebno je utvrditi koja mjerljiva obilje�zja prostora su potrebna i dovoljna za
postizanje odgovaraju�ceg stepena automatizacije vozila. Problem je �sto se za naj-
vi�si stepen automatizacije vo�znje, odnosno sistema �cije su performanse jednake
�covjekovim, vjerovatno mora de�nisati i visokodimenzionalni vektor stanja prosto-
ra, a to validaciju sistema �cini veoma slo�zenom. Na primjer, neka se u vidnom polju
voza�ca nalaze dva pje�saka A i B. Analiziraju�ci njihovu signalizaciju rukama ili ana-
liziraju�ci njihov razgovor ili kako se gledaju, voza�c je u stanju da odredi i prirodu
njihovog odnosa. Neka voza�c ima dobro razvijene kognitivne sposobnosti (kogni-
tivne sposobnosti, va�zne za uspje�sno upravljanje motornim vozilom, razvijaju se
u najranijem �zivotnom dobu [96]). Ako pje�sak A doziva pje�saka B, dobar voza�c
je, na neki na�cin, u stanju pouzdano odrediti da pje�saci imaju odredeni prijatelj-
ski ili porodi�cni odnos, te da �ce se pje�sak B kretati prema pje�saku A. Na osnovu
pretpostavke o kretanju pje�saka, voza�c �ce prilikom upravljanja vozilom donijeti be-
zbjedniju odluku nego kada mu je odnos izmedu pje�saka nepoznat ili skriven. Na�cin
na koji je pretpostavka o prijateljskom odnosu donesena te�sko se mo�ze objasniti
i nije direktno mjerljiva vizuelnim sistemom �covjeka, pa se ovdje govori o latent-
nim ili skrivenim obilje�zjima ili kodovima. Korist latentnih kodova pri odlu�civanju
naravno nije strana ni teoriji odlu�civanja. U disertaciji je njihov zna�caj posebno
istaknut u Glavi 6 na primjeru algoritma maksimizacije o�cekivanja. Latentni kodovi
iskori�s�ceni su takode u konstrukciji CMGGAN mre�za. Naime, kori�s�cenjem latentnih
kodova kao uslovnih promjenljivih, CMGGAN mre�ze su, u procesu nenadgledanog
ma�sinskog u�cenja, u mogu�cnosti nau�citi uslovnu raspodjelu vjerovatno�ce ulaznih
podataka.

Svi navedeni problemi bezbjednog kori�s�cenja vje�sta�ckih neuronskih mre�za u ob-
radi signala senzora visoko automatizovanih vozila: pravilan izbor podataka za
obu�cavanje, pravilan izbor modela, ½borba“ protiv suparni�ckih primjera, validacija
i veri�kacija izabranog modela, nerije�seni su, i predmet su daljeg istra�zivanja.
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